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Spis rysunków 

Rys. 1. Schemat blokowy procesu powstawania hipotez badawczych dotyczących 

koncepcji strategii inwestycyjnych. Źródło: opracowanie własne. 

Rys. 104. Schemat blokowy procesu opracowywania wymagań dla systemu 

tradingu automatycznego. Źródło: opracowanie własne. 

Rys. 3. Okno „przesuwane" po macierzy danych historycznych X i Y. Źródło: opra
cowanie własne. 

Rys. 4. Wzajemne ułożenie wektorów zmiennych x; przesuniętych o k=l,2, ... , k 

oraz wektora wyników yj, j = t-k, ... , t. Źródło: opracowanie własne. 

Rys. 5. Przykład wzajemnego rozmieszczenia w macierzy danych 
nieprzesuniętego wektora zmiennej obserwowanej y i wybranych wektorów 
argumentów. Źródło: opracowanie własne. 

Rys. 6. Wybrane wektory argumentów na tle całej dostępnej przestrzeni danych X. 
Możliwy do prognozowania jest tylko jeden okres zmiennej obserwowanej y. 
Źródło: opracowanie własne. 

Rys. 7. Przebieg rzeczywistych zmian zmiennej rzeczywistej y oraz jej modelu y 

dla sytuacji prognozy jeden krok wprzód (a) oraz po weryfikacji rzeczywistego 
odchylenia L1y (b). Źródło: opracowanie własne. 

Rys. 8. Przebieg rzeczywistychy i modelowanychy wartości zmiennej wyjściowej z 
zaznaczonym horyzontem predykcyjnym hp= 2. Źródło: opracowanie własne. 

Rys. 9. Ogólny schemat sieci neuronowej generującej kolejne modele o rosnącej 
złożoności w kolejnych warstwach. Źródło: opracowanie własne. 

Rys. 105. Schemat algorytmu kombinatorycznego GMDH z trzema warstwami 

neuronowymi i zbiorami modeli o licznościach kolejno F21 Fw Fv jako wejściami do 

kolejnych warstw. Źródło: opracowanie własne. 

Rys. 11. Schemat kojarzenie wejść do neuronów kolejnej warstwy oraz selekcji i 
sortowania modeli w warstwie wg lokalnego kryterium selekcji CR,k (k - numer 
warstwy). Na rysunku widać pozostawione po sortowaniu najlepsze (czarne) 

neurony jako wejścia do kolejnej warstwy. Źródło: opracowanie własne. 
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Rys. 106. Ogólny schemat jednokierunkowej wielowarstwowej sieci neuronowej, 
której wyjściem jest wskazanie stopnia złożoności modelu predykcyjnego. Na 

wejściach kolejnych warstw występują wyjścia wszystkich warstw poprzednich 
tak długo, aż wystąpi akceptowalna zgodność modelu (na wyjściu z ostatniego 

perceptronu pojawi się 1). Ten warunek na schemacie spełnia przedostatni 
neuron. Źródło: opracowanie własne. 

Rys. 107. Schemat objaśniający kolejność obliczania modelu prognostycznego y 
na podstawie współczynników A wielomianu obliczonych w pierwszym kroku i 
wykorzystanych w równaniu predykcji z nowymi danymi x;'i x/. Źródło: 
opracowanie własne. 

Rys. 108. Schemat objaśniający sposób obliczania prognozy wg algorytmu CL2. 

Współczynniki Aapt wielomianu prognostycznego obliczone są na podstawie 
znanych danych pierwszej warstwy oraz danych przetworzonych kolejnych 

warstw. Źródło: opracowanie własne. 

Rys. 109. Rzeczywiste (krzywe ciągłe) i prognozowane (krzywe z punktami) w 

pierwszej warstwie przebiegi zmiennej wyjściowej dla horyzontu 
prognostycznego hp = 3. Źródło: niepublikowany skrypt autora gmdhregr9pd 
(zakr=20, hp=3, i=S00:5:805). 

Rys. 16. Rzeczywiste (krzywe ciągłe wewnętrzne) i prognozowane (krzywe z 
punktami) przebiegi zmiennej wyjściowej przedstawione w układzie 

rzeczywistych (nie znormalizowanych) wartości kursu EUR/USD dla pierwszej 
warstwy sieci neuronowej. Źródło: niepublikowany skrypt autora gmdhregr9pd 
(zakr=20, hp=3, i=S00:5:805). 

Rys. 110. Rzeczywiste i modelowane przebiegi zmiennej wyjściowej na odcinku 
predykcyjnym. Widoczne są niewielkie rozbieżności w porównaniu do rys. 16. 

Źródło: niepublikowany skrypt autora gmdhregr9pd (zakr=20, hp=3, 
i=S00:5:805). 

Rys. 111. Rzeczywiste (ciągłe) i symulowane (przerywane) przebiegi zmiennej 
wyjściowej w piątej warstwie sieci neuronowej. Widać dużą zbieżność krzywych 
odzwierciedlających modelowane zmiany kursu z przebiegami rzeczywistymi. 

Źródło: niepublikowany skrypt autora gmdhregr9pd (zakr=20, hp=4, 
i=S00:10:860). 

Rys. 112. Struktura najlepszych modeli piątej warstwy sieci neuronowej dla 
sześciu kolejnych przypadków predykcji wykonanej co 10 okresów w szeregu 
czasowym świec 15 min dla pary EUR/USD. Źródło: niepublikowany skrypt autora 

gmdhregr9pd (zakr=20, hp=4, i=S00:10:860). 
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Rys. 20. Schemat sieci obliczeniowej z ujawnionymi wejściami do szóstej warstwy 
z neuronów poprzednich warstw i także z warstwy wejściowej. Źródło: 
opracowanie własne. 

Rys. 21. Zróżnicowanie struktur najlepszych modeli piątej warstwy badane co 
jeden krok. Źródło: niepublikowany skrypt autora gmdhregr9pd (zakr=20, hp=4, 
i=800:809). 

Rys. 22. Badanie rozbieżności pomiędzy rzeczywistym przebiegiem zmiennej 

wyjściowej i prognozowanymi odcinkami o długości hp=4 okresy - w czwartej 
warstwie sieci neuronowej. Źródło: niepublikowany skrypt autora gmdhregr9pd 
(zakr=20, hp=4, i=l000:5:1015). 

Rys. 23. Badanie rozbieżności w szóstej warstwie w dziedzinie zmiennej 

wyjściowej znormalizowanej (przebiegi rzeczywiste - krzywe ciągłe, przebiegi 
symulowane - krzywe przerywane). Źródło: niepublikowany skrypt autora 

gmdhregr9pd (zakr=20, hp=4, i=l000:5:1015). 

Rys. 24. Wzajemnie potwierdzające się kolejne prognozy wykonywane sekwencja 
jedna tuż za drugą, w czwartej warstwie, na tle przebiegu rzeczywistego. Źródło: 

niepublikowany skrypt autora gmdhregr9pd (zakr=20, hp=4, i=1000: 1005). 

Rys. 25. Przebiegi średnich dokładności !'-,,Sa dla S=l,2, ... ,6 obliczone w różnych 

miejscach przestrzeni danych. Każda krzywa oznacza wyniki obliczone dla innej 
świecy początkowej. Źródło: niepublikowany skrypt autora gmdhregr9pd 
(zakr=20, hp=4, i=l000:1005). 

Rys. 26. Najlepsze wyniki dokładności predykcji w różnych miejscach przestrzeni 
danych wg kryterium (2). Źródło: niepublikowany skrypt autora gmdhregr9pd 
(zakr=20, hp=4, i=l000:1005). 

Rys. 27. Rezultaty prognozowania przebiegu zmiennej EUR/USD wykonanego za 
pomocą najprostszego modelu liniowego zawierającego tylko dwa najlepsze 
wyselekcjonowane czynniki modelu (zmienne wejściowe). Źródło: niepublikowany 

skrypt autora gmdhregr9sdll (zakr=30, hp=2, i=l000:1029). 

Rys. 28. Rezultaty modelowania w drugiej warstwie sieci neuronowej (za pomocą 
modeli zawierających 4 wyselekcjonowane czynniki). Rzeczywisty przebieg 

zmiennej wyjściowej to krzywa bez nieciągłości. Źródło: niepublikowany skrypt 
autora gmdhregr9sdll (zakr=30, hp=2, i=l000:1029). 

Rys. 29. Rezultaty modelowania w trzeciej warstwie sieci neuronowej. 

Rzeczywisty przebieg zmiennej wyjściowej - to czarna ciągła krzywa, 
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aproksymacja kilku okresów - krzywe przerywane, prognoza - krzywe żółte. 

Źródło: niepublikowany skrypt autora gmdhregr9sd11 (zakr=30, hp=2, 
i=l000:1029). 

Rys. 113. Rezultaty modelowania w czwartej warstwie. Odcinki ciągłe to 

rzeczywiste przebiegi, przerywane to rezultaty najlepszych aproksymacji, 
pojedyncze oddalone odcinki, to predykcje jeden odcinek wprzód. Źródło: 

niepublikowany skrypt autora gmdhregr9sd11 (zakr=30, hp=2, i=l000:1029). 

Rys. 31. Wyniki symulacji w czterech warstwach sieci naniesione równocześnie na 

wspólny wykres. Źródło: niepublikowany skrypt autora gmdhregr9sd11 
(zakr=30, hp=2, i=l000:1029). 

Rys. 32. Najlepsze dwuodcinkowe przebiegi modeli trzeciej i czwartej warstwy. 
Źródło: niepublikowany skrypt autora gmdhregr9sd11 (zakr=30, hp=2, 

i=l000:1029). 

Rys. 33. Średnia dokładność aproksymacji w poszczególnych warstwach sieci (1 
do 4). Każda krzywa to średnia dokładność najlepszych modeli rozpoczynających 
się w różnych punktach przestrzeni danych. Źródło: niepublikowany skrypt 

autora gmdhregr9sd11 (zakr=30, hp=2, i=l000:1029). 

Rys. 34. Diagram ilustrujący zmienność struktury modeli w czwartej warstwie. 
Źródło: niepublikowany skrypt autora gmdhregr9sd11 (zakr=30, hp=2, 

i=l000:1029). 

Rys. 35. Wykres błędów predykcyjnych popełnionych w poszczególnych 
warstwach sieci (wartości absolutne). Źródło: niepublikowany skrypt autora 

gmdhregr9sd11 (zakr=30, hp=2, i=l000:1029). 

Rys. 36. Diagram poprawności predykcji w aspekcie zgodności pierwszej 

pochodnej zmiennej obserwowanej y i modeli .9 w każdej z 4 warstw. Źródło: 
niepublikowany skrypt autora gmdhregr9sd11 (zakr=30, hp=2, i=l000:1029). 

Rys. 37. Diagram zmienności struktury modeli prognostycznych czwartej warstwy 
w badaniach z zastosowaniem kryterium opartego na odcinku predykcyjnym. 
Źródło: niepublikowany skrypt autora gmdhregr9sd21 ( zakr=6, hp=2, 

i=l000:1029). 

Rys. 114. Wykres błędów predykcyjnych popełnionych w symulacjach z 

zastosowaniem kryterium LlS2. Źródło: niepublikowany skrypt autora 
gmdhregr9sd21 (zakr=6, hp=Z, i=l000:1029). 
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Rys. 39. Diagram poprawności predykcji wg zgodności pierwszych pochodnychy i 
y dla kryterium LlSz. Źródło: niepublikowany skrypt autora gmdhregr9sd21 
(zakr=6, hp=2, i=l000:1029). 

Rys. 115. Struktura najlepszych modeli z kryterium minimaksowym dla 10 
kolejnych przypadków. Źródło: niepublikowany skrypt autora gmdhregr9sd31 
(zakr=20, hp=2, i=l000:1029). 

Rys. 41. Błędy predykcji popełnione w różnych warstwach sieci obliczeniowej dla 

kryterium opartego na zasadzie minimalizacji maksymalnego odchylenia w 
odcinku uczącym. Źródło: niepublikowany skrypt autora gmdhregr9sd31 
(zakr=20, hp=2, i=l000:1029). 

Rys. 42. Diagram zgodności pierwszej pochodnej przebiegu rzeczywistego i 
modelowanego z kryterium minimaksowym. Źródło: niepublikowany skrypt 

autora gmdhregr9sd31 (zakr=20, hp=2, i=l000:1029). 

Rys. 116. Wykresy narastania kapitału w strategii tradingowej ( dla czterech 
warstw sieci obliczeniowej) zbudowanej z zastosowaniem kryterium LlS1 dla 
wariantu bez mechanizmu Stop Loss (lewy wykres) i z mechanizmem Stop Loss 
równym 0.010 (100 pipsów). Źródło: niepublikowany skrypt autora 

gmdhregr9sd 1 la. 

Rys. 44. Wykresy narastania kapitału w strategii tradingowej (dla czterech 
warstw sieci obliczeniowej) zbudowanej z zastosowaniem kryterium LlSz dla 

wariantu bez mechanizmu Stop Loss (lewy wykres) i z mechanizmem Stop Loss 
równym 0.010 (100 pipsów). Źródło: niepublikowany skrypt autora 

gmdhregr9sd2 la. 

Rys. 45. Wykresy narastania kapitału w strategii tradingowej (dla czterech 
warstw sieci obliczeniowej) zbudowanej z zastosowaniem kryterium LlS1dla 
wariantu bez mechanizmu Stop Loss (lewy wykres) i z mechanizmem Stop Loss 
równym 0.010 (100 pipsów). Źródło: niepublikowany skrypt autora 

gmdhregr9sd3 la. 

Rys. 46. Wyniki symulacji w przestrzeni zmiennej skośności (1:6) i kurtozy (1:15). 

Rezultat - wynik końcowy (w skrypcie nazywany wynik) od zamknięć na barie

rach SL i TP oraz dopuszczalnego czasu otwarcia pozycji. Źródło: niepublikowany 

skrypt autora irla3kl 4 lc. 

Rys. 47. Wyniki symulacji w przestrzeni zmiennej skośności (1:6) i kurtozy (1:15). 
Rezultat- wynik końcowy poprawiony (wynpoprJ od zamknięć na barierach SL i 
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TP z uwzględnieniem zamknięć wskutek upływu zadanego czasu otwarcia 

pozycji. Źródło: niepublikowany skrypt autora irla3kl 4 lc. 

Rys. 48. Wyniki symulacji w przestrzeni zmiennej skośności (1:6) i kurtozy (1:15). 

Rezultat- wielkości maksymalnych obsunięć (obsm). Źródło: niepublikowany 
skrypt autora irla3k14lc. 

Rys. 49. Wyniki wynik (nieb) i wynpopr (zie/) oraz obsunięcie w funkcji 

indykatora Lane'a dla wartości indykatora od 5 do 100. Źródło: niepublikowany 
skrypt autora irla3kl 42c. 

Rys. 50. Kryteria KlO (niebieski) i K20 (cyjan) w funkcji indykatora Stochastic 

Oscillator Lane'a zmieniającego się od 5 do 100. Maksimum występuje dla obu 

kryteriów przy wartości Lane=50 (10x5). Źródło: niepublikowany skrypt autora 
irla3k142c. 

Rys. 51. Hipotetyczny rozkład normalny ostatnich Sdodchyleń zamknięć od śred
niej md. Źródło: opracowanie własne. 

Rys. 52. Podział rozkładu gęstości odchyleń na klasy rekomendujące decyzje o 
otwarciu pozycji. Źródło: opracowanie własne. 

Rys. 53. Wykres przedstawia wynik w przestrzeni rzędów kwantyli k191 x k192. 

Maksimum występuje dla maksymalnych wartości obu parametrów. Źródło: 
niepublikowany skrypt autora irla3kl 43c. 

Rys. 54. Wykres przedstawia wynpopr w przestrzeni rzędów kwantyli k191 x k192 . 

Maksimum występuje dla minimalnej wartości k191 (k191 obliczane jest poprzez 
odejmowanie od k192) oraz dla k192 rzędu 0.99. Źródło: niepublikowany skrypt 
autora irla3k143c. 

Rys. 55. Wykres obsunięć w przestrzeni k191 x k192. Widać wyraźnie korzystniejszy 

obszar dla mniejszych wartości k192. Źródło: niepublikowany skrypt autora 
irla3kl 43c. 

Rys. 56. Wykres kryterium KlO w przestrzeni rzędów kwantyli k191 x k192. 
Maksimum występuje przy wartości k192=0.99 i największej wartości k191. Źródło: 

niepublikowany skrypt autora irla3k143c. 

Rys. 57. Wykres wyniku niepoprawionego w przestrzeni SLxTP, gdzie SL zmienia 
się od 1:7 a TP- 2:12. Najwyższe wartości widać w obszarze SL=120-160 pipsów i 
TP=40-55 pipsów. Źródło: niepublikowany skrypt autora irla3kl 45c. 
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Rys. 58. Wykres wynpopr w przestrzeni SLxTP, gdzie SL zmienia się od 1:8. 
Najwyższe wartości widać podobnie jak poprzednio w obszarze najwyższych 

wartości SL oraz dla TP w obszarze 35-55 pipsów. Źródło: niepublikowany skrypt 
autora irla3k145c. 

Rys. 59. Wykres obsunięć w przestrzeni SLxTP, gdzie SL zmienia się od 1:8. 
Najwyższe wartości widać dla początkowych wartości SL i dużych wartości TP. 

Źródło: niepublikowany skrypt autora irla3k145c. 

Rys. 60. Wykres klO w przestrzeni SLxTP, gdzie SL zmienia się od 1:8. Najwyższe 
wartości widać podobnie jak poprzednio w obszarze najwyższych 
rozpatrywanych wartości SL i TP=40 pipsów. Źródło: niepublikowany skrypt 
autora irla3kl 45c. 

Rys. 61. Wyniki badań wpływu liczności okna diagnostycznego na jakość 
kryteriów. Przedstawiono wynik (niebieski), wynik poprawiony (zielony) i 

obsunięcia (czerwony). Optymalna wielkość zbioru występuje dla i=3, co oznacza 
liczność 200+i*100=500 świec. Źródło: niepublikowany skrypt autora irla3k146c. 

Rys. 62. Zmiany podstawowych wyników w zależności od liczby świec, po której 

następuje zamknięcie pozycji niezamkniętych przez bariery TP i SL. Tdop zmienia 
się od 10 do 200 świec. Maksimum występuje przy 16 cyklu obliczeń, czyli dla 

wartości Tdop=160. Wyniki to wynik (niebieski), wynpopr (zielony) i obsm -
obsuniecie maksymalne (czerwony). Źródło: niepublikowany skrypt autora 
irla3kl 46d. 

Rys. 63. Schemat graficzny objaśniający wykorzystanie algorytmu A1 . Źródło: 

opracowanie własne. 

Rys. 64. Schemat graficzny algorytmu A2 . Składa się on z kolejno wykonywanych, 
przesuniętych o jedna świecę algorytmów A1. Źródło: opracowanie własne. 

Rys. 65. Schemat organizacji obliczeń symulacyjnych. Wskazany inkrement Ls 

świec powoduje pełne wykorzystanie wszystkich danych z przeszłości. Źródło: 
opracowanie własne. 

Rys. 66. Wykres narastania kapitału w trakcie wykonywania algorytmu A4 

złożonego z 1 OOO realizacji A2 po 1 O świec z jednoczesnym badaniem optymalnej 
liczby otwieranych pozycji. Źródło: niepublikowany skrypt autora czapirla16 
wraz ze skryptem czapirlagg16 i plikiem danych cms15m0604. 

Rys. 67. Liczby otwartych jednocześnie długich (zielone) i krótkich (czerwone) 
pozycji. Źródło: niepublikowany skrypt autora czapirla16 wraz ze skryptem 
czapirlagg16 i plikiem danych cms15m0604. 
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Rys. 68. Wykres narastania kapitału dla algorytmu A4 wykonanego przy 

zastosowaniu ograniczenia liczby jednocześnie otwartych pozycji obliczonej jako 
najlepszej w poprzednim kroku. Źródło: niepublikowany skrypt autora czapirla16 
wraz ze skryptem czapirlagg16pred i plikami danych cms15m0604, igranlopt i 
igranlopts. 

Rys. 69. Wyniki uzyskane w czasie badania algorytmu A4 z wykresu 68. Na 

wykresie przedstawione są najlepsze obliczone w czasie symulacji liczby 

jednocześnie otwartych pozycji długich (niebieskie) i krótkich (czerwone). Źródło: 
niepublikowany skrypt autora czapirla16 wraz ze skryptem czapirlagg16pred i 
plikami danych cms15m0604, igranlopt i igranlopts. 

Rys. 70. Narastanie kapitału w modelu predykcyjnym zbudowanym na wynikach 

symulacji określających najlepsze liczby jednoczenie otwartych pozycji w 
nierozpatrywanym do tej pory fragmencie szeregu czasowego. Źródło: 

niepublikowany skrypt autora czapirla16 wraz ze skryptem czapirlagg16pred i 
plikami danych cms15m0604, igranlopt i igranlopts. 

Rys. 71. Wizualizacja macierzy współczynników korelacji liniowej. Źródło: 
niepublikowany skrypt autora gielda0. 

Rys. 72. Badania zmienności własnej czynników rozpatrywanych w macierzy 

danych - papierów wartościowych. Źródło: niepublikowany skrypt autora 
gielda3de. 

Rys. 73. Przesunięcie M-1 (z wyjątkiem x5) szeregów czasowych o hp wstecz (a) 
oraz przesunięcie ich do chwili bieżącej to dla obliczenia predykcji zmiennej X5• 

Źródło: opracowanie własne. 

Rys. 74. Symulacja dokładności odwzorowania szeregów czasowych dla kolejnych 
200 przypadków. Źródło: niepublikowany skrypt autora gielda3d. 

Rys. 75. Symulacja narastania kapitału w systemie tradingowym opartym na 
predykcji krótkoterminowej indeksu WIG20. Źródło: niepublikowany skrypt 

autora gielda3d. 

Rys. 76. Przebiegi rzeczywiste (y) i modelowane y zmiennej obserwowanej. Od

cinek Yt oznacza pierwszy odcinek horyzontu prognostycznego, a y~ - drugi. 

Źródło: opracowanie własne. 

Rys. 77. Skumulowane stopy zwrotu dla kolejno rozpatrywanych 200 szeregów 
czasowych dla kolejno rozpatrywanych 12 zmiennych obserwowanych. Źródło: 

niepublikowany skrypt autora gielda3de. 
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Rys. 78. Końcowe rezultaty symulacji skumulowanej stopy zwrotu kolejnych 
zmiennych traktowanych jako zmienne objaśniane przez pozostałe. Źródło: 
niepublikowany skrypt autora gielda3de. 

Rys. 79. Względna niezawodność poszczególnych zmiennych objaśnianych 
wyrażona poprzez równoczesne uwzględnienia położenia (średniej stopy zwrotu) 
i ryzyka (średniego odchylenia standardowego). Źródło: niepublikowany skrypt 

autora gielda3de. 

Rys. 80. Skumulowane stopy zwrotu 12 rozpatrywanych zmiennych opisywanych 
każdorazowo przez pozostałe 11 zmiennych z przesunięciami wstecz od chwili 

bieżącej. Źródło: niepublikowany skrypt autora gielda6a. 

Rys. 81. Wyniki końcowe skumulowanej stopy zwrotu poszczególnych zmiennych 
objaśnianych uzyskane w warunkach modelowania zmiennej objaśnianej za 

pomocą przesuniętych w czasie wektorów zmiennych objaśniających. Źródło: 

niepublikowany skrypt autora gielda6a. 

Rys. 82. Skumulowane stopy zwrotu 12 rozpatrywanych zmiennych dla dwóch 

różnych parametrów Stop Loss symulacji. Na lewym rysunku SL jest 1/200 warto
ści maksymalnej rozpatrywanej zmiennej a na prawym 1/25 tej wartości. Źródło: 

niepublikowany skrypt autora gielda6a. 

Rys. 83. Symulacja narastania kapitału w strategii inwestycyjnej zbudowanej na 
nieliniowym modelu dla WIG20. 

Rys. 117. Struktura najlepszych modeli nieliniowych rozpatrywanych w kolejnych 
200 szeregach czasowych. 

Rys. 85. Skumulowana stopa zwrotu różnych zmiennych w modelach nielinio

wych. Źródło: niepublikowany skrypt autora gielda3den. 

Rys. 86. Znormalizowana stopa zwrotu poszczególnych zmiennych badana w 

okresie 200 kroków. Źródło: niepublikowany skrypt autora gielda3den. 

Rys. 87. Diagram liczby otwartych pozycji i złożonych zleceń. Źródło: oanda.com. 

Rys. 88. Definicja udziałów Gi w odległości o od wartości bieżącej kursu xb. Źró

dło: opracowanie własne. 

Rys. 89. Definicja udziałów zleceń w odległości o od wartości bieżącej kursu xb„ 
Źródło: opracowanie własne. 
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Rys. 90. Skumulowany zwrot po 800 krokach systemu transakcyjnego z 

horyzontem predykcyjnym hp=2 kroki wprzód. Wskaźnik Sharpe'a równy 0.0882. 
Źródło: niepublikowany skrypt autora oanda3d. 

Rys. 91. Skumulowany zwrot po 800 krokach systemu transakcyjnego z 

horyzontem predykcyjnym hp=3 kroki wprzód. Wskaźnik Sharpe'a równy 0.1291. 
Źródło: niepublikowany skrypt autora oanda3e. 

Rys. 92. Skumulowany zwrot po 800 krokach systemu transakcyjnego z 
horyzontem predykcyjnym hp=3 kroki wprzód i zmniejszonym SL. Wskaźnik 
Sharpe'a równy 0.2056. Źródło: niepublikowany skrypt autora oanda3e. 

Rys. 93. Skumulowany zwrot po 801 krokach systemu transakcyjnego realizowa

nego wg klasycznej analizy technicznej przez Liviu Flesara [112}. Wskaznik Shar
pe'a równy 0.2312. Źródło: e-forex.ro. 

Rys. 94. Wykres narastania kapitału dla strategii z pojedynczą akcją (tu nr 13 o 

wartości początkowej 102,00 PLN). Krzywa niebieska to wynik dla strategii 
umożliwiającej otwieranie pozycji w obu kierunkach, zielona - tylko dla pozycji 

długich. Źródło: niepublikowany skrypt autora gielda3dBp. 

Rys. 95. Mapa zmienności modeli regresyjnych w symulacji sytemu 
transakcyjnego z jedna zmienną objaśniana i czterema zmiennymi 

objaśniającymi (w każdej chwili na wykresie wskazane są 4 numery zmiennych 
wejściowych). Źródło: niepublikowany skrypt autora gielda3dBp. 

Rys. 96. Błąd względny dokładności aproksymacji w kolejnych modelach 
regresyjnych. Źródło: niepublikowany skrypt autora gielda3dBp. 

Rys. 97. Wykresy narastania kapitału dla poszczególnych akcji w kolejnych 10 
portfelach inwestycyjnych. W serii 10 kolejnych badań symulacyjnych 

otwieranych co 10 świec i obserwowanych przez 15 świec. Ponieważ w każdym 
portfelu jest 5 akcji wiec na wykresie obserwuje się ogólny obraz 50 przebiegów. 

Źródło: niepublikowany skrypt autora gielda3deB!in5normLs poprzedzony 
przygotowaniem danych w skrypcie gielda3deB!inlagS. 

Rys. 98. Krzywa narastania kapitału - 5 akcji w portfelu, od 70 poczynając, 10 

symulacji każda na 15 świecach. Źródło: niepublikowany skrypt autora 

gielda3deB!in5normLs poprzedzony przygotowaniem danych w skrypcie 
gielda3deB!inlagS. 

Rys. 99. Wyniki symulacji dla portfela 5 akcji dla kolejnych 10 realizacji co 10 
świec, z okresem symulacji wynoszącym 15 świec od 170 poczynając, Źródło: 
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niepublikowany skrypt autora gielda3deBlinSnormLs poprzedzony 

przygotowaniem danych w skrypcie gielda3deBlinlagS. 

Rys. 100. Krzywa narastania kapitału dla drugiego okresu testowania - 5 akcji w 
portfelu, 10 realizacji po 15 świec w każdej, od 170 poczynając. Wynik jest 

zdecydowanie najgorszy. Źródło: niepublikowany skrypt autora 
gielda3deBlinSnormLs poprzedzony przygotowaniem danych w skrypcie 

gielda3deBlinlagS. 

Rys. 118. Wyniki symulacji dla portfela 5 akcji dla kolejnych 10 realizacji co 10 
świec, z okresem symulacji wynoszącym 15 świec od 270 poczynając. Źródło: 

niepublikowany skrypt autora gielda3deBlinSnormLs poprzedzony 
przygotowaniem danych w skrypcie gielda3deBlinlagS. 

Rys. 119. Krzywa narastania kapitału dla danych - 5 akcji w portfelu, 10 

realizacji po 15 świec w każdej, od 270 poczynając. Źródło: niepublikowany 

skrypt autora gielda3deBlinSnormLs poprzedzony przygotowaniem danych w 
skrypcie gielda3deBlinlagS. 

Rys. 120. Wykres narastania kapitału w całym okresie symulacji, od świecy nr 70 

do 370, z inkrementem przeszukiwania modeli kr=6, z każdorazowym 
rozpatrywaniem 15 kroków wprzód, uruchamianych co 10 kroków. Każda 

jednostka na osi zmiennej niezależnej oznacza 10 świec dobowych, czyli 10 dni. 
Źródło: niepublikowany skrypt autora gielda3deBlinSnormLsall poprzedzony 

przygotowaniem danych w skrypcie gielda3deBlinlagS. 
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