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WIELOKRYTERIALNA OPTYMALIZACJA EWOLUCYJNA 
Z PRESELEKCJĄ KWALITATYWNYCH SUBKRYTERIÓW 

Zdzisław KOWALCZUK 

Politechnika Gdańska, Wydział Elektroniki, Telekomunikacji i Informatyki 
Narutowicza 11/12, 80-952 Gdańsk, e-rrail: kova@pg.gcla.pl 

Streszczenie: W pracy rozważa się problem optymaliza
cji wielokryterialnej. Zadania tego rodzaju mogą być skutecz
nie rozwiązywane za pomocą metod ewolucyjnych z zastoso
waniem zaproponowanego ostatnio pojęcia genetycznego 
rodzajnika, wywouzonego ze stopnia przystosowania analizo
wanych osobników (rozwiązań) i stosowanego podczas krzy
żowania w procesie wielokryterialnej optymalizacji. Do oceny 
uzyskiwanych rozwiązań tego rodzaju problemów wykorzy
stywać można metody: ważonych zysków, odległości, se
kwencyjnych ograniczeń nierównościowych lub rankingu 
według Pareto-optymalności . W pracy omawia się rodzajni
kowy mechanizm genetyczny i jego działanie ilustruje przy
kładami wielokryterialnej syntezy wybranych układów auto
matyki (regulatorów i obserwatorów). 

Słowa kluczowe: Optymalizacja, wielokryterialność, wielo
wymiarowość, algorytmy ewolucyjne, regulatory PID, opty
malne obserwatory detekcyjne. 

1. WPROWADZENIE 

Postępowanie w sposób precyzyjny, charakteryzujący 
podejście matematyczne, nie zawsze prowadzi do efek
tywnego rozwiązania. Tymczasem w przyrodzie zaob
serwować można istnienie wielu naturalnych mechani
zmów, które z niezwykłą skutecznością prowadzą do 
osiągnięcia 'sukcesu', widzianego w kategoriach zdo
bycia pożywienia, schronienia, wychowania potomstwa 
i przeżycia w szerszym znaczeniu. 

Zapoczątkowało to duże zainteresowanie mzynierów 
tego rodzaju mechanizmami. Znacznie uproszczone, ale 
jednak użyteczne ich wersje szybko uzyskały postać 
praktyczną, wyrażającą się w formie rozmaitych ele
mentów sztucznej inteligencji, do których zaliczają się 
na przykład metody rozmytego oceniania analizowa
nych wielkości, wnioskowania ekspertowego, modelo
wania neuronowego, oraz obliczeń ewolucyjnych (gene
tycznych). 

W nauce i technice szczególnie często wykorzystywany 
jest optymalizacyjny sposób stawiania problemów. 
W ich rozwiązywaniu coraz to większe zastosowanie 
mają algorytmy ewolucyjne, które naśladują fundamen
talny sposób ewolucji systemów biologicznych, pozwa-
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łający na poszukiwanie optymalnych form życia (orga
nizmów) opierając się na wyselekcjonowanym materia
le genetycznym, charakteryzującym osobniki, które już 
dowiodły swojej przydatności i przystosowania do pa
nujących warunków życia. 

Podobnie jak to się dzieje w przyrodzie, również 

w praktyce inżynierskiej chcielibyśmy, aby budowane 
przez nas systemy techniczne odznaczały się zarówno 
pożądanymi cechami w zakresie doskonałości działania 
(wykonywania podstawowych funkcji), jak i odporności 
na mniej znaczące zmiany w środowisku ( odporności, 
niewrażliwości) oraz umiejętności dostosowania się do 
większych zmian (samo/uczenia, samo/organizacji, 
samo/strojenia, adaptacyjności). 

W praktyce problem sprowadza się do sformułowania 
odpowiedniego globalnego zadania optymalizacyjnego 
uwzględniającego rozmaite aspekty działania układu, 

w tym skuteczność realizacji jego podstawowych funk
cji, niewrażliwość na sygnały zakłócające, jak również 
odporność na zmiany parametrów oraz niedokładność 
modelowania, projektowania i realizacji. Prowadzi to do 
niezwykle istotnego z inżynierskiego punktu widzenia, 
projektowania 'optymalnego', gwarantującego bardziej 
skuteczne i niezawodne działanie konstruowanych 
układów. Tego rodzaju projektowanie, oparte na zada
niu optymalizacji wielokryterialnej [l, 13, 14, 10], 
oznacza konieczność łącznej optymalizacji wielu cząst
kowych kryteriów, między którymi trudno jest określić 
wzajemne zależności. 

Przy rozwiązywaniu problemów wielokryterialnych 
wykorzystuje się metodę ważonych zysków [14] , meto
dę odległości [14], metodę sekwencyjnych ograniczeń 
nierównościowych [15] lub metodę rankingu według 
Pareto-optymalności [13, 3, 6, 10-12] . Pierwsze dwie 
metody zasadzają się na integracji wielu kryteriów 
w jedno. Wówczas zadanie wielokryterialnej optymali
zacji wektorowej funkcji zysku sprowadza się do opty
malizacji pewnej skalarnej funkcji celu. W metodzie 
ważonych zysków współrzędne wektora funkcji celów 
są agregowane w pojedynczą funkcję zysku za pomocą 
unormowanego wektora wag. Natomiast metoda odle-



głości polega na wyznaczeniu normy różnicy pomiędzy 
wektorem funkcji celów a wektorem popytu. Metoda 
sekwencyjnych ograniczeń nierównościowych polega 
na przekształceniu zadania wielokryterialnej optymali
zacji wektorowej funkcji celu na zbiór zadań optymali
zacji skalarnych funkcji celu z ograniczeniami nierów
nościowymi. 

Powyższe metody są stosunkowo proste w zastosowa
niu. Posiadają jednak istotną wadę, która tkwi w ko
nieczności arbitralnego doboru wag, wektora popytu 
czy też numerycznych ograniczeń na wartość poszcze
gólnych funkcji celu. Uzyskane w wyniku takiej opty
malizacj i rozwiązania obowiązują tylko dla wybranego 
sposobu parametryzacji (wektora wag, wektora popytu 
lub zbioru ograniczeń) . Jest to oczywisty skutek narzu
canego arbitralnie uproszczenia zadania wielokryterial
nej optymalizacji . Zwłaszcza metody (ważona i popy
towa) opierające się na integracji wielu kryteriów w 
jedno, zmuszają projektanta do podejmowania niezwy
kle trudnego i odpowiedzialnego zadania, polegającego 
na decydowaniu o wzajemnych zależnościach pomiędzy 
kryteriami cząstkowymi. 

Bardziej właściwe podejście związane jest z metodą 
rankingu opartego na pojęciu Pareto-optymalności, 

które pozwala oceniać i klasyfikować uzyskane rozwią
zania zadania wielokryterialnej maksymalizacji jako 
rozwiązania zdominowane lub niezdominowane (Pare
to-optymalne lub w skrócie P-optymalne) [1, 14]. 

Ocena według Pareto-optymalności nie tylko wyznacza 
zbiór P-optymalnych rozwiązań, ale również pozwala 
na uszeregowanie wszystkich możliwych rozwiązań pod 
względem stopnia zdominowania. Należy jednak pamię
tać, że odwzorowanie to wskazuje raczej na zbiory 
Pareto-optymalnych rozwiązań - nie dokonując selekcji 
żadnego konkretnego (pojedynczego) rozwiązania. Jest 
to konsekwencją równoważnego traktowania poszcze
gólnych składowych kryteriów zawartych w wektoro
wej funkcji zysku. Oczywiście projektant zawsze może 
wprowadzić jakąś dodatkową ocenę uzyskanych 
P-optymalnych rozwiązań, która pozwoli dokonać osta
tecznej selekcji . 

W algorytmach ewolucyjnych (genetycznych) [1, 14, 3, 
6, 9, 10, 12] implementować można wszelkiego rodzaju 
mechanizmy prowadzące do tworzenia nowych genera
cji rozwiązań i podejmowania ostatecznych decyzji. 
W niniejszej prezentacji skupimy się na przedstawieniu 
nowego podejścia do rozwiązywania zadań wielokryte
rialnej optymalizacji opartego na algorytmach ewolu
cyjnych, w których każdemu rozwiązaniu przyporząd
kowana jest dodatkowa informacja o stopniu jego przy
należności do ustalonego podzbioru kryteriów, sygno
wanego określonym rodzajnikiem genetycznym (atrybu
tem płci lub wariantem subkryterialnym; X}, }=1 ,2, ... ), 
który jest elementem dopuszczalnego zbioru rodzajni
ków [7-9, 11] , np. {żeński i męski} jak to się dzieje w 
systemach naturalnych. 

Koncepcja wariantu (sub-)kryterialnego zasadza się na 
podziale zbioru funkcji celów na podzbiory. Podział ten 
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jest związany z charakterem rozważanych celów (np. 
cele jakościowe, wrażliwościowe i odpornościowe) . 

Realizowana w ten sposób suboptymalizacja wykorzy
stywana jest w procesie prokreacji (kojarzenia i krzy
żowania rozwiązań), w którym tylko rozwiązania 

o odmiennym wariancie kryterialnym mogą tworzyć 
pary rodzicielskie, uwzględniane w iteracyjnym proce
sie generowania nowych rozwiązania, którego celem 
jest uzyskanie optymalnego rozwiązania. 

Ilustrację rozważanego podejścia stanowią przykłady 

prostych abstrakcyjnych przykładów jedno-, dwu- i 
trójwymiarowych funkcji celu [6], jak również prak
tyczne zadania wielokryterialnej syntezy układów regu
lacji [7-9] oraz diagnostyki systemów lotniczych [3, 4, 
10] i okrętowych [2, 5, 10-12], a uzyskane wyniki po
twierdzają dużą skuteczność proponowanej metody 
optymalizacji, która pozwala na przykład na uzyskiwa
nie optymalnych systemów charakteryzujących się 

zarówno wysokąjakością, jak i dużą niewrażliwością na 
zakłócenia oraz odpornością na błędy projektowania 
i realizacji. 

2. OPTYMALIZACJA WIELOKRYTERIALNA 

Pojawiająca się konieczność łącznej optymalizacji wielu 
cząstkowych kryteriów prowadzi do formułowania 

zadań optymalizacji wielokryterialnej. 

2.1. Zadanie wielokryterialnej optymalizacji 

Załóżmy, że dany jest n-wymiarowy wektor 

f(x)E 9tm funkcji celów 

gdzie 

(2) 

oznaczam-wymiarowy wektor poszukiwanych parame
trów, zaś f j (x), j = 1,2, ... ,m , stanowią cele cząstkowe. 

Przyjmijmy, że współrzędne wektora kryterialnego (1 ) 
są funkcjami zysku. Problem optymalizacji wielokryte
rialnej definiowany wówczas może być jako zadanie 
wielokryterialnej maksymalizacji (bez ograniczeń) wek
tora zysków 

max f (x) (3) 
X 

Rozwiązanie (bądź osobnik w naturze) w algorytmie 
genetycznym opisane jest następującym wektorem 

X · =[x. 
ł Il X · 

' 2 
(4) 

którego współrzędna X;k , i= 1, 2, . .. , N , k = 1, 2, . . . , n , 

oznacza k-ty parametr poszukiwanego i-tego osobnika, 
zaś N reprezentuje liczbę osobników w populacji 

(5) 



2.2. Pareto-optymalność 

Warunek optymalności w sensie Pareto dla zadania 
maksymalizacji (3) może być sformułowany następują-

co. Niech f(xp),f(xr)E9lm , gdzie x p i xr repre-

zentują dwa osobniki (rozwiązania). Wektor f (x P) jest 

częściowo mniejszy od wektora f (xr) wtedy i tylko 

wtedy, gdy dla wszystkich współrzędnych zachodzi 
warunek [l , 13, 14] 

Rozwiązanie x P jest zdominowane w sensie Pareto, 

jeżeli istnieje takie rozwiązanie x r , którego wektor 

funkcji zysku f (x r) jest częściowo większy niż 

f ( x P ) • Rozwiązanie x r , które nie jest zdominowane, 

nazywa się rozwiązaniem niezdominowanym lub Pare
to-optymalnym CP-optymalnym). 

2.3. Ranking względem P-optymalności 

Ustalanie rangi osobników (rozwiązań) względem P
optymalności służy ocenie osobników: Każdemu roz
wiązaniu można przyporządkować pewną skalarną 

wielkość zwaną rangą [13]. Owa ranga odpowiada licz
ności zbioru rozwiązań, przez które dane rozwiązanie 
jest zdominowane w sensie Pareto. Stąd ranga r(x;) 

danego rozwiązania x i to : 

(7) 

µmax= max µ(x i) 
i=l ,2, ... ,N 

gdzie µ( x;) jest stopniem zdominowania, tzn. liczbą 

rozwiązań dominujących nad x i, zaś µmax stanowi 

maksymalną wartość spośród wszystkich µ(x;) . 

3. WARIANT KRYTERIALNY OSOBNIKÓW 

W naturze podział osobników ze względu na płeć wiąże 
się nie tylko z ich funkcjami rozrodczymi (jako podsta
wowy wyróżnik) , ale również (zwłaszcza w zaadapto
wanych do życia we wspólnocie grupach) kojarzy się z 
ich funkcjonalną przydatnością do życia w danej spo
łeczności. Zgodnie z tą obserwacją, proponowana idea 
wariantu kryterialnego (GV AR) zasadza się na podziale 
zbioru funkcji celów na kilka rozłącznych podzbiorów, 
którym przypisywana może być określona nazwa 
(wspólny atrybut lub rodzajnik genetyczny; Xj) będąca 
elementem zbioru GEND [7-9]. Podział ten jest związa
ny z charakterem rozważanych celów. Do ustalonego 
podzbioru I wariantu (Xj) mogą należeć kryteria o 'jed
noimiennych ' cechach, które są jedynie w stanie 'we
wnętrznej' rywalizacji (dla projektanta natomiast mają 
one w przybliżeniu jednakowe znaczenie). Taki zbior
czy sposób kwalifikacji zwalnia projektanta z trudnego 
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zadania wyodrębnienia pojedynczego rozwiązania spo
śród wielu (P-optymalnych) rozwiązań. 

Natomiast zbiór genetycznych rodzajników (wariantów) 
(Xj) wyraża różne grupy 'interesów' (kryteriów), które 
są trudne do apriorycznego wyważenia przez projektan
ta. Podział na owe podzbiory może być stosowany w 
celu umożliwienia 'zewnętrznej' rywalizacji 'różno

imiennych' cech, która nie jest prosta do rozwiązania. 
Do ostatecznej oceny uzyskanych rozwiązań można 

stosować na przykład koncepcję P-optymalności. 

W podejściu GV AR stosuje się mechanizm przydziału 
rodzajnika podczas całego ewolucyjnego cyklu w celu 
tworzenia nowych rozwiązań, ale tylko z osobników 
rodzicielskich o różnych rodzajnikach (lub z różnych 
wariantów kryterialnych Xj). Wektor funkcji zysku (1) 
może być zatem podzielony na s podwektorów: 

(8) 

gdzie 
s 

fj(x) T E 9lm;, m = Lm; (9) 
i= l 

oznacza i-ty podwektor ( j = 1,2, ... , s) definiujący pod

zbiór cech (jako wariant kryterialny lub rodzajnik gene
tyczny Xj) . W zakresie wszystkich elementów tego 
podzbioru ustala się rangę osobników opartą Pareto
optymalności . Zatem każdemu z osobników x; przypo

rządkowuje się wektor rang: 

(10) 

w którym r/x;) (j = 1,2, ... , s) reprezentuje rangę 

osobnika X; w ramach j-tego subkryterium (wariantu 

Xj). Przypisanie konkretnego rodzajnika osobnikom 
realizowane jest poprzez ich preselekcję (sub
optymalizację) [7-9]: 

<p = max <pj 
1 j=l,2, ... ,s ' 

I = arg max <pj 
1 j =l,2, ... ,s 1 

(11) 

gdzie względną rangę wyznacza się następująco: 

(12) 

Dzięki zastosowanej normalizacji, <p ; stanowi najwyż

szy rozmyty stopień suboptymalności, tj . przynależności 
i-tego osobnika do !;-tego wariantu kryterialnego (do 

którego jest on najlepiej przystosowany), zaś rj,nax 

oznacza maksymalną rangę, jaką osiągają wszystkie 
rozwiązania względem danego j-tego subkryterium (Xj) . 



Populacje wariantowe (subkryterialne) są monitorowane 
pod względem założonej minimalnej liczby osobników 
(np. N /(3s) ). Brakujące pozycje są uzupełniane osob

nikami niesuboptymalnymi, pochodzącymi z najniż

szych frontów Pareto, które były wstępnie przypisane 
innym wariantom kryterialnym. 

Należy podkreślić, iż tylko osobniki różnoimienne (o 
odmiennym wariancie) tworzą pary biorące udział w 
generowaniu potomków poprzez proces krzyżowania. 
Procedura selekcji osobników do suboptymalnych (wa
riantowych) pul rodzicielskich o określonym rodzajniku 
jest prowadzana metodą stochastycznego doboru resz
towego [3, 4) na podstawie (efektywnego) stopnia przy
należności (suboptymalności) <P;. 

3.1. Algorytm ewolucyjny EA-GV AR/GEND 

Algorytm ewolucyjny z zastosowaniem wariantu kryte
rialnego (rodzajnika genetycznego) streścić można 

następująco [7-9): 

Inicjacja N osobników w populacji X; 

Dopóki t :-s; fmax 

Wyznaczenie przystosowania każdego osobnika; 

P-suboptymalny ranking (wg subkryteriów/wariantów); 

Rozpoznanie wariantu/rodzajnika osobników; 

Selekcja suboptymalnych pul rodzicielskich; 

Tworzenie nowej populacji X' poprzez: 

krzyżowanie różnowariantowych osobników, 

mutację; 

Zastąpienie starej populacji nową ( X f- X' ); 

tf-- t+l; 

koniec. 

4. SYNTEZA REGULATORA PID 

Jako przykład zastosowania proponowanego podejścia, 
rozważmy zadanie wielokryterialnej optymalizacji regu
latora PID. Taki regulator może być opisany w dziedzi
nie częstotliwości następująco 

(13) 

Poszukiwanymi parametrami są KP, T;, Td . Zatem 

(14) 

oznacza wektor poszukiwanych parametrów regulatora 
PID ( x1 = KP, x2 = T; , x 3 = Td ). Dla danego liniowe-

go obiektu sterowania zadanie wielokryterialnej opty
malizacji określone jest następującymi kryteriami: 

6 

= 
IMSE=f1(X)= f[e(x,t)+Ae(x,t)]2dt 

o 
= 

!TSE= f2 (x) = ft 2e2 (x,t)dt 
o 

= 
/SC= f 3 (x) = fu 2 (x,t)dt 

o 

Pm(x) = f 5 (x) = phase margin 

(15) 

(16) 

(17) 

(18) 

(19) 

Kryteria całkowe wyznaczane są poprzez rozwiązanie 
odpowiedniego równania Lapunowa. Powyższe funkcje 
kryterialne zostały podzielone na dwa podzbiory wa
riantowe, które są reprezentowane następująco: 

(20) 

gdzie pierwsze z subkryteriów (oznaczmy jako 
XX='JAKOŚĆ') składa się z trzech jakościowych 
wskaźników całkowych 

(21) 

zaś w skład drugiego optymalizowanego wektora 
(XY='ODPORNOŚĆ') wchodzą dwa kryteria o ce
chach odpornościowych, tzn. zapas wzmocnienia i fazy 

(22) 

Do poszukiwania P-optymalnych parametrów regulatora 
PID zastosowano proponowaną ewolucyjną metodę, w 
której osobnik posiada następującą postać 

X; =~1 -
1 

(23) 

W czasie ewolucji w każdej iteracji każdemu osobni
kowi przypisuje się rodzajnik, który desygnuje jeden z 
dwu wariantów: jakościowy albo odpornościowy . 

4.1. Przykład projektowy 

Rozważmy nieminimalnofazowy liniowy obiekt 

G (s) = (-0.5s + l)(s + 4) 

P s(s + 2)(s2 + 6s + 10) 
(24) 

Synteza regulatora PID sprowadza się do rozwiązania 
zadania wielokryterialnej optymalizacji wektora (14) ze 
względu na cząstkowe kryteria (15)-(19). 

Przyjęto następujący obszar poszukiwań: 

x, =KP E [o, 10], X2 = T; E [o, 3], X2 = Td E [o, 1] (25) 

4.2. Wyniki ewolucyjnej optymalizacji 

Porównanie wyników podejścia klasycznego (GA) i 
wariantowego (GV AR) na płaszczyźnie jakościowej 

przedstawia rys. 1. Podobny efekt uzyskano w innych 
rozważanych podprzestrzeniach. 
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Rys. l. Dwa typy rozwiązań optymalnych PIO na płasz
czyźnie jakościowej. 

Porównanie uzyskanych P-optymalnych regulatorów 
PIO, będących suboptymalnymi jakościowo ('kółka') i 
odpornościowo ('trójkąty'), na tle wskaźników odpor
nościowych prezentuje rys. 2. 
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Rys. 2. P-optymalne rozwiązania na płaszczyźnie od
pornościowej. 

Uzyskane wyniki pokazują, że prezentowane podejście 
z rozpoznawaniem subkryterialnego wariantu jest bar
dziej skuteczne niż globalna Pareto-optymalizacja. 

4.3. Wyniki symulacji układów regulacji 

Porównanie efektywności różnych regulatorów PIO 
przedstawiono na rys. 3. 

Stopień odpornc;ści rozważanych regulatorów PIO w 
przypadku zaburzenia parametrów obiektu polegającym 
na zmianie ich wartości (multiplikatywnej względem 
nominalnych parametrów) z zastosowaniem równo
miernego rozkładu losowego ilustruje rys. 4. Widać, że 
układy uzyskane na podstawie syntezy poprzez subop
tymalizację (GV) posiadają naturalną odporność na 
odchyłki parametrów obiektu w porównaniu z pozosta
łymi regulatorami. 

7 

~ 

1.4 

1.2 

0.8 

·r o.6 

0.4 

2 4 

układ zamknięly 

Ziegler-Nichols PIO 

tradycyjny GA PIO 
jako9::iowy GV PIO 

odpomo9::iowy GV PIO 

6 8 10 12 14 16 18 20 
czas (sJ 

Rys. 3. Nominalna odpowiedź skokowa układów regu
lacji PIO. 
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Rys. 4. Odpowiedź układu sterowania w przypadku 
zaburzonych parametrów obiektu. 

5. OPTYMALIZACJA OBSERWATORA DE
TEKCYJNEGO 

Rozważmy zadanie syntezy obserwatora detekcyjnego 
służącego generowaniu residuów w systemie detekcji i 
izolacji (FDI) przedstawione na rys. 5. 

System FDI 

Rys. 5. Zadanie syntezy generatora residuów. 



Problem wielokryterialnej optymalizacji generatora 
resztowego może być przedstawiony następująco: 

opt J(K,Q) = 
(K,Q) 

max 11(K,Q) 
(K ,Q) 

min J2 (K,Q) 
(K,Q) 

min 13(K,Q) 
(K ,Q) 

min J 4 (K,Q) 
(K,Q) 

min J 5 (K) 
K 

minl6 (K) 
K 

(26) 

gdzie 

oraz 

11 (K,Q) =li W1 (s) ·Grf (s) li=, 
12 (K,Q) =li W2 (s) ·G,d(s) li= 
1 3(K,Q) =li W3(s)·Grw(s) li= , 
l 4 (K,Q) =li W4 (s) ·Grv(s) li= 
l 5(K) =li (A-KC)-l K lis, 
]6(K) =li (A-KC)-1 li., 

Grf(s) =Q{C[sln -AoJ1cF1 -KF2)+F2 }, 

G,d(s)=QC[sln-AoJ1N, 

Grw(s) = QC[sln -AoJ-1, 
Grv(s) = Q{Jm -C[sln -A0 J-1 K}, 

Ao =A-KC. 

natomiast IIM (s)L = sup cr[M (jco)], IIMIL = cr[M], zaś 
w 

cr[M] jest maksymalną wartością szczególną macierzy 

M, a W1(s), W2(s), W3(s), W4 (s) to macierzowe 

funkcje ważenia widmowego. 

Powyższy problem wielokryterialnej optymalizacji 
łatwo można wyrazić jako zadanie optymalizacji warto
ści własnych {A;} macierzy A0 =A-KC. Przyjmując 
Q jako macierz jednostkową i ustalając macierze ważą
ce W1(s), W2 (s) , W3(s), W4 (s) uzyskujemy następu

jące zadanie optymalizacji, w którym wyznacza się 

macierz K dla poszukiwanego genetycznie spektrum 
macierzy ( A0 ) tranzycji stanu obserwatora: 

opt J(K,Q) = opt J(K) = opt J(K().)) (27) 
(K,Q) K ). 

W analizowanym zagadnieniu optymalizacji zastosuje
my podział kryteriów na 3 subkryterialne warianty 
( suboptymalności) : 

obejmujące: 

'JAKOŚĆ' (Xl) (wpływ usterek na residuum), 

J1(A) = [11(A)f E 9\; 

8 

- 'NIEWRAŻLIWOŚĆ ' (X2) (wpływ zakłóceń oraz 
szumów wejściowych pomiarowych), 

J 2 (A) = [li(A) 13(A) 14(A)f E 9\3 ; oraz 

'ODPORNOŚĆ' (X3) (wpływ odchyłek od nomi
nalnego modelu analizowanego obiektu), 

J3(A) = [15 (A) J6 (A)f E 9\2 . 

4.4. Przykład projektowy 

Rozważmy stanowy model okrętowego systemu napę
dowego [2]: 

x(t) = Ax(t) + Bu(t) + Nd(t) + Fif (t) + w(t) (29) 

y(t) = Cx(t) + Fif (t) + v(t) (30) 

- z wektorem stanu x = [e n v Q,ng ]r , w którym 

występuje 8 kąt natarcia śruby (względem kierunku 
obrotów), n prędkość obrotowa wału, v prędkość 
okrętu, oraz Q,ng moment obrotowy silnika (diese-

la); 

- wektorem sterowania u= [e,,1 Y f, który zawiera 

wartość zadana kąta natarcia 8 ref oraz wtrysk pali

wa Y; 

- wektorem usterek f = [ó.8 ó.0 ó.n f addytyw

nych, obejmującym błąd pomiaru kata natarcia ó.8 , 

wyciek hydrauliczny ó.0 (wolny dryft kąta natar
cia), oraz błąd pomiaru prędkości obrotowej ó.n ; 

- wektorem zakłóceń d = [Q1 T,xt f, opisującym 
moment tarcia QI oraz zewnętrzną siłę reprezentu

jącą wpływ wiatru i fal T,xt ; 

- wektorem pomiarów y = [em nm V my ; oraz 

- wektorem szumów wejściowych i pomiarowych 

w,vE9\3 . 

W rozważanym zadaniu przestrzeń poszukiwań parame
trów (tj. wartości własnych) reprezentuje 4-wymiarowy 
wektor (j-te rozwiązanie) 

A1 
J 

A2 
E 9\4 (31) Aj= J 

,,.,3 
J 

A4 
J 

Przestrzeń ta zastała zawężona do ograniczonej hiper
kostki : 

A1J E [-30, -o.s], A: E [-3o, -o.s], 
A3j E [-100, -31], A~ E [-100, -31) . 

4.5. Wyniki ewolucyjnej optymalizacji 

Przykład skuteczności wariantowej optymalizacji 
(GV AR) w przestrzeni jakościowej przedstawia rys. 6. 



W analizowanym przypadku, rezultaty podejścia kla
sycznego (GA) były bliskie rozwiązaniom nie
jakościowym (niewrażliwym i odpornym). Podobny 
efekt uzyskano w innych rozważanych podprzestrze
niach, co ilustruje również rys. 7. 
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Rys. 6. Rezultaty wariantowej P-optymalizacji w 
kategoriach jako~ciowych. 
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Rys. 7. Rezultaty wariantowej P-optymalizacji na 
płaszczyźnie odpornościowej. 

tt 
::; 

2( 
--- rozw iązan i a j akościowc 

- rozwiązania lc.lasycznc 

20 40 60 80 100 120 140 160 180 200 

numer 11cncracji 

Rys. 8. Liczba frontów Pareto w trakcie ewolucji. 

Interesującym, zilustrowanym na rys. 8, efektem zasto
sowania podejścia subkryterialnego (wariantowego) jest 
wyraźnie zwiększona (względem podejścia klasyczne
go) liczba frontów Pareto, która wyraża użyteczną - w 
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ewolucyjnych poszukiwaniach 'optimum' - różnorod

ność rozwiązań. 

4.6. Wyniki symulacji układów detekcji 

Dla założonej sekwencji usterek z rys. 9, przebieg de
tekcji ilustruje rys. 10 . „r A8 l high 
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Rys. 9. Sekwencja usterek w systemie napędowym 
okrętu. 
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Rys. 10. Przebiegi sygnałów resztowych w dwu 
generatorach FDI. 

6. PODSUMOWANIE 

Przedstawiona metoda rozwiązywania zadań wielokry
terialnej optymalizacji oparta jest na obliczeniach ewo
lucyjnych, w których dokonywane jest rozpoznawanie 
suboptymalności (wariantu kryterialnego lub rodzajnika 
genetycznego danego osobnika) w każdym cyklu obli
czeniowym. Informacja o stopniu przynależności do 
danego wariantu wydobywana jest poprzez odpowiedni 
ranking wszystkich rozwiązań względem Pareto
optymalności. Informacja ta jest wykorzystywana w 
procesie krzyżowania, w którym tylko osobniki o od
miennym wariancie mogą być krzyżowane. 

Jako przykład zastosowania metody rozważano wielo
kryterialną optymalizację układów regulacji i diagno
styki. Przedstawione wyniki potwierdzają użyteczność i 
efektywność ewolucji wspartej rozpoznawaniem gene
tycznego rodzajnika, przy założonej preselekcji kwalita
tywnych subkryteriów. 



Istotną cechą proponowanej metody jest sposób wyko
rzystania Pareto-optymalizacji. Dla każdego podzbioru 
kryterialnego, wiązanego z wariantem subkryterialnym 
(rodzajnikiem genetycznym), przeprowadzany jest P
optymalny ranking, będący narzędziem suboptymalnej 
oceny (i wyrazem jednoimiennej , wewnętrznej rywali
zacji) . Pozwala ona na selekcję rozwiązań do pul rodzi
cielskich w każdym ewolucyjnym cyklu. 

Proponujemy zatem: 
(a) nowy mechanizm preselekcji osobników oraz 
(b) wzajemną skuteczną między-wariantową wymianę 

materiału genetycznego podczas krzyżowania. 

Standardowa koncepcja Pareto-optymalności może być 
użyta do końcowej oceny uzyskanych rozwiązań 

zwłaszcza tych 'różnoimiennych'. Innym sposobem 
końcowej oceny może być metoda oparta na pojęciu 
globalnego poziomu optymalności wyznaczanego na 
podstawie zarówno przystosowania, jak i rang osobni
ków [5]. 

Wyłania się kilka praktycznych aspektów proponowanej 
metody, które są w opozycji do tradycyjnego podejścia 
do wielokryterialnej optymalizacji: 

(1) uzyskane fronty Pareto są bardziej regularne i 
jest ich więcej, 

(2) zachowuje się rozmaitość rozwiązań zabezpie
czającą przed przedwczesną zbieżnością, 

a projektant uzyskuje: 
(3) możliwość łatwego doboru subkryteriów, oraz 
(4) jasne przesłanki co do końcowego rozstrzy

gnięcia . 

'Za przeprowadzenie badań oraz opracowanie wyników, które 
posłużyły do opracowania niniejszego referatu plenarnego, 
dziękuję mojemu doktorantowi Tomaszowi Białaszewskiemu. 

EVOLUTIONARY MUL TI-OBJECTIVE 
OPTIMIZATION WITH PRESELECTION 

OF QUALITATIVE SUB-CRITERIA 

Abstract: In this paper the issue of multi-objective opti
mization is considered. Such problems can be efficiently 
solved by means of evolutionary methods with the use of a 
newly introduced notion of a genetic gender extracted from 
the fitness of individuals and applied during the parental 
crossovers in a mt:lti-objective optimization process. Evalua
tion of the solutions obtained can be performed by the meth
ods of weighted gains, distances, sequential inequality 
boundaries or by the method of ranking with respect to Pareto
optimality. In this paper characteristics of the gender mecha
nism are discussed and its performance is illustrated by means 
of exemplary multi-objective controller and state-observer 
syntheses tasks. 
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