


<Z INSTYTUT BADAN SYSTEMOWYCH
§> POLSKIEJ AKADEMII NAUK

TECHNIKI INFORMACYJNE
TEORIA | ZASTOSOWANIA

Wybrane problemy
Tom 1(13)

poprzednio

ANALIZA SYSTEMOWA W FINANSACH
| ZARZADZANIU

Pod redakcjg
Jerzego HOLUBCA

Warszawa 2011



Wykaz opiniodawcoéw artykuldw zamieszczonych
W niniejszym tomie:

Dr hab. inz. Przemystaw GRZEGORZEWSKI, prof. PAN
Prof. dr hab. inz. Jerzy HOLUBIEC

Dr inz. Tatiana JAWORSKA

Dr hab. inz. Wiestaw KRAJEWSKI, prof. PAN
Dr hab. inz. Maciej KRAWCZAK, prof. PAN

Dr hab. Michat MAJSTEREK

Dr hab. inz. Andrzej MY SLINSKI, prof. PAN
Prof. dr hab. inz. Witold PEDRYCZ

Dr hab. inz. Ryszard SMARZEWSKI, prof. KUL
Prof. dr hab. inz. Andrzej STRASZAK

Dr Dominik SLEZAK

Prof. dr hab. inz. Stanistaw WALUKIEWICZ

© Instytut Badan Systemowych PAN
Warszawa 2011

ISBN 9788389475336



SYSTEMY REKOMENDACYJNE - ICH NATURA
I OGRANICZENIA

Przemystaw Kusaj
Studia Doktoranckie IBS PAN
Katolicki Uniwersytet Lubelski Jana Pawla 11

Abstract. Together with the Internet becoming a collaborative space,
open to all users to create, share and rate online data, the amount of data
available has started growing to enormous quantities. In order to find the
interesting and useful to a user pieces of information (or better to say —
objects, due to different types of data- e.g. text-based data, multimedia
data) the user had to go through an effort- and time-consuming searching
and assessing process. The need to support a user in the process of disco-
vering interesting information emerged. As a response experts in data
analysis and classification have started developing special systems based
on various filtering techniques that would recommend online objects to
a user according to his/her preferences and expectations — so in a perso-
nalized manner.

1. Wstep

W ciaggu ostatnich 10 lat, wraz z rozwojem Internetu i wzrostem jego
znaczenia w zyciu codziennym, powstaniem portali internetowych i spoteczno-
$ciowych utrzymanych w trendzie Web 2.0, oferujacych réznorakie tresci gene-
rowane i udostgpniane przez uzytkownikow, oraz pojawieniu si¢ coraz wigkszej
ilosci sklepow internetowych, przyrost dostgpnych informacji stal si¢ wrgcz
przyttaczajacy. Przed 2001 rokiem, uzytkownik starajac si¢ natrafi¢ na nieznane
mu jeszcze informacje i multimedia o interesujacej go tematyce, czy tez produk-
ty danego typu, zmuszony byl podejmowaé czasochtonne poszukiwania.
W dobie Web 2.0, kiedy to Internet stat si¢ otwartg na uzytkownikow platforma
swobodnego wspottworzenia informacji i wspoldzielenia wiedzy, majac do
dyspozycji nowe kanaty komunikacji z innymi uzytkownikami, np. korzystajac
z portalu zrzeszajacego osoby o podobnych zainteresowaniach, osoba moze
fatwo skorzysta¢ z podpowiedzi i rekomendacji innych. W zwiazku z szybko
przyrastajaca iloscig tresci online szybko dostrzezono potrzebe filtrowania in-
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formacji tak, aby uzytkownik otrzymywal natychmiastowy dostep przede
wszystkim do tego, co moze go zainteresowac. By zautomatyzowac i spersona-
lizowac¢ takie filtrowanie, zaczgto masowo wdrazaé ide¢ systeméw rekomenda-
cyjnych, ktére w obecnej chwili sg juz elementarng czescia wszystkich portali,
czy to tych zorientowanych na tresci konkretnego typu, czy spoteczno$ciowych
umozliwiajacych komunikacje z przyjaciotmi, czy tez w e-biznesie - sklepow
internetowych 1 portali aukcyjnych. Na bazie pewnych dostgpnych informacji
wspomagaja one uzytkownikow w ich poszukiwaniach sugerujac tresci czy
produkty podobne do tych przez nich przegladanych, kupowanych, lubianych.

W niniejszym artykule w paragrafie drugim opisane zostaly typy syste-
mow rekomendacyjnych przez wzglad na ich dziatanie i analizowany typ in-
formacji dla uzyskania poszukiwanych wynikdéw oraz ich gléwne zastosowania.
W paragrafie trzecim wskazano ich ograniczenia dotyczace rekomendacji utwo-
ro6w muzycznych oraz przywotano badania nad analiza dzwicku zmierzajg
do przezwyciezenia ograniczen i trudnosci zwigzanych z sugerowaniem utwo-
ré6w muzycznych.

2.  Systemy rekomendacyjne

Systemy rekomendacyjne (w dalszej cze$ci nazywane SR) to takie, ktdre
u celu swego dzialania maja w zautomatyzowany i spersonalizowany sposob
dostarczy¢ uzytkownikowi informacje i wskazania o tre$ciach, ktére moga by¢
dlan interesujace, poprzez specjalny proces filtrowania wszystkich dostepnych
informacji w danej przestrzeni informacyjnej (np. w obrgbie danego portalu
internetowego czy zakupowego). Jak zauwazaja del Olmo i Gaudioso [1] spoj-
rzenie na dziatanie i cele SR zmieniato si¢ w czasie. Swiadczy¢ o tym moga
przywotane przez nich dwie definicje SR. Pierwsza z nich, zaproponowana
przez Resnicka i Variana w 1997 roku [2], méwi o SR jako o takich, gdzie da-
nymi wejsciowymi sg rekomendacje dostarczone przez ludzi (uzytkownikow),
ktore nastgpnie sa agregowane przez system i wysylane, jako dane wyjsciowe,
do odpowiednich odbiorcow. W 2002 Burke [3] przedstawil bardziej ogolna
definicje, ale zawierajaca w sobie glowny cel stosowania SR. Tym celem
i glownym zatozeniem SR jest ,nakierowywanie uzytkownika na interesujace
lub przydatne obiekty w ogromnej przestrzeni mozliwych opcji w spersonali-
zowany sposob”.

Struktura systemu rekomendacyjnego sktada si¢ ze zrodla danych wej-
sciowych, metody rekomendujacej oraz danych wyjsciowych — w postaci goto-
wej rekomendacji lub (w wigkszosci przypadkow) zhierarchizowanej listy re-
komendacji [4]. Zrédto danych wejsciowych to profil uzytkownika zawierajacy

84



P. Kusaj — Systemy rekomendacyjne - ...

np. jego preferencje dotyczace poszukiwanych tresci, poszukiwane cechy pro-
duktow, historie przegladanych i1 zakupionych produktow, oceny obiektéw
(stron WWW, tresci internetowych, artykutdéw, obiektow multimedialnych),
stowa kluczowe, dane demograficzne itp. [5]. Cze$¢ z tych danych pobierana
jest do SR niejawnie, np. poprzez $ledzenie klikanych linkow stron WWW (np.
podstron sklepu internetowego dotyczacych interesujacych uzytkownika pro-
duktow), sledzenie zapytan wpisywanych do wyszukiwarki internetowej (Goo-
gle), wyszukiwanie stow kluczowych w wiadomosciach e-mail (gmail.com).

Dzieki tego typu danym kazdy uzytkownik, poprzez analize zestawu wy-
odrebnionych jego cech i preferencji, zostaje przyporzadkowany do grupy uzyt-
kownikow o zblizonych cechach. Szerokim zastosowaniem do tego celu cieszy
si¢ Clustering Analisys, u podloza ktorej lezy zasada przyporzadkowywania
uzytkownikow do klastréw o charakterystyce zbioréw ostrych (réznice cech
charakterystycznych (odleglosci) pomigdzy uzytkownikami w obrebie danego
klastra minimalne; r6znice (odlegtosci) pomiedzy klastrami maksymalne), prze-
chowywanych off-line w bazie danych np. portalu, w obrebie ktérego si¢ poru-
sza si¢ analizowany uzytkownik [6]. Poprzez analiz¢ nowego uzytkownika
i odpowiednie przypisanie go do grupy, a potem analizg wlasciwosci i cech tej
grupy, mozna starac si¢ przewidzie¢ jego zachowania czy preferowane przez
niego tresci czy produkty i1 zarekomendowal najczgsciej preferowa-
ne/zakupywane przez wigkszos¢ w tej grupie tresci.

Z uwagi na fakt, ze powyzsze rozwigzanie nie pozwalato na rekomendo-
wanie obiektow innych niz te preferowane przez grupe w [7] zaproponowano
zastosowanie regut skojarzen pomiedzy elementami duzych baz danych (asso-
ciation rules). Do tego, dodatkowo, tworzone byly tez reguty rekomendacyjne
w takiej ilosci, ktora pozwolitaby na obstuge réznych zachowan uzytkownika
(metoda ta byta ukierunkowana na rekomendacje w sklepach internetowych,
wigc w przywotywanym tu artykule rozpatrywano zachowania zwigzane z za-
kupami). Na bazie wcze$niejszych zachowan / transakcji uzytkownika algorytm
poprzez reguly skojarzen wyznaczat reguty rekomendacyjne, a te z kolei okre-
slaty list¢ nie znanych jeszcze uzytkownikowi obiektow. Poprzez reguly skoja-
rzen wyniki byly sortowane i N znajdujacych si¢ najwyzej w rankingu bylo
wybieranych jako rekomendowany zestaw. Rozwigzanie to jednak, przy bardzo
duzej liczbie transakcji i regul rekomendacyjnych, okazywalo si¢ nieprecyzyjne.

Aby usprawnic i doprecyzowac system selekcji obiektow do rekomenda-
cji potrzebna jest sprawnie dziatajgca technologia filtrowania informacji. Inter-
net, bedac platformg swobodnej wymiany informacji, zrzeszajacej podobnych
sobie uzytkownikow w spolecznosciach, zapewnia ciagla weryfikacje 1 ocene
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tresci przez samych uzytkownikow. Oprocz tego, daje im réwniez mozliwosc¢
klasyfikacji obiektow i ich opisywania przy uzyciu tzw. Tagow. W zwigzku
ztym tzw. ,, wisdom of crowds”, czyli charakterystyczne dla spolecznosci in-
ternetowych Web 2.0 wspotdziatanie i wymiana informacji mogtly stuzy¢ fil-
trowaniu uzytecznych i interesujgcych obiektow oraz wspomaganiu podejmo-
wania decyzji przez uzytkownikow nalezacych do danej spotecznosci. W opar-
ciu o to zaproponowane zostaly dwie koncepcje filtrowania obiektow, imple-
mentacje ktorych stosuje si¢ obecnie SR.

2.1 Collaborative filtering (CF)

Bazujac na relacjach i stopniu podobienstwa uzytkownikéw stron i portali
WWW, Montagner et al. (2003) [8] zaproponowali technologi¢ filtrowania
obiektow w sieci zwana Collaborative filtering. Polega ona na przewidywaniu
preferencji uzytkownika w oparciu o preferencje innych, ktérzy oceniajg obiek-
ty lub kupuja produkty tworzac w ten sposob rankingi. Danymi, ktore okreslaja
moc relacji i1 skale podobienstwa pomiedzy uzytkownikami, jest ilo$¢ wysta-
wionych takich samych ocen/opinii tym samym obiektom lub zakupionych
takich samych przedmiotow przez poszczegolnych uzytkownikéw. Danymi
wejsciowymi dla SR dzialajacego w oparciu o ta technologie sa wigc informacje
zebrane w profilach uzytkownikow — dane dotyczace tworzonych
ocen/rankingdw 1 historia zakupdéw. Rekomendacja nowych interesujacych
obiektow odbywa si¢ przez pryzmat ocen wystawionych tym obiektom przez
innych, podobnych uzytkownikow.

Technologia ta sprawdza si¢ przy rozpatrywaniu dobrze znanych, ocenio-
nych przez wiele os6b obiektow. Problem pojawia si¢ jednak, gdy nowy obiekt
zostaje dodany do zbioru. Obiekt taki nie majac zadnych ocen lub taki, ktory
jeszcze nigdy nie zostat zakupiony przez nikogo z danej grupy w obrgbie spo-
tecznosci, prawdopodobnie nigdy nie zostanie zarekomendowany.

2.2 Content-Based filtering (CB)

Powyzszy problem cz¢$ciowo rozwigzuje kolejna technologia, oparta na
filtrowaniu przez pryzmat zawartosci obiektow — Content-Based Filtering [9].
Aby dopasowac obiekty do preferencji i zainteresowan uzytkownika (zapisa-
nych w profilu) niezbe¢dna jest analiza cech zawartoséci obiektu (np. czestotli-
wos¢ wystgpowania poszukiwanego przez uzytkownika terminu w tekscie lub
na stroniec WWW) oraz/lub metadanych, ktoérymi opisane sg obiekty (autor,
rezyser, aktorzy, tworca, gatunek, tematyka). Analiza to prowadzi do indekso-
wania obiektow, by wyodrgbni¢ te najbardziej odpowiednie do zarekomendo-
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wania. Technologia ta sprawdza si¢ w szczegolnosci, gdy rozpatrywane obiekty
tekstowe — dokumenty, tre$¢ stron WWW, itp., w przypadku innych moga wy-
stapi¢ trudnosci z indeksowaniem. Przyktadem obiektow trudnych do zindek-
sowania sg obiekty muzyczne lub video.

Dlatego tez, jak slusznie zauwazaja autorzy w [4] technologia ta nie na-
daje si¢ do wszystkich zastosowan. Obecnie tworzone sg jednak systemy hy-
brydowe, laczace w sobie zalety obu opisanych w 2.1 1 2.2 podejsc.

3.  Problem rekomendacji utworéw muzycznych

Nawet laczac zalety wyzej wspomnianych technologii, rekomendacje
utwordw muzycznych czy filmow sa problematyczne, gdyz w duzej mierze
zaleza od ocen przyznawanych tym obiektom przez uzytkownikéw. Co za tym
idzie, tego typu obiekty nowe, nie ocenione, nigdy nie zakupione przez kogo-
kolwiek zostajg automatycznie odrzucane przy rozpatrywaniu obiektow do re-
komendacji.

Probujac rozwigza¢ problem rekomendacji utworéw muzycznych w [10]
zaproponowano hybrydowy system na oparty na analizie polifonicznych tem-
brow dzwigku w obiektach muzycznych w potaczeniu, bazujac na modelu sys-
temu rekomendujacego dokumenty tekstowe poprzez analize lingwistyczna
Popescule’a (bag-of-words). Jest to metoda, ktora niskim kosztem pozwala
wyekstrahowa¢ z sygnatu audio pewne cechy charakterystyczne dla struktury
utworu, poniewaz nie przewiduje ona rozdziatu badanego dzwigku na poszcze-
gblne instrumenty, analizuje natomiast brzmienie ,mieszanki” dzwigkow
w danym momencie. Jednakze sami autorzy przyznali, ze klastrowanie materia-
tow audio przez pryzmat podobienstwa tembrow dzwicku wydajnosciowo jest
ograniczone. W zwiazku z tym wspomagaja je ,,wiedza thumow”, czyli tym, co
charakterystyczne dla Collaborative filtering’u. Zalety CF, niestety, pociagaja
za sobg rowniez wady tej technologii — zné6w nowo wprowadzone czy nieznane
utwory nie sg brane pod uwagg przy tworzeniu listy obiektow do zarekomen-
dowania.

3.1 Przykladowe badania moggace pomo6c w rozwiazaniu problemu

Aby rozwiaza¢ problem nowych utworow wiasciwym wydaje sie by¢
odejscie od korzystania z CF 1.
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Aby ograniczy¢ dzwigkowe obiekty analizy warto zwroci¢ uwage na ba-
dania Karydis et al. (2006) [11].Podjeli oni starania zmierzajace do wyszukania
w utworach muzycznych powtarzajacy si¢ wzorzec dzwickowy o maksymalnej
dtugosci. Zaproponowany przez nich algorytm M’P przeszukuje graf skiero-
wany reprezentujacy sekwencje dzwigkow w utworze uzywajac operacji string-
join i wykazuje on wydajnos¢ wicksza od swojej konkurencji — algorytmu HLC.
Niestety, algorytm byl testowany tylko na formacie dzwigkowym MIDI, wigc
w rzeczywisto$ci na symbolicznym zapisie dzwickow utworu. W wigkszosci
jednak materiaty dzwigkowe, chociazby w przypadku sklepdéw internetowych,
dostgpne sg w formacie MP3. Metoda ta jednak pozwala wyszuka¢ w calosci
utworu najdluzszy, nie-trywialny jego fragment, co mozna uznaé¢ za motyw
przewodni utworu i na jego bazie prowadzi¢ rozwazania dotyczace catosci np.
na potrzeby systemow rekomendacyjnych, celem redukcji ilosci danych do ana-
lizy. Dalsze badania nad algorytmem M”P zmierzaja wlasnie w tym kierunku.

Jak wskazuja badania autoréw [12] klasyfikacja utworéw muzycznych
i grupowanie ich w gatunki (nazwane przez ekspertow grupy obiektow wykazu-
jacych wspolne cechy celem okreslenia ich stylistyki) jest nie tylko bardzo
istotnym elementem metadanych opisujacych materialy audio, ale i jednym
z najczestszych zapytan kierowanych do wyszukiwarek. W ogromnej ilosci
udostepnianych w sieci utworéw mozna dopatrze¢ si¢ jednak nieprecyzyjnosci
i subiektywizmu w kategoryzacji utwordéw i bledow w metadanych, co réwniez
wplywa na problemy z wyszukiwaniem i rekomendacja utworéw muzycznych.
Dlatego tez wykorzystuja oni uczenie maszynowe do automatycznej klasyfika-
cji gatunkow muzycznych. Poprzez dekompozycje czasowo-przestrzenng sy-
gnatu audio ekstrahuja oni mozliwe do pogrupowania cechy, tworzac w rezulta-
cie 30-wymiarowy wektor cech. Poprzez zastosowanie klasyfikatorow i proce-
dur decyzyjnych utwory przypisywane sg ostatecznie do okreslonej klasy.

Cechy wyekstrahowane w opisywanych w [12] badaniach pogrupowane
zostaty w kategorie cech:

- zwigzanych z rytmem
- zwigzanych z barwa dzwicku
- zwigzanych z tonacja

Klasyfikacja wydaje si¢ przyporzadkowywaé utwory do konkretnych ga-
tunkéw na zasadach grupowania ostrego.
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Dla pewnych, relatywnie prostych w stosunku do calego problemu, za-
stosowan, jak cho¢by z doborem rytmicznie pasujacych do siebie utwordw
w obrgbie bazy danych sklepu internetowego, mozna by przechowywaé w bazie
danych lub jako metadane plikow muzycznych niektore, najbardziej znaczace
dla okreslania stylistyki utworu cechy.

Zastanawiajace jest, czy zastosowanie grupowania rozmytego na potrze-
by rekomendacji utworéw muzycznych mogacych zainteresowac uzytkownika
pozwolitoby na uzyskanie ciekawych, zréznicowanych rezultatow. Teoretycz-
nie, jezeli kazdy utwor nalezalby do kazdego z gatunkéw z réznym stopniem
przynalezno$ci, woéwczas mozliwe, ze poprzez wyszukanie najblizszych sasia-
dow mozna by otrzymac¢ zrdznicowang liste¢ rekomendowanych utworow, ktore
wg podziatu ostrego nalezatyby do rdznych zbiordéw / gatunkow.

Podsumowanie

Systemy rekomendacyjne staly si¢ integralng czescig praktycznie kazde-
go portalu internetowego. Filtrujac ogromne ilosci dostepnych tresci wspoma-
gaja uzytkownikéw w wyszukiwaniu interesujacych ich, uzytecznych obiektow
w spersonalizowany sposob. O ile w przypadkach, gdzie obiekty sa danymi
tekstowymi wydajnos¢ ich jest zadowalajaca. Jezeli natomiast szukane obiekty
sa danymi multimedialnymi a meta dane je opisujace sa nieprecyzyjne lub
obiekty te sa nowe, jeszcze nieznane i nie ocenione w zaden sposdb przez in-
nych uzytkownikow, szanse odnalezienia ich czy to przez uzytkownika czy
przez systemy rekomendacyjne sa znikome. By zaradzi¢ temu problemowi,
prowadzone sg liczne badania i opracowywane sa nowe technologie i algoryt-
my. Kilka wymienionych w tym artykule dotyczy analizy danych dzwigko-
wych. Jednakze, przez ztozono$¢ tego problemu, sg one bardzo znikoma czgsécia
wszystkich prowadzonych prac, czesto charakteryzujacych si¢ zupelnie od-
miennymi spojrzeniami na analize¢ tego typu danych. Ilo$¢ roéznego rodzaju
diametralnie roznych podej$¢ do analizy sygnalu audio i ekstrahowania cech
charakterystycznych a takze ich reprezentacji cyfrowej oraz algorytméw po-
rownywania jest tak duza, ze niestety niemozliwym jest przywotania i porow-
nania tutaj nawet znacznej czesci z nich. Mozna zatem wywnioskowac, ze ten
dzial wiedzy jest wciaz bardzo aktywnie badany.
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