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Wprowadzenie 

Optymalizacja dyskretna stała się samodzielną dziedziną badawczą od po
lowy lat pięćdziesiątych dwudziestego wieku. Powstała ona na styku zastoso
wa11 praktycznych w dziedzinach takich jak ekonomia, zarządzanie, technika 
i wiele innych oraz matematyki ze szczególnym uwzględnieniem kombinato
ryki, teorii grafów i logiki matematycznej. W pewnym uproszczeniu mo
żna powiedzieć, że podstawowym celem optymalizacji dyskretnej jest wybór 
optymalnego wariantu ze skończonego lub przeliczalnego ich zbioru. Opty
malność jest rozumiana jako wyznaczenie maksimum lub minimum pewnej 
funkcji. Uzyskanie rozwiązania zadania optymalizacji dyskretnej umożliwia 
podejmowanie trafnych decyzji w odniesieniu do wielu aspektów działalności 
ludzkiej. Przykładami kryteriów optymalizacyjnych może być maksymaliza
cja zysków, minimalizacja kosztów lu~ strat i wiele innych. 

Można powiedzieć, że w zaawansowanych zastosowaniach praktycznych 
pojawiło się wiele ważnych, złożonych i trudnych do rozwiązania problemów 
o powyższym charakterze. Do ich sformalizowania w najbardziej odpowiedni 
sposób bardzo przydatny okazał się aparat i metodologia matematyki. 

W momencie gdy zagadnienie praktyczne zostało sformalizowane jako 
optymalizacyjny problem matematyczny, powstaje potrzeba jego efektyw
nego rozwiązania. Oznacza to konieczność opracowania algorytmów i wy
konania ich komputerowej implementacji. Niestety, okazało się, że w przy
padku wielu zada11 optymalizacji dyskretnej oraz algorytmów opracowanych 
do ich rozwiązywania pojawia się zasadnicza trudność. Dla nawet niezbyt du
żych przykładów tych zada11 obliczenia numeryczne wymagają niemożliwego 
do zaakceptowania nakładu oblicze11, na przykład mierzonego w stuleciach 
pracy obecnych superkomputerów. Co więcej, nawet drastyczne zwiększenie 
wydajności komputerów nie jest w stanie zasadniczo poprawić sytuacji. Dla 
ustalenia uwagi, 100-krotne przyśpieszenie oblicze11 zmniejsza nakład oblicze11 
ze 100 lat do jednego roku, co wciąż jest wielkością abstrakcyjną, niemożliwą 
do zaakceptowania w praktyce obliczeniowej. Efektem tej sytuacji był rozwój 
teorii i praktycznego zastosowania algorytmów przybliżonych , których celem 
jest wyznaczenie przybliżonego rozwiązania zadania o akceptowalnej jakości , 
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przy "niewielkim" nakładzie obliczeń. 
Praktyczna niemożliwość uzyskania rozwiązań optymalnych dla licznych 

przykładów zadań optymalizacji dyskretnej spowodowała konieczność anali
zowania nakładu oblicze11 wymaganego przez algorytmy, dla zadań o określo
nej wielkości. 

W efekcie powstała dziedzina badawcza zwana złożonością obliczeniową. 
Jej podstawowym zadaniem jest analizowanie zadaf1 i algorytmów optyma
lizacji dyskretnej z punktu widzenia oceny nakładu obliczeń niezbędnego do 
uzyskania rozwiązania optymalnego jako funkcji rozmiaru, wielkości zada
nia. Zadania optymalizacji dyskretnej zostały umownie podzielone na łatwe 
i trudne do rozwiązywania. 

Należy zwrócić uwagę na fakt, że uzyskane w ten sposób oceny noszą 
charakter absolutnej gwarancji, to znaczy, że są one prawdziwe dla wszystkich 
realizacji danych analizowanego zadania. Analiza taka nosi nazwę analizy 
przypadku najgorszego, gdyż oparta jest ona na najbardziej niekorzystnym 
zachowaniu się zadań i algorytmów optymalizacji dyskretnej. 

Praktyka rozwiązywania zadań optymalizacji dyskretnej wykazała jednak 
szybko, że uzyskane w ten sposób oceny są bardzo często nadmiernie pe
symistyczne. Oceny uzyskane w oparciu o podejście przypadku najgorszego 
nie charakteryzują w sposób właściwy przeciętnego, średniego zachowania się 
zadań i algorytmów optymalizacji dyskretnej. 

Ta sytuacja spowodowała powstanie dziedziny nazywanej analizą przy
padku średniego lub inaczej analizą probabilistyczną zada11 i algorytmów 
optymalizacji dyskretnej. Przeprowadzenie analizy przypadku średniego wy
maga zdefniowania losowego modelu rozważanego zadania. Uzyskane w efek
cie przeprowadzenia analizy przypadku średniego wyniki odnoszą się tylko do 
rozważanego losowego modelu zadania optymalizacji dyskretnej. Natomiast 
ich olbrzymią zaletą jest możliwość uzyskania alternatywnych, w stosunku 
do złożoności obliczeniowej w przypadku najgorszym, ocen zachowania się 
zada11 i algorytmów optymalizacji dyskretnej. 

Ważną i oryginalną właściwością analizy przypadku średniego jest możli
wość analizowania innych charakterystyk zadania niż złożoność obliczeniowa. 
Dobrym przykładem jest asymptotyczna ocena zachowania się wartości roz
wiązania optymalnego jako funkcji pewnych parametrów zadania. Wyniki 
tego typu znacznie poszerzają wiedzę na temat zada11 optymalizacji dyskret
nej i w efekcie umożliwiają ich rozwiązywanie w znacznie bardziej efektywny 
sposób. 

Zasadniczym celem tej monografii jest wykazanie, na przykładzie wybra
nych, ważnych zada11 optymalizacji dyskretnej, że przy zastosowaniu prostego 
aparatu rachunku prawdopodobieństwa można uzyskać wartościowe wyniki 
analizy przypadku średniego. 
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W celu właściwego osadzenia uzyskanych wyników w teorii i praktyce 
optymalizacji dyskretnej pierwsze rozdziały monografii poświęcone zostały 
prezentacji wybranych zada11 optymalizacji dyskretnej, metod ich rozwiązy
wania, złożoności obliczeniowej oraz analizy przypadku średniego. Należy 

jednak podkreślić, że zamiarem autora była poglądowa, a nie bardzo szcze
gółowa i wyczerpująca prezentacja tych zagadnie11. Szczegółowy plan mono
grafii jest następujący. 

\V rozdziale 1 zaprezentowano dziedzinę optymalizacji dyskretnej ze szcze
gólnym uwzględnieniem programowania całkowitoliczbowego i liniowego, za
da11 binarnych, zada11 teorii grafów oraz zada11 harmonogramowania. 

VV rozdziale 2 zostały przedstawione znane metody rozwiązywania zada11 
optymalizacji dyskretnej, takie jak metoda podziału i oszacowa11, progra
mowanie dynamiczne, algorytmy zachłanne, metody lokalnej poprawy oraz 
algorytmy programowania linowego. 

W rozdziale 3 rozważono podejście przypadku najgorszego do oceny zło
żoności obliczeniowej zada11 i algorytmów optymalizacji dyskretnej. Zdefinio
wano niezbędne elementy oceny rozmiaru wielkości danych zadania i nakładu 
oblicze11, wprowadzono klasy złożoności obliczeniowej. 

Podejście przypadku średniego zastało przedstawione w rozdziale 4. Szcze
gólną uwagę poświęcono aparatowi probablistycznemu niezbędnemu w dal
szej części monografii oraz prezentacji wybranych wyników analizy przy
padku średniego znanych z literatury. 

W rozdziałach 5 oraz 6 zaprezentowano wielowymiarowe zadanie zała
dunku oraz zadanie szeregowania prac z terminami zako11czenia. Na przykła
dzie tych ważnych zada11 optymalizacji dyskretnej dokonano dogłębnej ana
lizy zagadnie11 będących przedmiotem zainteresowania niniejszej monografii, 
takich jak metody rozwiązywania, analiza złożoności obliczeniowej oraz ana
liza przypadku średniego. Przedstawione zostały oryginalne wyniki opisujące 
asymptotyczne zachowanie się rozwiąza11 optymalnych jako funkcji parame
trów zada11 w przypadku średnim. Wykazano również, że proste algorytmy 
przybliżone mogą być asymptotycznie optymalne w sensie analizy przypadku 
średniego. 

Zamiarem autora było używanie możliwie najprostszej notacji matema
tycznej dla zachowania maksymalnej przejrzystości wywodu. W monografii 
stosowane są powszechnie przyjęte oznaczenia matematyczne. Dla przykładu: 

• { a1, a2, ... , an} oznacza zbiór n - elementowy. 

• [x 1 , x2 , ... , xm] oznacza wektorom składowych przyjmujących wartości 
liczbowe. 
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• limx_,a J(x) lub limn---->a9n oznacza granicę funkcji lub ciągu liczbowego, 
co jednoznacznie wynika z kontekstu. 

• { X} oznacza jednoznacznie zdefiniowane zdarzenie, na przykład x < b, 
gdzie x jest zmienną, b pewną stałą. 

• lal oznacza wartość bezwzględną liczby a, natomiast IAI oznacza moc 
(liczbę elementów) zbioru A. 

Kolejne oznaczenia są definiowane w tekście monografii w miarę potrzeb. 
W przypadku możliwości wystąpienia niejednoznaczności w trakcie przepro
wadzania wywodów, odpowiednie pojęcia są przytaczane na bieżąco. 

Oryginalna terminologia opisująca pojęcia i obiekty rozważane w mono
grafii w przytłaczającej większości pochodzi z języka angielskiego. W mono
grafii wykorzystywana jest polska terminolagia, która zdaniem autora, zjed
nej strony właściwie oddaje sens oryginału angielskiego, z drugiej zaś strony 
jest dobrze osadzona w języku polskim. Poza przypadkami oczywistymi, w 
momencie pierwszego zastosowania nowego, specjalistycznego pojęcia w na
wiasach przytoczono jego angielski odpowiednik. 

Niniejsza monografia jest efektem wieloletniego zainteresowania autora 
tematyką analizy przypadku średniego wybranych zada11 optymalizacji dys
kretnej. Pracę naukową nad tymi zagadnieniami autor prowadził w Instytucie 
Bada11 Systemowych Polskiej Akademii Nauk kolejno w Zakładzie Progra
mowania Matematycznego, Pionie Metod Modelowania Matematycznego i 
Optymalizacji oraz w Pracowni Metod Obliczeniowych Optymalizacji. 

Pragnę serdecznie podziękować wszystkim koleżankom i kolegom z IBS 
PAN za wieloletnią współpracę. Przez cały okres mojej pracy naukowej szcze
gólne znaczenie miała dla mnie współpraca z doc. dr hab. Markiem Liburą, 
na którego pomoc i cenne rady mogłem zawsze liczyć. 

Swojej rodzinie składam wyrazy wdzięczności za cierpliwość, wyrozumia
łość i wsparcie podczas całego okresu mojej pracy naukowej. Szczególnie 
gorąco pragnę podziękować mojej Żonie i Mamie. 



Rozdział 4 

Analiza przypadku średniego 

4.1 Wprowadzenie 

Istotną wadą ocen uzyskiwanych z zastosowaniem analizy przypadku naj
gorszego jest fakt zdeterminowania oceny złożoności obliczeniowej zadania 
optymalizacji dyskretnej, dokładności działania i nakładu obliczeń charak
teryzujących pracę algorytmów rozwiązujących zadania przez najmniej ko
rzystną dla każdej z wyżej wymienionych charakterystyk realizację danych 
zadania. W bardzo wielu przypadkach uzyskana w ten sposób ocena jest 
nadmiernie pesymistyczna i znacznie odbiega od "przeciętnego" zachowania 
się analizowanych charakterystyk. 

vV odróżnieniu od analizy przypadku najgorszego podejście znane jako 
analiza przypadku średniego ( aver-age case analysis) ma za cel zbadanie" prze
ciętnego" (lub inaczej - w przypadku średnim) zachowania się rozważanych 
charakterystyk zadania lub algorytmu. Analiza przypadku średniego zwana 
jest również analizą probabilistyczną (probabilistic analysis). 

Powszechnie przyjęty sposób przeprowadzania tego rodzaju analizy wy
maga przyjęcia założenia, że niektóre dane zadania są realizacjami pewnych 
zmiennych losowych. Aby uzyskać wyniki oceniające złożoność obliczeniową 
algorytmów i zadań optymalizacji dyskretnej oraz inne ważne charakterystyki 
zadań., takie jak na przykład wzrost wartości rozwiązaf:t optymalnych, należy 
rozważyć konkretne rozkłady prawdopodobieństw zmiennych losowych opi
sujących dane zadania. Uzyskane wyniki są znacznie bardziej realistyczne w 
ocenie algorytmów i zadań niż wyniki analizy przypadku najgorszego. 

Niedoskonałością tego podejścia jest z kolei fakt, że uzyskane wyniki do
tyczą tylko rozważanych rozkładów prawdopodobie:óstw. Poniżej zostanie 
zaprezentowany zarys metodologii i możliwości analizy przypadku średniego 
zadań i algorytmów optymalizacji dyskretnej. 
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Aby zaprezentować podejście przypadku średniego do analizy złożoności 
obliczeniowej zadań i algorytmów optymalizacji dyskretnej należy zastosować 
wybrane elementy teorii rachunku prawdopodobieństwa. Są one niezbędne 
dla zrozumienia dalszej części monografii. Dlatego autor zdecydował się na 
szczegółową prezentację niezbędnego aparatu probabilistycznego. 

Zamiarem autora było zastosowanie możliwie najmniej skomplikowanego 
aparatu probabilistycznego i wykazanie, że przy jego pomocy można użyski
wać wartościowe z punktu widzenia optymalizacji dyskretnej wyniki analizy 
przypadku średniego. W związku z tym, w poniższej prezentacji nie uwzglę
dniono bardziej zaawansowanych pojęć rachunku prawdopodobieństwa, ta
kich, jak na przykład teoria miary, martyngały i inne. 

4.2 Zdarzenia losowe 

Podstawowym pojęciem pomagającym zrozumieć i sformalizować otaczającą 
nas rzeczywistość jest zdarzenie - wystąpienie lub nie wystąpienie pewnego 
zjawiska, na przykład padanie lub nie padanie deszczu, świecenie lub nie 
świecenie słońca. 

Abstrakcyjne pojęcie zdarzenia dotyczy tylko jego wystąpienia bądź nie i 
nie jest ono związane z jego naturą oraz istotą. Zdarzenia będziemy oznaczać 
jako A, B, C, • • • w miarę potrzeby rownież z indeksami jako, na przykład, 
A1,A2 , •.• An-

Dla każdego zdarzenia A istnieje zdarzenie przeciwne, oznaczane A; A 
(A) zachodzi wtedy i tylko wtedy kiedy nie zachodzi .A (A). A jest inaczej 
nazywane negacją zdarzenia A. 

Zdarzenia mogą się wzajemnie powodować: A powoduje B oznacza, że 
jeżeli zachodzi A to zachodzi również B, zależność tę oznaczamy A C B. 

Jeżeli A C B oraz B C A to będziemy mówili, że zdarzenia A i B 
są wzajmnie ekwiwalentne, co będziemy oznaczać A = B. Należy zwrócić 

uwagę, że ekwiwalentność zdarzeń nie oznacza ich tożsamości, przedmiotem 
naszej analizy jest, jak już wspomniano powyżej, tylko fakt występowania 
zdarzeń, n.ie zaś ich natura lub istota. Jeżeli z natury rozważanych zdarzeń 
wynika, że A C B oraz, że zdarzenia A oraz B mogą się okazać ekwiwalentne, 
to znaczy A = B, to taką sytuację możemy zapisać jako A s:;: B. 

Jeśli mamy pewien zbiór zdarzeń, to na ich podstawie możemy konstruo
wać nowe zdarzenia łącząc je ze sobą przy pomocy operacji nad zdarzeniami 
i wykorzystując zdarzenia krańcowe (niemożliwe i pewne). Podstawowymi 
operacjami na zdarzeniach, oprócz wcześniej zdefiniowanej operacji negacji 
zadarzenia A, są: 
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• iloczyn zdarzeń, oznaczany A n B. Jest to zdarzenie, które zachodzi 
wtedy i tylko wtedy, kiedy jednocześnie zachodzą zdarzenia A oraz B; 

• suma, lub inaczej alternatywa zdarze11, oznaczana A UB. Jest to zda
rzenie, które zachodzi, jeśli zachodzi przynajmniej jedno ze zdarzeń A 
lub B; 

oraz zdarzeniami są: 

• zdarzenie pewne, oznaczane jako D. Jest to zdarzenie, które zawsze 
zachodzi, na przykład A U A; 

• zdarzenie niemożliwe, oznaczane jako 0. Jest to zdarzenie, które nigdy 
nie zachodzi, na przykład A n A 

• zdarzenia rozłączne (lub zdarzenia wyłączające się). Jest to przypadek, 
kiedy zdarzenia A i B nie mogą zachodzić równocześnie, A n B = 0. 

Zauważmy, że dla każdego zdarzenia A mamy zawsze 

( 4.1) 

co uzasadnia określenie zdarze11 0 oraz D jako krańcowych. Zdarzenie nie
możliwe powoduje każde zdarzenie, dowolne zdarzenie powoduje zdarzenie 
pewne. W odniesieniu do ciągów zdarzeń przyjmowane są oznaczenia: 

n 

i=l 
n 

A 1 u A2 U· · · U An = LJ Ai. 
i=l 

Pomiędzy zdarzeniami i operacjami nad nimi zachodzą poniższe relacje: 

Jeżeli AC B (AC B), to wtedy BC A (BC A); 

A n B = B n A, A u B = B u A; 

(AnB)nC=An(BnC), (AUB)UC=AU(BUC); 

A n (Bu C) =An Bu A n C, A u B n C =(Au B) n (A u C); 
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(A n B) =Au .B, (A u B) =An B, A u B =Au A n B. 

Zależności te mogą zostać uogólnione do poniższej postaci: 

Zauważmy, że powyższe relacje są tożsame z operacjami na zbiorach. W 
rozumieniu teorii zbiorów O jest przestrzenią, w której zdefiniowane są zbiory 
A, B , C, • • •; 0 jest zbiorem pustym; A jest dopełnieniem zbioru A ; A n B jest 
iloczynem zbiorów A i B, zaś A U B ich sumą; A C B oznacza, że zbiór A 
jest zawarty w zbiorze B. Precedencja operacji nad zdarzeniami jest podobna 
jak w przypadku operacji nad zbiorami. Na przykład, iloczyn zdarze:ó ma 
wyższy priorytet niż suma zdarzeń. Kolejność wykonywania operacji może 
zostać zmieniona poprzez zastosowanie nawiasów. 

Wiele istotnych zdarzeń w otaczającym nas świecie ma charakter losowy, 
przypadkowy. Oznacza to, że wynik danego zjawiska nie może być z góry 
przewidziany, na przykład rzut kością do gry może sk01kzyć się wynikiem od 
1 do 6, wystąpienie zachmurzenia może, ale nie musi, oznaczać opady deszczu. 
Zdarzenia, których wynik jesteśmy w stanie przewidzieć z pewnością (nie nosi 
on charakteru przypadkowego) nazywamy deterministycznymi. 

W przypadku obserwacji zjawisk losowych istotna jest częstość ich wy
stępowania. Załóżmy, że wykonaliśmy n prób, zdarzenie A wystąpiło nA razy. 
Wtedy częstość wystapienia zdarzenia A wynosi: 

(4.2) 

Niech każdy z numerów od 1 do 6 kości do gry występuje z jednakową często
ścią oraz wykonywana jest wystarczająco długa seria rzutów kością. Częstość 
wystąpienia konkretnego numeru, dla ustalenia uwagi 1, wynosi około½, na
tomiast częstość wystąpienia w dwóch kolejnych rzutach tej samej wartości 
wynosi około }6 . 

Zdarzeniem losowym nazywamy wynik zjawisk losowych, przypadkowych. 
Wartość liczbową wyrażającą możliwość wystąpienia zdarzenia losowego A 
będziemy nazywać prawdopodobieństwem wystąpienia zdarzenia losowego A 
i będziemy oznaczać P {A} . 

Celem rachunku prawdopodobieństwa jest między innymi: 

• Przypisywanie zdarzeniom losowym prawdopodobieństw w taki sposób, 
aby we "właściwy" sposób oceniać szanse zajścia tych zdarzeń losowych. 
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• Jeśli znane jest prawdopodobieństwo zajścia pewnych zdarze11 loso
wych, to powinniśmy umieć obliczać prawdopodobieństwa zajścia zda
rzeó. losowych na nich opartych. 

Przyjmuje się, że zawsze spełnione są poniższe zależności: 

P{0} = O oraz P{D} = 1. 

Fakt ten oznacza, że prawdopodobiei'tstwo zajścia zdarzenia niemożliwego 
j est równe O, natomiast prawdopodobie11stwo zajścia zdarzenia pewnego jest 
równe 1. Oznacza to, że dla dowolnego zdarzenia losowego A, spełniającego 
(4.1) mamy: 

Os; P{A} s; 1 oraz P{A} = 1- P{A}. 

Natomiast dla dowolnych dwóch zdarzeń losowych A i B mamy: 

As;;; B powoduje, że P{A} :S P{B} 

oraz 
P{AUB} = P{A} + P{B} - P{AnB}. (4.3) 

Jeżeli zdarzenia losowe A i B są zdarzeniami rozłącznymi, P{ A n B} = O, to 
wtedy ( 4. 3) przyjmuje postać: 

P{AUB} = P{A} + P{B} 

Definicja 19 Rozważmy dwa zdarzenia losowe A i B, przy czym P{B} > O. 
Prawdopodobieństwo warunkowe zdarzenia losowego A, jeśli zaszło zdarzenie 
B , oznaczane jako P{A[B}, jest określone następującym wzorem: 

P{A [B} = P{A n B} 
P{B} 

( 4.4) 

Definicja 20 Zdarzenia losowe A i B nazywamy niezależnymi zdarzeniami 
losowymi, jeżeli prawdziwy jest poniższy wzór: 

P{A n B} = P{A} · P{B} (4.5) 

Powyższe definicje mają bardzo poważne konsekwencje. Mianowicie: 

• Jeżeli A i B są niezależnymi zdarzeniami losowymi, to wtedy ze wzo
rów (4.4) oraz (4.5) otrzymujemy P{A[B} = P{A}. Oznacza to, 
że w przypadku niezależności zdarze11 losowych A i B prawdopodo
bieństwo warunkowe zajścia zdarzenia A (P{ A[B}) jest równe praw
dopodobieństwu bezwarunkowemu (lub a priori) zajścia zdarzenia A 
(P{ A}). W ogólnym przypadku prawdopodobie11stwa te są różne. 
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• Definicja 20 odgrywa zasadniczą rolę w dalszej części monografii. W 
przypadku wystąpienia zależności pomiędzy zdarzeniami losowymi opi
sującymi analizowane zjawiska przeprowadzenie pewnych istotnych wy
wodów może się okazać praktycznie niewykonalne. W sensie formalnym 
zdarzenia losowe są wzajemnie niezależne wtedy i tylko wtedy, jeśli speł
niony jest warunek ( 4. 5). Należy podkreślić, że intuicyjne rozumienie 
"niezależności" zjawisk nie musi być tożsame z probabilistyczną nieza
leżnością zdarzeń losowych w sensie definicji 20. 

4. 3 Zmienne losowe 

Podczas przeprowadzania analizy przypadku średniego zadań i algorytmów 
optymalizacji dyskretnej przedmiotem rozważań są dane wejściowe zada11 wy
rażane w wartościach liczbowych. W przypadku zadań programowania cał
kowitoliczbowego lub binarnego mogą to być na przykład wartości współczyn
ników funkcji celu oraz wartości współczynników prawych i lewych stron 
ograniczeń, w przypadku zadań na grafach mogą, to być wagi luków lub kra
wędzi. Każdy z takich parametrów, dla ustalenia uwagi oznaczony jako X, 
przyjmuje wartości z pewnego zbioru, na przykład: 

XE (-oo,+oo), XE (O, 1] lub XE {x1,x2 ,- .. ,xi, ... }. 

Zbiór taki nazywany jest przestrzenią próbek dla X. 
Efektem przeprowadzonej analizy może być uzyskanie opisu zachowania 

charakterystyk takich jak wartości rozwią,za11 optymalnych i przybliżonych, 
złożoność obliczeniowa algorytmów i innych, jako funkcji rozmiaru zadania. 

Jeżeli przyjmujemy założenie o losowym charakterze danych zadania, to 
wtedy również wymienione powyżej charakterystyki, takiej ak: wartości roz
wiązań optymalnych i przybliżonych, funkcje aproksymujące złożoność obli
czeniową algorytmów, stają się również pewnymi zjawiskami losowymi. Do 
matematycznego opisu zjawisk losowych wyrażanych w postaci liczbowej 
służy teoria zmiennych losowych. 

Definicja 21 Punkcję X określoną na przestrzeni próbek nazywamy zmienną 
losową, jeżeli dla dowolnych stałych a < b określone jest prawdopodobieństwo, 
że X przyjmie wartość z przedziału (a ,b]. 

Definicja 22 Rozkład prawdopodobieństwa zmiennej losowej X jest zdefinio
wany poprzez wyznaczenie wartości prawdopodobieństw wystąpienia zdarzeń 
losowych { a < X :S b} dla wszystkich możliwych wartości -oo S a, b S +oo. 



4.3. ZMIENNE LOSOWE 87 

Rozkład prawdopodobieństwa zmiennej losowej X może być zadany poprzez 
funkcję niemalejącą F(x) taką, że: 

P{a < X :Sb}= F(b) - F(a) 

W powyższym ujęciu operujemy tylko wartościami przyrostów funkcji 
F(x ), w związku z czym można dowolnie ustalić jej postać w wybranym 
punkcie. Dla uproszczenia dalszych rozważań można przyjąć, że: 

F(-oo) = O oraz F(+oo) = 1 

Definicja 23 Dystrybuantą zmiennej losowej X będziemy nazywać funkcję 

F(x) taką, że: 

F(x) = P{X :S x} (4.6) 

Zmienne losowe dyskretne 

W przypadku, kiedy zbiór możliwych wartości przyjmowanych przez zmienną 
losową jest skończony lub przeliczalny, będziemy mówić, że zmienna losowa 
X ma rozkład dyskretny. Innymi słowy, istnieje taki ciąg liczb x1 , x2 , · · ·, że 

zmienna losowa X przyjmuje wartości z tego ciągu. Aby zdefiniować rozkład 
zmiennej losowej X, wystarczy określić wszystkie prawdopodobieństwa: 

Pi= P{X = xi}, gdzie i= 1, 2, ... 

Zastosowanie rozkładów dyskretnych jest szczególnie uzasadnione na przy
kład wtedy, kiedy zmienna losowa X przyjmuje tylko wartości całkowite. 

W rozważanym już przykładzie rzutu kością do gry zbiór wartości przyj
mowanych przez zmienną losową X jest ograniczony do zbioru {1, 2, 3, 4, 5, 6}. 

Dla zmiennych dyskretnych możemy również podać dystrybuantę, patrz 
(4.6) , która może być zapisana w poniższej postaci: 

~ . { 1 jeżeli 
F(x) = DPi · Ix?.xu gdzie lx?.xi = O jeżeli 

Zmienne losowe ciagłe 

X 2'. Xi 

X< Xi 

O zmiennej losowej X mówimy, że ma rozkład ciągły, jeżeli istnieje taka 
nieujemna funkcja /(t), że dla dowlnych a i b mamy: 

b 

P{a < X :Sb}=/ f(t)dt. 

a 
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Fukcję f ( t) nazywamy gęstością prawdopodobieństwa zmiennej losowej X. 
Pomiędzy dystrybuantą i gęstością prawdopodobiefrstwa zmiennej losowej X 
zachodzi poniższa relacja: 

X 

F(x) = / j(t)dt. 
-00 

a więc dla przykładu marny 

1: f (t)dt = l. 

Wybrane rozkłady prawdopodobieństw 

• Rozkład Poissona. O zmiennej losowej dyskretnej mówimy, że ma roz
kład Poissona, jeżeli dla pewnej wartości · >.. > O marny: 

P{x - '} - ( ,; · ->-)/ ·1 d . . - 0 l 2 - i - A e i., g zie i - , , , ... 

Rozkład Poissona jest szczególnie przydatny przy badaniu łącznej liczby 
wystąpień pewnego rzadkiego zjawiska ( to znaczy zjawiska o niskim 
prawdopodobieństwie) przy dużej liczbie niezależnych prób, takich na 
przykład jak ilość wypadków ulicznych lub pożarów w rozważanym 
okresie czasu. 

• Rozkład geometryczny. O zmiennej losowej dyskretnej mówimy, że ma 
rozkład geometryczny, jeżeli dla pewnej wartości O < p < l mamy: 

P{X =i}= (1- Pt· p, gdzie i= O, 1, 2, ... 

Rozkład geometryczny dobrze opisuje sytuację, kiedy wykonujemy pe
wien eksperyment i interesuje nas, kiedy wystąpi pierwszy sukces, gdy 
prawdopodobiefrstwo sukcesu wynosi p. 

• Rozkład równomierny (jednostajny). O zmiennej losowej mówimy, że 
ma rozkład równomierny na przedziale ( a, b], jeżeli: 

{ 
O jeżeli x :::; a 

P{X :::"; x} = ~=: ~eżel'. a< x:::; b 
1 Jeżeh x > b 

Rozkład równomierny opisuje przypadek kiedy zmienna losowa przyj
muje z jednakowym prawdopodobie11stwem tylko wartości z przedziału 
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(a, b]. Opisuje on często spotykaną w praktyce sytuację. Na ogól roz
waża się rozkład równomierny znormalizowany, gdzie a = O oraz b = l. 
W tej postaci rozkład równomierny jest szczególnie często wykorzysty
wany w analizie przypadku średniego zadań optymalizacji dyskretnej, 
patrz Rinnoy Kan [115] oraz Rinnoy Kan i Stougie [116], a także roz
działy monografii 5 oraz 6. Na rysunku 4.1 przedstawiony został wykres 
dystrybuanty rozkładu równomiernego na przedziale (O, l]. 

Rysunek 4.1: Dystrybuanta znormalizowanego rozkładu równomiernego 

• Rozkład normalny. O zmiennej losowej mownny, że ma rozkład nor
malny jeżeli jej gęstość prawdopodobieństwa ma postać: 

gdzie CT > O oraz m są stałymi. Rozkład normalny jest stosowany w 
sytuacjach, gdy na wartość zmiennej losowej X ma wpływ duża liczba 
niezależnie działających czynnników, każdy o niewielkim znaczeniu. Na 
rysunku 4.2 przedstawiono wykres gęstości prawdopodobieństwa roz
kładu normalnego przy Cl = l oraz m = O. 

Charakterystyki zmiennych losowych 

W wielu przypadkach albo nie jesteśmy w stanie wyznaczyć rozkładu prawdo
podobiefastwa, albo interesują nas tylko jego sumaryczne "typowe" charak
terystyki. Niewątpliwie jedną z najważniejszych spośród nich jest wartość 
oczekiwana, zwana też wartością średnia" zmiennej losowej. 

Aby intuicyjnie przybliżyć to pojęcie, rozważmy przytaczany już uprze
dnio przypadek rzutu kością. Mamy sześć możliwych wartości, którymi może 
się zako11czyć rzut kością {1, 2, 3, 4, 5, 6}. Może więc zajść jedno z sześciu zda
rze11 Ai ={X= i}, i= 1, 2, ... , 6. Przy wykonaniu n prób (rzutów kością), 
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0.5 

-4 

Rysunek 4.2: Wykres gęstości prawdopodobie11stwa rozkładu normalnego 

zgodnie z (4.2), średnia wartość wylosowanego numeru może być podana 
poniższym wzorem 

6 

" . r,,Ai L-i--. 
n 

i=l 

Natomiast przy zastąpieniu częstości prawdopodo bie11stwem wystąpienia zda
rzenia mamy: 

6 

~i- P{X=i} 
i=l 

Definicja 24 Wartością oczekiwaną zmiennej losowej X dla dyskretnych 
zmiennych losowych nazywamy: 

E(X) = Lxi · P{X = x;} (4.7) 

oraz dla zmiennych losowych ciągłych: 

+oo 

E(X) = J x · f(x)dx. (4.8) 
-00 

W powyższych definicjach przyjęto założenie o bezwzględnej zbieżności 
szeregu w (4.7) lub całki w sensie Riemanna w (4.8). 

Zastosowanie całki w sensie Lebesgue'a-Stieltjesa, patrz na przykład Feller 
[38] lub Loeve [96], pozwala ugólnić powyższe wzory do postaci: 

+= 

E(X) = / x -dF(x). (4.9) 
-00 
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Co więcej, zastosowanie całki Lebesgue'a-Stieltjesa umożliwia rozważa
nie znacznie szerszych klas rozkładów prawdopodobie11stw, na przykład roz
kłady będące kombinacją rozkładów ciągłego i dyskretnego (zmienna losowa 
przyjmująca zarówno wartości z ciągłych przedziałów jak i pojedy11cze warto
ści). W przypadku istnienia gęstości prawdopodobieństwa w przedziale (a, b] 
mamy: dF(x) = J(x)dx, dla x E (a,b]. Jeżeli w przedziale (c,d] zmienna X 
ma rozkład dyskretny, to wtedy t xdF(x) = I::~=l xik · P{X = xiJ, gdzie 
xik E (c,d], k= 1, . .. l. 

Innym, bardzo ważnym zastosowaniem całki Lebesgue'a-Stieltjesa jest uo
gólnienie pojęcia prawdopodobie11stwa jako funkcji miary zbiorów, co poz
wala w znaczny sposób rozszerzyć zakres rozważań. Z uwagi na zamiar wy
korzystania w dalszej części monografii możliwie najmniej skomplikowanego 
aparatu rachunku prawdopodobie11stwa, tematyka ta pozostanie poza obsza
rem zainteresownia niniejszej monografii. 

Poniżej zostaną przytoczone pewne ważne oszacowania zmiennych loso
wych, które są szczególnie przydatne w przypadku przeprowadzania asymp
totycznej analizy przypadku średniego. 

Stwierdzenie 1 (Nierówność Markowa) Dla dowolnej zmiennej losowej 
Y oraz dowolnych stałych E, r > O, o ile istnieje E(IYlr), zachodzi następująca 
nierówność 

(4.10) 

Dowód nierówności Markowa jest zawarty w Loeve [96]. 

Definicja 25 Jeżeli dla zmiennej losowej X istnieją E(X) oraz E(X2), to 
wtedy wariancja X jest dana przez poniższy wzór: 

Var(X) = E((X - E(X))2) = E(X 2 ) - E2 (X) (4.11) 

Wykorzystując nierówność Markowa i pojęcie wariancji możemy wprowa
dzić, odgrywającą wielką rolę w rachunku prawdopodobieństwa i intensyw
nie wykorzystywaną w rozdziałach 5 oraz 6 niniejszej monografii, nierówność 
Czebyszewa, patrz Feller [38] lub Loeve [96]. 

Stwierdzenie 2 (Nierówność Czebyszewa) Jeżeli dla zmiennej losowej 
X istnieją E(X) oraz E(X2 ), to wtedy podstawiając Y = X - E(X), r = 2 
oraz wykorzystując (4.10} i (4-11} otrzymujemy dla dowolnej stałej E > O: 

P{IX - E(X)l 2: c}::::; Var~X) 
E: 

( 4.12) 
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Dla stałych a i b oraz zmiennych losowych X i Y prawdziwe są poniższe 
zależności: 

E(X+Y) = E(X)+E(Y); E(a-X+b) = a-E(X)+b; Var(a•X+b) = a 2 Var(X). 

Ponadto jeżeli X i Y są wzajemnie niezależnymi zmiennymi losowymi, to 
wtedy: 

E(X · Y) = E(X) · E(Y) oraz Var(X + Y) = Var(X) + Var(Y) . (4.13) 

Przy modelowaniu zjawisk praktycznych, takich na przykład jak zadania 
i algorytmy optymalizacji dyskretnej, gdzie dane zadań mogą być przedsta
wiane jako realizacje zmiennych losowych, często zachodzi potrzeba: 

• dokonania przekształcenia danych wejściowych zadania, co w odnie
sieniu do zmiennych losowych oznacza potrzebę rozważania zmiennej 
losowej Y = u(X), gdzie u(•) jest przekształceniem funkcyjnym, nato
miast X jest zmienną losową opisującą pewną charakterystykę zadania 
lub algorytmu. Dla przykładu (4.9) przyjmuje wtedy postać: 

+= 

E(Y) = ./ u(x) · dF(x); 
-00 

• operowania wektorami zmiennych losowych, takimi jak współczynniki 
funkcji celu, lewych stron ograniczeń, wagi łuków bądź krawędzi w 
grafie. 

Wektor zmiennych losowych [ X 1, X 2 , ... , Xn] nazywamy n-wymiarową 
zmienną losową. Dystrybuanta wektora zmiennych losowych przyjmuje po
stać: 

Definicja 26 Zmienne losowe X 1 , X 2 , ... , Xn nazywamy wzaJemnie nieza
leżnymi, jeżeli: 

n 

F(x1,X2, . .. ,xn) = IT Fi(x;), gdzie F,(x;) = P{X; < x;} 
i=l 



4.4. ANALIZA ZADAŃ I ALGORYTMÓW 93 

W przypadku X 1, X2 , ... , Xn - wektora wzajemnie niezależnych zmien
nych losowych zgodnie z ( 4.13) mamy: 

n 

Var(L=~=l Xi) = LVar(Xi) (4.14) 
i=l 

Jeżeli rozkłady zmiennych losowych X 1 , X 2, ... , X n spełniają poniższy 

warunek 

F1(x) = F 2(x) = ... = Fn(x) dla wszystkich x, -oo :S x :S oo, 

to będziemy mówić, że X 1 , X 2 , ... , Xn są zmiennymi losowymi o jednakowym 
rozkładzie. 

Niezależność zmiennych losowych jest ściśle związana z niezależnością 
zdarze11 losowych, porównaj z (4.5). W przypadku operowania skompli
kowanymi przekształceniami danych zadania w procesie analizy przypadku 
średniego zadania lub algorytmu optymalizacji dyskretnej, dopuszczenie w 
założeniach modelu wystąpienia zależności pomiędzy zmiennymi losowymi 
opisującymi dane zadania może spowodować praktyczną niemożliwość prze
prowadzenia analizy przypadku średniego. Dlatego, w większości rozważa
nych modeli przyjęto założenie o niezależności zmiennych losowych opisu
jących dane zada11, patrz na przykład Karp i inni [83], Rinnoy Kan [115], 
Rinnoy Kan i Stougie [116] oraz Steele [127] i [128] a także podrozdziały 5.5 
oraz 6.3 niniejszej monografii. 

4.4 Analiza zadań i algorytmów 

W procesie praktycznego rozwiązywania realizacji danych zadania optyma
lizacji dyskretnej o rozmiarach n przy wykorzystaniu algorytmu A, patrz 
dyskusja w podrozdziałach 2.1 oraz 3.2, operujemy wielkościami takimi jak: 

gdzie zoPT(I~) jest wartością rozwiązania optymalnego, ZA (In) wartością roz
wiązania uzyskanego przez algorytm A, 'ljJ(In) i ,(In), miarą dokładności al
gorytmu A oraz fA(n) miarą jego złożoności obliczeniowej. 

Oceny powyższych wielkości w przypadku analizy przypadku najgorszego 
mają charakter ocen absolutnych, to znaczy, że są one prawdziwe dla wszyst
kich możliwych realizacji danych zadania. Wiele ważnych zadań optymaliza
cji dyskretnej należy do klasy zadań NP-trudnych lub silnie NP-trudnych. 
Wydaje się więc praktycznie niemożliwe, w świetle wyników przytoczonych 
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w rozdziale 3, aby istniały dla nich algorytmy, dla których f A(n) jest ogra
niczone przez funkcję wielomianową od n oraz ,y(In) = O dla wszystkich 
realizacji danych zadań. 

Powyższe stwierdzenia pozostają, w jawnej sprzeczności z dość powszech
nymi odczuciami, że realne, "średnie" zachowanie się zadań i algorytmów jest 
w wielu przypadkach odmienne, i na ogół znacznie lepsze, niż wynika to z 
ocen w sensie analizy przypadku najgorszego. Dobrym przykładem jest tutaj 
algorytm sympleks dla zadania programowania liniowego, patrz podrozdziały 
1.3 oraz 2.5. Praca algorytmu kończy się uzyskaniem rozwiązania optymal
nego zadania, poza przypadkami zdegenerowanymi, a więc ry(In) = O lub 
7/J(In) = 1 dla wszystkich realizacji danych zadania. Złożoność obliczeniowa 
algorytmu jest wykładnicza, co oznacza, że nie istnieje funkcja wielomianowa 
od n ograniczająca f A(n) dla wszystkich realizacji danych zadania. Nato
miast praktyka obliczeniowa potwierdza bardzo dobre zachowanie się tego 
algorytmu w sensie nakładu obliczeń dla przytłaczającej większości rozwią
zywanych realizacji danych zadań. 

Z drugiej strony, istnieje wiele algorytmów przybliżonych, lub wręcz heu
rustycznych, o niskiej złożoności obliczeniowej, których gwarantowana jakość 
rozwiązań, w sensie miar dokładności 'l/J(Jn) i ry(In), znacznie odbiega na 
niekorzyść od zaobserwowanych w praktyce obliczeniowej. W zastosowa
niach praktycznych algorytm uzyskujący dobrą dokładność rozwiązań i na
kład obliczeń dla większości przypadków lub nawet w sensie oceny przypadku 
średniego może być w zupełności wystarczający. 

Jednym z możliwych sposobów wyjaśnienia tych zjawisk jest znalezienie 
alternatywnego sposobu oceny zadań i algorytmów optymalizacji dyskretnej, 
nie opartego na zasadzie gwarancji absolutnych. Analiza ukierunkowana na 
zbadanie "przeciętnego" lub inaczej "średniego" zachowania się zadań i algo
rytmów optymalizacj dyskretnej jest nazywana analizą przypadku średniego 
( average case a na lysis). 

Rachunek prawdopodobieństwa dostarcza w naturalny sposób aparatu 
do tego typu analizy. Przystępując do przeprowadzenia analizy przypadku 
średniego należy skonstruować losowy model zadania. Typowym podejściem 
jest przyjęcie założenia, że wybrane parametry zadania są realizacjami zmien
nych losowych o zadanych rozkładach prawdopodobieństw. Oznacza to wy
odrębnienie, określonej przez przyjęte założenia, klasy zadań losowych spo
śród wszystkich realizacji danych rozważanego zadania. Szczególnie często 
stosowany jest rozkład równomierny. Wynika to z faktu, że parametry za
dań przyjmują z jednakowym prawdopodobie11stwem wartości z pewnego 
przedziału, dla ustalenia uwagi (O, 1]. 

Wtedy charakterystyki zadania i algorytmu takie jak ZoPT(I~), zA(Jn), 
7/J(In), ,y(In) oraz f A(n) stają się realizacjami pewnych zmiennych losowych, 
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których zachowanie może być badane i poddane analizie. Takie podejście 
może być potraktowane jako teoretyczny odpowiednik analizy eksperymental
nej algorytmów, gdzie algorytm jest testowany na zbiorach danych losowych 
oraz oceniany w sposób statystyczny. 

Niestety, podejście to posiada pewne ograniczenia. Tylko wybrane roz
kłady prawdopodobieństw i dość proste algorytmy mogą być przedmiotem ta
kiej analizy. W przypadku innych modeli stopień skomplikowania, pojawienie 
się rozkładów warunkowych oraz zależności pomiędzy zmiennymi losowymi 
w praktyce uniemożliwia przeprowadzenie analizy przypadku średniego. Dla 
przykładu zbadanie niezbędnego w pracy wielu algorytmów warunku X> Y 
w kolejnych iteracjach może prowadzić do konieczności rozważania zmiennych 
losowych o skomplikowanych rozkładach warunkowych. 

Analiza przypadku średniego nosi na ogól charakter asymptotyczny. Za
kładamy, że rozmiar zadania, dla ustalenia uwagi oznaczany jako n, wzrasta 
w sposób niegraniczony, n ---+ oo. Analizowane jest graniczne zachowanie 
się ciągów zmiennych losowych opisujących takie wielkości jak na przykład 
zon(I~), zA(In), 1/J(In), 'YUn) oraz f A(n) przy n---+ oo. 

W odniesieniu do losowych modeli zadań optymalizacji dyskretnej o cha
rakterze narastającym, przy n ---+ oo, można wyróżnić dwa zasadnicze spo
soby budowy modeli losowych zada11: niezależny i inkrementalny, patrz We
ide [14 7], Meanti i inni [107] oraz Steele [128]. Niech dla n - 1 ciąg zmiennych 
losowych { X 1 , X 2 , ... , X 1n- i} oznacza aktualnie rozważany opis parametrów 
zadania. Przechodząc do n mamy: 

• W przypadku modelu niezależnego ( independent model) dla losowych 
zadań optymalizacji dyskretnej mamy do czynienia z próbkowaniem 
serii realizacji zadania o rosnących rozmiarach. Dlatego każda kolejna 
realizacja zadania jest niezależna od pozostałych. { X1 , Xz, . .. , X1n_J 
będzie za każdym razem za.stępowane przez ciąg "świeżych" zmiennych 
losowych o tym samym rozkładzie {X~, Xź, . .. , XL_1 , ... , Xt}. 

• W przypadku modelu inkrementalnego ( incremental model) realizacja 
zadania o rozmiarze n jest rozszerzeniem klasy zadań o rozmiarze n - 1. 
Oznacza to uzupełnianie za każdym razem analizowanych współczyn
ników zadania o ciąg wartości losowych będących realizacjami zmien
nych losowych niezależnych wzajemnie od siebie oraz od zmiennych 
losowych opisujących zadania o rozmiarze n - 1 i mniejszym. Zamiast 
{ X1 , X2, ... , xln-1} rozważany będzie ciąg zmiennych losowych uzupeł
niony o {X1n-1+l,· .. ,X1n} a więc {X1,Xz, ... ,X1n}. 

Weide w pracy [147] rozważył wzajemne relacje tych modeli. W szczegól
ności wykazano, że wyniki zbieżności uzyskane dla modelu niezależnego ozna-
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czają również zbieżność w przypadku modelu inkrementalnego, co oznacza, 
że model niezależny jest w tym zakresie bardziej ogólny od modelu inkremen
talnego. W rozdziałach 5 oraz 6 niniejszej monografii rozważany jest model 
niezależny wielowymiarowego zadania załadunku oraz zadania szeregowania 
prac ze znanymi terminami zakończenia. 

Przy przeprowadzaniu asymptotycznej analizy przypadku średniego bar
dzo przydatne jest pojęcie stochastycznej zbieżności ciągów zmiennych loso
wych. Dla ciągu zmiennych losowych Y1 , Vi, ... oraz stałej c znane są różne 
rodzaje zbieżności stochastycznej. 

Zbieżność prawie na pewno (almost sure convergence), w skrócie (p.n.) 
oznacza, że 

P { lim Yn = C} = 1, 
n-->oo 

gdzie limn->oo Yn = c oznacza zbieżność do c wszystkich realizacji zmiennej 
losowej Yn (poza ewentualnie zbiorem miary zero, patrz Loeve [96]). 

Nieco słabszą formą zbieżności jest zbieżność z prawdopodobieństwem ( con
vergence in probability ), która oznacza , że dla dowolnej wartości c > O 

lim P{IYn - cl> c} = O. (4.15) 
n->oo 

Jeżeli zachodzi 
00 

~P{IYn - cl> t:} <oo 
n=l 

to zbieżność z prawdopodobieństwem jest tożsama ze zbieżnością prawie na 
pewno. 

Zbieżność do wartości oczekiwanej ( convergence to expectation) oznacza, 
że zachodzi 

lim IE(Yn) - cl = O 
n-->oo 

co jest jeszcze słabszą formą zbieżności, ale przy spełnieniu pewnych dodatko
wych warunków dotyczących rozkładu prawdopodobieństwa ciągu Y1 , Vi, ... , 
patrz Feller [38], może być tożsama ze zbieżnością z prawdopodobieństwem. 

W podrozdziale 5.4 sformułowano pojęcie asymptotycznej zbieżności cią
gów zmienych losowych i liczbowych w sensie ilorazowym, która jest odmien
nym podejściem od zaprezentowanego powyżej, ale jest zgodna ze zbieżnością 
z prawdopodobieństwem. 

Jednym z bardzo istotnych wyników analizy przypadku średniego było 
wykazanie, że istnieją realizacje algorytmu sympleks mające w średnim przy
padku wielomianową złożoność obliczeniową, patrz Borgwardt [15] oraz Smale 
[125], co potwierdza jego wysoką przydatność praktyczną. 
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Poniżej zostaną przytoczone znane z literatury wyniki analizy średniego 
przypadku dla wybranych zadań i algorytmów optymalizacji dyskretnej przed
stawionych w rozdziałach 1 oraz 2. 

W podrozdziale 1.3 zaprezentowano zadania rozbicia zbioru oraz pakowa
nia zasobników, patrz również Rinnoy Kan [115], Rinnoy Kan i Stougie [116] 
oraz Coffman i Lueker [24]. Dla zadań rozbicia zbioru w postaci (1.12) oraz 
(1.13) przypadek m = 2 jest szczególny. Postać rozwiązania optymalnego 
dla obu zadań jest identyczna, natomiast różne są wartości rozwiązaf1 opty
m.alnych. Rozważmy zadanie rozbicia zbioru w postaci (1.13), m = 2. Niech 
dalej X1, X2, .. . , Xn będą realizacjami X1, X2 , . .. , Xn - wzajemnie niezależ
nych zmiennych losowych o jednakowym rozkładzie ze skończoną wartością 
oczekiwaną. Wtedy 

lim ( zoPT(n, 2) ) = lim ( zopr(n, 2) ) = 1 
n->oo E("'E,;=1 X;)/2 n-.oo n-E(Xi)/2 

(p.n.). (4.16) 

W podrozdziale 2.4 zaprezentowano algorytm zachłanny dla zadania (1.13) 
z wartością uzyskanego rozwiązania równą ZcRE(n). Można wykazać, że 

. ( ZQRE(n) ) 
hm E(X )/ = 1 (p.n.) oraz 

n-+oo n ' 1 2 
. ( ZQRE(n) ) hm ( ) = 1 (p.n.). 

n->oo ZQPT n, 2 

Wyniki te mają bardzo ciekawą interpretację. W tym przypadku mamy, 
patrz (2.1) oraz podrozdział 2.1, 

,!,(Jn) = ZcRE(n) l ,1 (I ) ( ) 'I' a więc im ,p n = 1 p.n .. 
ZQPT(n, 2) n-+= 

Wynik powyższy oznacza, że algorytm zachłanny zaprezentowany w pod
rozdziale 2.4 jest algorytmem asymptotycznie suboptymalnym dla zadania 
(1.13), gdziem= 2, patrz (2.4). W sensie analizy przypadku najgorszego 
mieliśmy zupełnie inne oszacowanie, patrz (2.1), (2.3) oraz (2.12), 

2 
3 :S 'lj; (Jn) :S 1. 

Zauważmy, że (4.16) daje bardzo ciekawą możliwość oszacowania asymp
totycznego wzrostu rozwiązań optymalnych zadania (1.13), gdzie m = 2, 
Zopr(n, 2) dla znormalizowanego rozkładu równomiernego. 

Przykład 1 Jeżeli X 1, X 2 , ... , Xn są wzajemnie niezależnymi zmiennymi lo
sowymi o rozkładzie równomiernym na przedziale (O , 1], to wtedy E(X1 ) = ½ 
oraz (4.16) przyjmuje poniższą postać: 

lim (ZOPT( n, 2)) = l 
n-.oo n / 4 

(p.n.). ( 4.17) 
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Rozważmy teraz zadanie pakowania zasobników, patrz (1.14), podrozdział 
1.3 oraz Coffman i Lueker [24]. Bez ograniczania ogólności rozważań możemy 
przyjąć, że rozmiar zasobników spełnia c = 1. Niech x 1 , x2, ... , Xn będą 

realizacjami X1, X2 , ... , Xn - wzajemnie niezależnych zmiennych losowych 
o jednakowym rozkładzie prawdopodobieństwa z dystrybuantą F( x). Dla 
każdej postaci dystrybuanty F możemy zdefiniować współczynnik optymalno
ści ( optimum packing ratio) opisywanego przez dystrybuantę F(x) rozkładu 
prawdopodobieństwa w postaci 

Będziemy mówić, że dystrybuanta F pozwala na pakowanie doskonale (per
fect packing) jeżeli 

Rp= l. 

Współczynnik optymalności pakowania jest charakterystyką właściwą tylko 
dla analizy przypadku średniego. Zauważmy dodatkowo, że zgodnie z moc
nym prawem wielkich liczb, patrz Feller [38] oraz Loeve [96], mamy 

"n X· 1. L...,i=l z 1 1m --"--''---- = 
n--->oo n· E(X1) 

(p.n.) oraz 
n 

E(LX;) =n· E(Xl). 
i=l 

Pakowanie doskonałe oznacza, że łączna wartość niewykorzystanego miejsca 
pozostawionego w pojemnikach jest w ujęciu asymptotycznym mała w sto
sunku do sumy rozmiarów wszystkich pakowanych obiektów L~=l Xi. 

Niech x1, x 2 , .. . , Xn będą realizacjami wzajemnie niezależnych zmiennych 
losowych o rozkładzie równomiernym na przedziale (O,b], X 1, X2 , ... ,Xn, 
gdzie b stała, O < b :'.S 1. Oznaczmy dystrybuantę takiego rozkładu jako 
U(b). Dla b = 1, to znaczy dla rozkładu równomiernego na przedziale (O, 1] 
mamy: 

n ./n E( zopr(n)) - 2 = 8( n). ( 4.18) 

Wykorzytując (4.18) oraz fakt, że w tym przypadku E(L7=1 X;) = n/2, 
możemy z łatwością zaobserwować, że 

lim E(zopr(n)) = 1 
n-+OO n/2 

oraz Ru(1) = 1. (4.19) 

Dla algorytmów zachłannych FF D oraz B F D, patrz podrozdział 2.4, dla 
b= l mamy 

n 
E(ZFFD( n)) - 2 = 8( y'n) oraz 

n r,:; 
E(ZBFD( n)) - 2 = 0( V n). 
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Uwzględniając (4.18) z łatwością, możemy uzyskać 

lim E(zon(n)) = 1 
n->oo E(zppn(n)) 

oraz lim E( zoPT(n)) = 1. 
n->oo E(zBFD(n)) 

(4.20) 

W przypadku, O < b < 1, znane są wyniki wykazujące, że 

( ~ ) { 0 ( 1) jeżeli O < b ::; ½ 
Ru(b) = l oraz E ZFFD(n) - {;;:_X; = G(nl /3) jeżeli ½ < b < 1 

Powyżej zaprezentowane wyniki pokazują, że analiza przypadku średniego 
uzyskuje bardzo wartościowe i jakościowo nowe wyniki dla zadania pakowania 
zasobników w porównaniu z analizą przypadku najgorszego. Jako porówna
nia możemy użyć chociażby oszacowań (2.13) oraz (4.20). Innym wkładem 
analizy przypadku średniego do analizy zadania pakowania zasobników jest 
wprowadzenie pojęć współczynnika optymalności oraz pakowania doskona
łego. 

Zastosowanie sortowania współczynników x 1, x 2 , ... , Xn, tak, aby speł
niony był warunek (2.11), gwarantuje "zachłanność" rozważanych powyżej 
algorytmów. Na ich przykładzie widać, że algorytmy zachłanne dla zadań 
rozbicia zbioru (1.13), gdziem = 2 oraz pakowania zasobników (1.14) są 
algorytmami asymptotycznie suboptymalnymi w sensie analizy przypadku 
średniego. Zgodnie z wynikami analizy przypadku najgorszego rozważane al
gorytmy zachłanne są, algorytmami o gwarantowanej dokładności. Co więcej, 
znane są przykłady gwarantujące brak możliwości poprawienia tych ocen. 

Niestety, uwzględnienie warunku (2.11) oznacza konieczność korzystania z 
tak zwanych statystyk pozycyjnych, patrz Feller [38], co w ogólnym przypadku 
bardzo utrudnia przeprowadzenie analizy przypadku średniego dla bardziej 
złożonych modeli zadań i algorytmów. 

Dla danych zadań x1 , x 2 , ... , Xn będących realizacjami X 1 , X2 , ... , Xn 
- wzajemnie niezależnych zmiennych losowych o rozkładzie równomiernym 
znormalizowanym, analiza przypadku średniego daje szczególnie poglądowe 
wyniki opisujące asymptotyczne zachowanie się rozwiązań optymalnych w 
przypadku zadania rozbicia zbioru (1.13), gdziem= 2, patrz (4.17), oraz 
zadania pakowania zasobników (1.14), patrz ( 4.19). 

W literaturze dużą uwagę poświęcono analizie przypadku średniego zadań 
na płaszczyźnie. Szczególnie cenne wyniki uzyskano w odniesieniu do zadania 
komiwojażera, patrz Steele [127] i [128], Rinnoy Kan [115] oraz Rinnoy Kan 
i Stougie [116]. We wczesnej pracy, patrz Beardwood, Hal ton i Hammersley 
[10], rozważono zadanie komiwojażera w modelu losowym zgodnym z mo
delem rozważanym w podrozdziale 2.3. Rozważany jest nieskierowany graf 
ważony G, którego zbiór wierzchołków V = { 1, ... , n} jest zadany jako z bior 
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n punktów w kwadracie znajdującym się na płaszczyźnie. Bez ograniczenia 
ogólności rozważań możemy przyjąć, że boki kwadratu są równe 1. Wtedy 
każdy z wierzchołków grafu i E V może zostać zdefiniowany poprzez zadanie 
jego współrzędnych (x;, y;), gdzie O :::::; X;, Yi :::::; l. Dla każdej krawędzi lub 
łuku e = (i, j) grafu C waga C;j jest zdefiniowana jako najkrótsza odległość 
pomiędzy wierzchołkami: 

Model losowy tak zdefiniowanego zadania można uzyskać w dość naturalny 
sposób przyjmując założenie, że x 1 , X2, .. . , Xn oraz y1, Y2 , ... , Yn są realiza
cjami X1, X2, ... ,Xn, Yi, ½, ... , Yn - wzajemnie niezależnych zmiennych lo
sowych o rozkładzie równomiernym w przedziale (O , l]. Wtedy wagi c;j stają 

się realizacjami odpowiednich zmiennych losowych. Przy tych założeniach 
udało się uzyskać wynik opisujący zachowanie się wartości rozwiązania opty
malnego zadania komiwojażera, patrz podrozdziały 1.4 oraz 2.3, dla zdefino
wanego powyżej modelu losowego: 

1. zoPT(n) (3 
lm ----= 

n--+oo Jn (p.n.), gdzie (3 stała. 

Wartość stałej /3 została empirycznie ustalona jako f3 = O, 765. 
W oparciu o ten pionierski rezultat uzyskano szereg dalszych wartościo-

wych wyników. Na przykład pokazano, patrz Steele [127], że 

1. E(zoPT(n)) /3 1. lzopy(n) - E(zon(n))I 
1m ,/n = oraz 1m yn = O (p.n.). 

n-+00 n n--+(X) r,, 

W odniesieniu do algorytmu podziału Karpa, patrz [81] oraz podrozdział 2.3, 
uzyskującego rozwiązanie przybliżone o wartości ZPAR(n) mamy 

lim E(zPAR(n)) = (3 
n--+oo yn ' gdzie /3 stała. 

Wynik ten dowodzi sub-optymalnego zachowania algorytmu podziału Karpa 
dla zadania komiwojażera w nieskierowanym grafie na płaszczyźnie. Jak 
wspomniano w podrozdziale 2.3, algorytm podziału Karpa nie ma żadnych 
gwarancji dokładności w sensie analizy przypadku najgorszego. Ten wynik 
analizy przypadku średniego jest więc również bardzo wartościowym dopeł
nieniem analizy przypadku najgorszego. 

Pomimo faktu, że analiza średnego przypadku jest aktywną dziedziną 
badawczą, od niezbyt długiego czasu, uzyskano bardzo dużo różnorodnych 
wyników w odniesieniu do zada11 i algorytmów optymalizacji dyskretnej. W 
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pracach Coffman, Lueker i Rinnoy Kan [25], Coffman i Lueker [24], Karp 
[80] i [82], Karp, Lenstra, McDiarmid i Rinnoy Kan [83], Rinnoy Kan [115], 
Rinnoy Kan i Stougie[ll6], Steele [127] i [128] oraz innych przedstawiono 
liczne wyniki analizy przypadku średniego. 

Należy zwrócić uwagę na fakt, że część zn~nych z literatury wyników 
analizy przypadku średniego uzyskano przy zastosowani u bardzo zaawanso
wanego aparatu rachunku prawdopodobie11stwa, co czyni z nich bardziej za
stosowania i osiągnięcia teorii rachunku prawdopodobieństwa niż optymaliza
cji dyskretnej. Stwierdzenie to jest uzasadnione zasadniczymi trudnościami, 
jakie mogą się pojawić przy próbie praktycznej interpretacji i zastosowania 
uzyskanych wyników w analizie zada11 i konstrukcji algorytmów optymalizacji 
dyskretnej. 

W rozdziałach 5 oraz 6 niniejszej monografii zastosowano podejście ana
lizy przypadku średniego do wielowymiarowego zadania załadunku i zadania 
szeregowania prac ze znanymi terminami zako11czenia. Wykorzystując pro
sty aparat rachunku prawdopodobieństwa udało się uzyskać dla tych zada11 
wartościowe wyniki. 

Dla wielu NP-trudnych zada11 optymalizacji dyskretnej nie są znane wy
niki opisujące efektywne algorytmy optymalne nawet w średnim przypadku. 
Powstaje pytanie, czy istnieją rozkłady prawdopodobie11stw opisujących rea
lizacje danych dla NP-trudnych zada11 optymalizacji dyskretnej, dla których 
zadania te są wciąż trudne do rozwiązania w średnim przypadku. Levin 
w pracy [95] zaproponował definicję zada11 NP -trudnych w średnim przy
padku. Ogólna idea tego podejścia polega na tym, że jeżeli chociażby jeden 
przykład zadania będący realizacją założonego rozkładu prawdopodobiei'1stw 
danych zadania jest rozwiązywalny w czasie wielomianowym w sensie ana
lizy przypadku średniego, to wtedy cala klasa losowych zada11 związanych 
z tymi rozkładami jest również rozwiązywalna w czasie wielomianowym w 
sensie analizy przypadku średniego. 

Oprócz pewnych ogranicze11 związanych z zastosowaniem analizy przy
padku średniego ma ona również dodatkowe możliwości, właściwe tylko dla 
tego rodzaju analizy. Przeprowadzając analizę średniego przypadku możemy 
poznać nowe właściwości rozwiązania optymalnego, na przykład wykazać, że 
jest ono zbieżne do swojej wartości oczekiwanej, którą możemy często wy
znaczyć jako deterministyczną funkcję parametrów zadania dla całej klasy 
rozważanych zadań losowych, patrz Steele [128] oraz podrozdziały 5 i 6. 

N a pierwszy rzut oka może się też wydawać zasadnym rozważenie za
miast modelu losowego klasy zadań jednego uogólnionego zadania determi
nistycznego uzyskanego poprzez zastąpienie realizacji zmiennych losowych 
ich wartościami oczekiwanymi. Zamiast przeprowadzenia analizy średniego 
przypadku dla klasy zada11 losowych wystarczy w tym przypadku rozważać 
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jedno konkretne zadanie deterministyczne. Niestety podejście to, pomimo 
jego pozornej atrakcyjności, nie może w ogólnym przypadku zastąpić analizy 
przypadku średniego. Uzyskiwane w ten sposób wyniki są na ogół trywialne, 
patrz Steele [128] oraz podrozdziały 5.5 i 6.3. 

Wyniki zaprezentowane w tym rozdziale są często właściwe tylko dla 
analizy przypadku średniego i mają dużą wartość poznawczą i praktyczną. 
Analiza przypadku średniego jest nie tylko dopełnieniem analizy przypadku 
najgorszego, ale również może być traktowana jako oryginalna dziedzina po
znawcza ze swoją własną specyfiką i oryginalnymi wynikami. 

4.5 Podsumowanie 

Celem tego rozdziału było przedstawienie podejścia przypadku średniego do 
analizy zadań i algorytmów optymalizacji dyskretnej. Zaprezentowany został 
aparat probabilistyczny niezbędny do przeprowadzenia analizy przypadku 
średniego. Między innymi wprowadzono następujące pojęcia: 

• Zdarzenia, wraz z określeniem podstawowych operacji nad nimi, zda
rzeń krańcowych oraz częstości występowania zdarze11. 

• Zdarzenia losowe, pojęcie prawdopodobieństwa, zasady obliczania praw
dopodobieństw kombinacji zdarzeń, prawdopodobieństwo warunkowe, 
niezależność zdarzeń. 

• Zmienne losowe, rozkłady prawdopodobieństw zmiennych losowych, dys
trybuanty zmiennych losowych, gęstości rozkładów. 

• Wartość oczekiwana zmiennej losowej, wariancja, całkowanie w sensie 
Lebesgue' a-Stieltjesa. 

• Nierówności Markowa i Czebyszewa. 

• Niezależność zmiennych losowych. 

• Model losowy zadań optymalizacji dyskretnej oraz jego właściwości. 

W odniesieniu do stosowanych w analizie przypadku średniego metod i 
uzyskiwanych wyników rozważono następujące zagadnienia: 

• Określono podstawowe cele analizy średniego przypadku. 

• Omówiono dwa różne podejścia do tworzenia losowych modeli zadań 
optymalizacji dyskretnej: model niezależny oraz model inkrementalny. 
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• Zdefiniowano rodzaje zbieżności ciągów zmiennych losowych, wykorzys
tywane przy analizie zbieżności poszczególnych charakterystyk zadań i 
algorytmów optymalizacji dyskretnej. 

• Zaprezentowano szereg wyników analizy przypadku średniego, w tym 
dla zadań rozbicia zbioru, pakowania zasobników oraz dla zadania ko
miwojażera na płaszczyźnie. 

Analiza średniego przypadku okazała się bardzo efektywnym narzędziem 
wspomagającym analizę zadań i algorytmów optymalizacji dyskretnej. Ma 
ona własną specyfikę i dostarcza szereg oryginalnych i nietrywialnych wyni
ków. 

Na zakończenie tego rozdziału trzeba podkreślić, że uzyskane przy zasto
sowaniu analizy przypadku średniego wyniki dotyczą tylko klasy rozważa
nych zada11 losowych. Należy zachować szczególną ostrożność przy próbach 
uogólniania uzyskanych wyników, szczególnie w odniesieniu do wszystkich 
realizacji danych zadania. 

W rozdziałach 5 oraz 6 przeprowadzono analizę przypadku średniego dla 
zadań załadunku oraz szeregowania prac z terminami zakończenia . Uzyskane 
wyniki pozwoliły ocenić asymptotyczne zachowanie się wartości rozwiązań 
optymalnych i przybliżonych zadań oraz wykazać asymptotyczną optymal
ność prostych algorytmów przybliżonych dla tych zadań . 



Uwagi końcowe 

W monografii rozważono podejście przypadku średniego do analizy zadań 
oraz algorytmów optymalizacji dyskretnej. Celem monografii było wykaza
nie, na przykładzie binarnego wielowymiarowego zadania załadunku, zadania 
szeregowania prac z terminami zakończenia oraz wyników znanych z litera
tury, że podejście przypadku średniego jest bardzo użytecznym narzędziem 
analizy zadań i algorytmów optymalizacji dyskretnej. 

W monografii dokonano przeglądu dziedziny optymalizacji dyskretnej z 
zaprezentowaniem najbardziej charakterystycznych zadań, takich jak: pro
gramowanie całkowitoliczbwe i liniowe, programowanie binarne, zadania po
krycia, pakowania i rozbicia zbiorów, wybrane zadania teorii grafów oraz 
zadania harmonogramowania. 

Następnie zaprezentowano popularne i powszechnie stosowane techniki 
rozwi1łZywania zadań optymalizacji dyskretnej, takie jak: metoda pełnego 
przeglądu, metoda podziału i oszacowań, programowanie dynamiczne, algo
rytmy zachłanne, metody programowania liniowego i inne. 

Zdefinowane zostały sposoby oceny dokładności pracy algorytmów opty
malizacji dyskretnej. Do oceny złożoności obliczeniowej zadań i algorytmów 
optymalizacji dyskretnej wprowadzono metodologię przypadku najgorszego. 
Dokonano podziału zadań optymalizacji na umowne kategorie zadań łatwych 
(należących do klasy P), trudnych (należących do klasy zadań NP-trudnych) 
oraz szczególnie trudnych (zadań silnie NP-trudnych). Z pewnym upro
szczeniem można powiedzieć, że o łatwości rozwiązywania wybranych zadań 
optymalizacji dyskretnej decyduje istnienie dla nich algorytmów dokładnych 
o wielomianowej złożoności obliczeniowej. 

Jako dopełnienie oraz poszerzenie możliwości poznawczych podejścia przy
padku najgorszego zaprezentowano podejście przypadku średniego. Zdefi
niowano niezbędne podstawy teoretyczne analizy przypadku średniego oraz 
dokonano prezentacji wybranych wyników znanych z literatury. 

Ogólne rozważania dotyczące zadań optymalizacji dyskretnej, metod ich 
rozwiązywania, podejścia analizy przypadku najgorszego i średniego do oceny 
zadań i algorytmów optymalizacji dyskretnej szczegółowo omówiono na przy-

179 



180 UWAGI KOŃCOWE 

kładzie wielowymiarowego binarnego zadania załadunku , z odrębnym rozpa
trzeniem przypadku jednowymiarowego oraz zadania szeregowania prac z 
terminami zakończenia. 

Dla rozważanych modeli losowych zadaf1, które uzyskano przyjmując zało
żenie, że współczynniki funkcji celu i lewych stron ogranicze11 są, realizacjami 
zmiennych losowych o rozkładzie równomiernym w przedziale (O, 1] , uzyskano 
szereg ciekawych wyników analizy przypadku średniego. Najważniejszym z 
nich było wykazanie, że wartości rozwiąza1\ optymalnych dla całych losowych 
klas zadań dążą do swoich wartości oczekiwanych - deterministycznych funk
cji: rozmiaru zadania n (liczby zmiennych decyzyjnych), liczby ogranicze11 m 
(w przypadku binarnego wielowymiarowego zadania załadunku), oraz warto
ści prawych stron ograniczeń. Z przeprowadzonych rozważań wynika istotny 
wpływ wartości i wzajemnych uwarunkowań wektorów prawych stron ograni
czeń na asymptotyczny wzrost wartości rozwiązań optymalnych jako funkcji 
rozmiaru zadania n. 

W przypadku binarnego wielowymiarowego zadania załadunku można za
uważyć, że liczba ograniczeń m ma bardzo duży wpływ na asymptotyczny 
wzrost wartości rozwiązań optymalnych jako funkcji rozmiaru zadania n, 
szczególnie w przypadku funkcyjnej zależności wartości prawych stron ogra
niczeń od m oraz małych wartości prawych stron ograniczeó. bj(n), j = 
1, ... , m. Dla dużych wartości bj (n), j = l, ... , m, zależność od m ulega 
znacznemu osłabieniu, a przy bj( n) ~ n/2 praktycznie zanika. 

Powszechnie stosowaną w praktyce obliczeniowej metodą służącą do oceny 
algorytmów przybliżonych jest testowanie ich na zadaniach generowanych lo
sowo. Uzyskane wyniki są następnie poddawane analizie statystycznej. Ła

two jest zauważyć, że powszechnie stosowane generatory zadań losowych są 
praktycznie tożsame z rozważanymi w monografii losowymi modelami zada11. 
Wyniki analizy przypadku średniego są więc w wielu przypadkach potwier
dzeniem i teoretycznym uzasadnieniem wyników eksperymentalnych. 

Co więcej, w uzasadnionych przypadkach wyniki analizy przypadku śre
dniego mogą wyeliminować konieczność przeprowadzania eksperymentu obli
czeniowego testującego algorytmy dla zadań optymalizacji dyskretnej. W 
takim przypadku w oczywisty sposób jest oszczędzany czas badaczy oraz 
zmniejszane wykorzystanie zasobów komputerowych. 

W monografii wykazano, że bardzo proste algorytmy heurystyczne, o li
niowej złożoności obliczeniowej, nie mające nawet gwarancji uzyskania rozwią
zań dopuszczalnych zadań, są, asymptotycznie optymalne w średnim przy
padku. Wyniki tego typu są, w oczywisty sposób odmienne od wyników 
analizy przypadku najgorszego i dlatego stanowią ich wartościowe uzupełnie
nie. 

Pogląd, że analiza przypadku średniego może zastąpić analizę przypadku 
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najgorszego jest w odczuciu autora błędny. Zarówno analiza przypadku naj
gorszego, jak również analiza przypadku średniego mają swoją specyfikę oraz 
uzyskują wartościowe wyniki i oceny. Dopiero zapoznanie się z wynikami ana
liz różnego rodzaju pozwala wyrobić sobie możliwie najbardziej obiektywny 
pogląd na różne aspekty analizowanego zadania lub algorytmu optymalizacji 
dyskretnej. 

Należy również podkreślić, że wyniki analizy przypadku średniego są 
prawdziwe tylko dla rozważanych losowych klas zada11. Należy więc zacho
wać szczególną ostrożność przy próbach uogólniania uzyskanych wyników na 
inne klasy zadań, gdyż może to prowadzić do fałszywych i nieuzasadnionych 
wniosków. 

Istotnym wyzwaniem badawczym pozostaje nadal przeprowadzenie ana
lizy przypadku średniego dla szczególnie trudnych zada11 optymalizacji dys
kretnej. Dobrym przykładem jest zadanie programowania całkowitoliczbo
wego, patrz podrozdział 1.2 oraz wzór (1.2). W przypadku zadania programo
wania całkowitoliczbowego postać funkcji Lagrange'a oraz zadania dualnego 
nie sprzyja zastosowaniu technik i oszacowa11 wykorzystanych w podrozdzia
łach 5.2 oraz 6.2. 

Innym ważnym celem przyszłych prac badawczych wydaje się rozważe
nie bardziej realistycznych modeli zada11, co w szczególności może wyma
gać zastosowania złożonych rozkładów prawdopodobieństwa zmiennych lo
sowych opisujących charakterystyki analizowanych zada11. Również w tym 
przypadku oczekiwane jest uzyskanie analitycznych wyników o podobnym 
charakterze jak wyniki zawarte w podrozdziałach 5.5 oraz 6.3 niniejszej mo
nografii. 
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