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iBS PAN 

1. Wprowadzenie 

Bartosz Szeląg: Modelowanie matematyczne, optymalizacja 
i sterowanie pracą przepływowych oczyszczalni ścieków 

Poprawa jakości wód odbiorników i ograniczenie niekorzystnego wpływu na 
środowisko stanowi obecnie jeden z najaktualniejszych tematów zarówno w kraju, 
jak i zagranicą (Thunberg i in. 2009, Minsoo i in. 2016). W celu poprawy jakości 
wód powierzchniowych wprowadzono w ustawodawstwie unijnym i krajowym 
szereg wymagań formalno-prawnych, narzucających wielkości dopuszczalnych 
stężeń wskaźników jakości ścieków oczyszczonych, które nie mogą zostać 

przekroczone. Potwierdzeniem tego w skali europejskiej jest to dyrektywa unijna 
91 /271/EWG odnosząca się do kwestii oczyszczania ścieków komunalnych. 
Natomiast, w kraju jest to Rozporządzenie Ministra Środowiska z dnia 18 listopada 
2014 r. w sprawie warunków, jakie należy spełnić przy wprowadzaniu ścieków do 
wód lub do ziemi, oraz w sprawie substancji szczególnie szkodliwych dla 
środowiska wodnego. Zgodnie z obowiązującymi aktami prawnymi podstawą 
projektowania oczyszczalni jest równoważna liczba mieszkańców (RLM), która 
stanowi podstawę doboru technologii oczyszczania ścieków. Zaprojektowany 
układ technologiczny ma zapewn1ac odpowiednie usunięcie związków 

organicznych (BZTs, ChZT(crJ), azotu ogólnego (N 0 g) i fosforu ogólnego (P0 g) 

(tab. 1.1). 

W warunkach rzeczywistych wartości wskaźników jakości przyjęte do 
obliczeń oczyszczalni ścieków nie przyjmują wartości stałych, ale zmieniają się 
w szerokim zakresie. Równocześnie, zmienia się ilość dopływających ścieków 

i temperatura powietrza, co ma istotny wpływ na przebieg procesów oczyszczania 
przebiegających w reaktorze biologicznym. Podczas intensywnych opadów 
znacznie zwiększa się ilość dopływających ścieków, co prowadzi zwykle do 
hydraulicznego przeciążenia całego obiektu i wpływa na skrócenie czasu 
zatrzymania ścieków w reaktorze biologicznym. Równocześnie, zwiększony 

dopływ ścieków może prowadzić do przeciążenia hydraulicznego wydzielonych 
obiektów oczyszczalni, na przykład osadnika wtórnego, co niekorzystanie wpływa 
na proces klarowania oczyszczonych ścieków. Jednocześnie, z uwagi na 
rozcieńczenie dopływających ścieków, mogą wystąpić problemy związane 

z niedostateczną ilością związków biogennych niezbędnych do prawidłowego 
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przebiegu procesu oczyszczama (usuwania związków organicznych, azotu 
i fosforu). 

Tab. 1.1. Wpływ wielkości oczyszczalni ścieków (RLM) na wymagany stopień 
redukcji zanieczyszczeń na odpływie z oczyszczalni ścieków; BZT s -
pięciodniowe biochemiczne zapotrzebowanie na tlen, ChZT(crJ - chemiczne 
zapotrzebowanie na tlen wykonane metodą dwuchromianową, Z0 g - zawiesiny 
ogólne, N0 g - azot ogólny, P0 g - fosfor ogólny, xa- wartości wymagane wyłącznie 
w ściekach wprowadzanych do jezior i ich dopływów oraz bezpośrednio do 
sztucznych zbiorników wodnych usytuowanych na wodach płynących, xb­

minimalny procent redukcji nie ma zastosowania do ścieków wprowadzanych do 
jezior i ich dopływów, bezpośrednio do sztucznych zbiorników wodnych 
usytuowanych na wodach płynących oraz do ziemi (Dz. U. poz. 1800, 2014). 

RLM I Wskaźniki 

I <2000 li 2000_,_9999 li l0000-;-14999 li 15000--,-99999 11 >100000 I I 
BZT s, mg02/I 40 25 25 15 15 

BZTs, min% 70-90 70-90 90 90 

ChZT(cr), mgOz/1 150 125 125 125 125 

ChZT(Cr), min% 75 75 75 75 

Z0 g, mg/I 50 35 35 35 35 

Z0 g, min% 90 90 90 90 

N0 g, mg/I 30• 15• 15 15 10 

N0 g, min% - 70-80b 70-80 70-80 

Pog 5" 2· 2 2 1 

P0 g, min% - 70-80b 80 80 

Eksploatując oczyszczalnię ścieków należy mieć na uwadze fakt, że w okresie 
zimowym na skutek obniżenia temperatury powietrza ma miejsce obniżenie 

kinetyki procesów zachodzących w reaktorach biologicznych, co także może 

prowadzić do pogorszenia jakości ścieków na odpływie. Należy także liczyć się 

z faktem, że mimo stabilnych warunków pracy reaktora (tj . brak opadów 
atmosferycznych, okres lata lub wiosny wpływające pozytywnie na stabilność 

procesu oczyszczania) mogą wystąpić niekontrolowane zrzuty ładunków 
zanieczyszczeń do systemu kanalizacyjnego, co może mieć niekorzystny wpływ na 
działanie obiektów technologicznych oczyszczalni i powodować konieczność 

zmiany nastaw w regulatorach reaktora. Wymienione czynniki mogą prowadzić do 
zakłóceń ciągłości przebiegu procesu oczyszczania ścieków. Dlatego też, w celu 
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uzyskania na odpływie wymaganych wartości wskaźników jakości ścieków, 

zachowania ciągłości procesów zachodzących w reaktorze biologicznym 
i utrzymania wysokiej niezawodności działania oczyszczalni, konieczne jest 
aktywne sterowanie i bieżąca kontrola nastaw reaktora biologicznego. W praktyce 
jest to zadanie bardzo skomplikowane, wymagające ciągłych zmian wielu nastaw 
regulatorów w taki sposób, aby zapewnić wymaganą jakość ścieków 

oczyszczonych i aby sterując jednym procesem, nie zakłócić innych procesów 
przebiegających w bioreaktorze. 

Z uwagi na to, że eksploatacja oczyszczalni ścieków wymaga równoczesnej 
kontroli wielu procesów, stosuje się szereg urządzeń pomiarowych 
zamontowanych na jej obiektach technologicznych. Pożądaną sytuacją byłoby 

prowadzenie pomiarów ilości i jakości ścieków na dopływie, nastaw reaktora oraz 
jakości ścieków na odpływie z oczyszczalni. Obecnie większość obiektów 
krajowych posiada monitoring on-line nastaw reaktora biologicznego i jakości 
ścieków na odpływie. Natomiast, rzadko występują przypadki, gdy prowadzone są 
ciągłe pomiary jakości ścieków na dopływie do obiektu. Stan ten wynika z faktu, iż 
zgodnie z obowiązującymi aktami prawnymi nie ma takich wymagań i zachodzi 
jedynie potrzeba okresowej oceny efektywności działania oczyszczalni ścieków 
w zależności od wielkości obiektu wyrażonej za pomocą równoważnej liczby 
mieszkańców - RLM (tab. 1.2). 

Tab. 1.2. Wpływ wielkości oczyszczalni ścieków (RLM) na roczną liczbę próbek 
poboru jakości ścieków (Dz. U. poz. 1800, 2014) 

I i 

Liczba próbek 

Pierwszy Kolejny rok po 
RLM rok spełnieniu wymagań 

<2000 4 2 

2000 -;- 9999 12 4 

l 0000 -;- 49999 12 12 

>50000 24 24 

Standardowo, w przypadku obiektów RLM < 2000 pomiary efektywności 
pracy oczyszczalni należy kontrolować pobierając 4 próbki w ciągu roku; jeżeli 
pobrane próbki spełnią wymagane warunki, to w kolejnym roku pobierane mogą 
być 2 próbki (tab. 1.2). Dla obiektów, gdzie 9999 > RLM > 2000, w przypadku 
uzyskiwania wysokiej efektywności możliwe jest także ograniczenie w kolejnym 
roku liczby próbek. Z kolei, dla oczyszczalni RLM > 10000 nie jest możliwa 
redukcja ilości analizowanych próbek na dopływie. 
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Pomiar jakości ścieków na dopływie nie stanowi obecnie dużego problemu 
technicznego z uwagi na to, że istnieje szereg analizatorów (np. firmy Endress­
Hausser, HahLange itp.) umożliwiających pomiar odpowiednich wskaźników 
jakości, jednak koszt ich zakupu i eksploatacji jest wysoki. Równocześnie do 
stosowania ich zniechęca fakt, że urządzenia te należy okresowo kalibrować w celu 
uzyskania wiarygodnych wyników pomiarów, co generuje dodatkowe koszty 
i wymaga uciążliwego ciągłego nadzoru. 

Należy przy tym zauważyć, że w oczyszczalniach ścieków zarówno 
o wysokim stopniu zautomatyzowania i rozbudowanym systemie monitoringu, jak 
i w obiektach, gdzie pomiary wykonywane są głównie na drodze oznaczeń 

laboratoryjnych, gromadzone są ogromne ilości danych mogących służyć do 
opracowania modeli procesowych. Fakt ten wzbudza szerokie zainteresowanie, na 
co wskazuje znaczna liczba publikacji zagranicznych. W publikacjach tych na 
podstawie zgromadzonych danych pomiarowych opracowuje się modele 
matematyczne do prognozowania jakości ścieków na odpływie oraz kontroli 
przebiegu procesów nitryfikacji, denitryfikacji i defosfatacji. Jednak z punktu 
widzenia eksploatatora oczyszczalni ścieków interesujące jest nie tylko 
prognozowanie przebiegu procesu i jego symulacja. Istotne znaczenie ma także 
sterowanie procesem, to znaczy wyznaczanie takich nastaw bioreaktora, aby 
zapewnić przebieg procesu warunkujący zadane wartości ścieków na odpływie 
i zminimalizowanie kosztów eksploatacyjnych obiektu. Takie postawienie zadania 
cieszy się ostatnio coraz większym zainteresowaniem, co potwierdza zwiększająca 
się liczba odnośnych prac w kraju i zagranicą, choć publikacji krajowych na ten 
temat jest zdecydowanie mniej. 

Parametry działania reaktora biologicznego można ustalać w taki sposób, że 
bez względu na ilość i jakość ścieków dopływających oraz na porę roku, na 
odpływie uzyska się wartości wskaźników jakości ścieków poniżej wartości 

dopuszczalnych. Jednak problem polega na tym, że realizując takie nastawy 
zwykle nie uwzględnia się kosztów eksploatacyjnych obiektu, które mogą być 
wysokie. Wobec powyższego nasuwa się pytanie, czy nie można byłoby nastaw 
w bioreaktorze skorygować w taki sposób, aby uzyskać zbliżony efekt 
oczyszczania ścieków, ale niższym kosztem. Aby odpowiedzieć na to pytanie 
i uniknąć ewentualnych problemów eksploatacyjnych związanych z możliwym 
zakłóceniem pewnych procesów technologicznych przy sterowaniu innym 
procesem, jest konieczna optymalizacja pracy oczyszczalni i zdefiniowanie w tym 
celu odpowiednich kryteriów optymalizacyjnych. Podstawowym kryterium oceny 
efektywności pracy oczyszczalni jest kryterium ekonomiczne: proces oczyszczania 
powinien być realizowany w taki sposób, aby uzyskać najniższe koszty 
eksploatacji przy zapewnieniu wymaganej jakości ścieków oczyszczonych. 
Kolejne kryteria mogą mieć charakter techniczny i odnosić się do utrzymania na 
odpowiednim poziomie przebiegu poszczególnych procesów w reaktorze 
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biologicznym, do minimalizacji zużycia dawkowanych środków chemicznych lub 
minimalizacji zużycia tlenu na napowietrzanie ścieków. Kryteriów technicznych 
może być wiele, ponieważ jest to uzależnione od tego, co technolog chce przede 
wszystkim uzyskać. Kryteriami stanowiącymi kombinacje kryterium 
ekonomicznego i kryteriów technicznych są kryteria niezawodnościowe. W takim 
przypadku można skoncentrować się na analizie niezawodności działania obiektu 
w odniesieniu do jednego procesu najistotniejszego dla technologa lub do kilku 
procesów równocześnie. W ostatnich latach przedstawiono szereg interesujących 
prac z zakresu zastosowania modelowania matematycznego w optymalizacji 
i sterowaniu oczyszczalniami ścieków (np. Mulas i in. 2015, Corominas i in. 2013, 
Asadi i in. 2016), jednak mimo licznych analiz o charakterze teoretycznym, jedynie 
w jednym z 40 badanych obiektów wdrożono opracowany model matematyczny 
(Haimi i in. 2013). W obszarze sterowania do rozwiązania pozostaje cały szereg 
zagadnień dotychczas nie badanych, które dotyczą m.in. sterowania reaktorem 
w przypadku, gdy nie są prowadzone ciągłe pomiary wskaźników jakości ścieków 
na dopływie a jedynie pomiary okresowe, co ma miejsce w większości krajowych 
oczyszczalni ścieków. Mimo potwierdzonego wpływu procesu sedymentacji na 
jakość ścieków na odpływie w dalszym ciągu fakt ten jest uwzględniany 

w ograniczonym stopniu przy doborze strategii sterowania reaktorem 
biologicznym. Jednocześnie, mimo wielu analiz dotyczących procesu sedymentacji 
osadu czynnego, nie opracowano dotychczas uniwersalnej zależności pozwalającej 
ocenić podatność osadu na puchnięcie, która byłaby pomocna na etapie sterowania 
reaktorem biologicznym. 

O skali poruszanego problemu i zapotrzebowania na odpowiednie algorytmy 
obliczeniowe może świadczyć fakt, że na terenie Polski wg danych GUS (BDL, 
2017) znajduje się 3258 komunalnych oczyszczalni ścieków, z czego 11 obiektów 
oczyszcza ścieki mechanicznie, 2439 biologicznie i 808 obiektów realizuje 
podwyższony stopień redukcji zanieczyszczeń. Całkowita liczba oczyszczalni nie 
odzwierciedla bezpośrednio skali problemu, bowiem trzeba na to popatrzeć szerzej, 
biorąc pod uwagę ilość gmin w kraju tj. 2478 oraz liczbę miast na prawach powiatu 
tj. 66. Mianowicie dla „dużych jednostek osadniczych" zaprojektowany układ 
oczyszczania ścieków musi warunkować usuwanie związków organicznych, w tym 
azotu i fosforu. W tych przypadkach, ze względu na przepustowość obiektów 
przekroczenie dopuszczalnych wartości wskaźników prowadziłoby do 
wprowadzenia do odbiornika ścieków znacznych ilości zanieczyszczeń, które 
mogłyby prowadzić do naruszenia równowagi ekosystemu i mieć daleko idące 
następstwa ekologiczne. W związku z tym, na tych obiektach instaluje się systemy 
do kontroli i sterowania reaktorem, co istotnie wpływa na efektywność ich pracy. 
Rozwiązanie to nie jest tak powszechne w mniejszych oczyszczalniach ścieków, 
które są bardziej wrażliwe na zmiany ilości i jakości dopływających ścieków, co 
ma wpływ na ilość zanieczyszczeń trafiającą do odbiorników. Dlatego też, 

szczególnie w przypadku mniejszych oczyszczalni zachodzi potrzeba ciągłego 
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monitoringu i aktywnego sterowania bioreaktorem w celu uzyskania wymaganej 
jakości ścieków na odpływie. W przypadku dużych obiektów, z uwagi na wielkość 
zamontowanych energochłonnych urządzeń i ilość dopływających ścieków, 

bardziej wskazana jest optymalizacja procesu oczyszczania mająca na celu 
obniżenie kosztów eksploatacyjnych. 

W pracy przedstawiono koncepcję systemu do kontroli, sterowania 
i optymalizacji działania reaktora biologicznego w przepływowej oczyszczalni 
ścieków. W systemie tym przewidziano zastąpienie pomiarów wskaźników jakości 
ścieków na dopływie wynikami obliczeń uzyskanymi w oparciu o pomiary 
natężenia przepływu. Do symulacji wartości wskaźników jakości ścieków 

zaproponowano zastosowanie metod eksploracji danych (ang. data mining). Po 
wykonaniu wstępnych obliczeń modelowania przedstawiono koncepcję modeli 
hybrydowych, w których wartości pomiarów wskaźników jakości ścieków 

dopływających do oczyszczalni zastąpiono wynikami ich symulacji. Modele te 
zastosowano do prognozy: sedymentacji osadu czynnego, zmieniających się 

wartości kluczowych parametrów technologicznych reaktora biologicznego 
wskaźników jakości ścieków na odpływie z oczyszczalni. 

Opracowano także modele matematyczne do analizy niezawodności działania 
reaktora biologicznego w oparciu o tzw. współczynniki niezawodności 

w odniesieniu do procesu sedymentacji osadu czynnego i poprawności procesu 
usuwania związków biogennych. 

Ponadto, zaproponowano nowatorski parametr uwzględniający interakcje 
między zmiennymi procesowymi o charakterze stochastycznym. Zmienne te 
dotyczą ilości i jakości ścieków na dopływie, warunków atmosferycznych i ich 
wpływu na podatność osadu czynnego na puchnięcie oraz doboru strategii 
sterowania reaktorem biologicznym. 

Przedstawiono także model probabilistyczny niezawodności działania 

reaktora biologicznego w odniesieniu do sedymentacji osadu czynnego, w którym 
uwzględniono występowanie awarii systemu pomiarów wskaźników jakości 

ścieków na dopływie do oczyszczalni. 

Przyjęto następujący układ pracy: 

W rozdziale 2 omówiono metody biologicznego oczyszczania ścieków 

i scharakteryzowano rolę poszczególnych obiektów zlokalizowanych w ciągu 
technologicznym oczyszczalni. Omówiono w nim także rozwiązania 

technologiczne eksploatowanych systemów oczyszczania ścieków, przy czym 
skoncentrowano się na parametrach operacyjnych reaktorów i ich wpływie na 
efektywność działania obiektu. 

W rozdziale 3 omówiono obecny stan wiedzy z zakresu modelowania pracy 
reaktorów biologicznych, ich sterowania i optymalizacji. W rozdziale opisano 
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także opracowane dotychczas modele do analizy i oceny niezawodności działania 
oczyszczalni ścieków. 

W rozdziale 4 scharakteryzowano obiekty badań uwzględnione w pracy, to 
znaczy oczyszczalnie ścieków w Sitkówce-Nowiny i Trepczy (dalej również: 

oczyszczalnia Sitkówka-Nowiny i oczyszczalnia Trepcza). 

W rozdziale 5 przedstawiono stosowane w badanych oczyszczalniach metody 
pomiarów ilości i jakości ścieków oraz parametrów działania reaktorów 
biologicznych. Przeanalizowano także wiarygodność i jakość danych pomiarowych 
pozyskiwanych w badanych oczyszczalniach ścieków. Na podstawie 
zgromadzonych danych wyznaczano podstawowe miary statystyczne opisujące 
zmienność ilości i jakości ścieków oraz parametrów działania reaktorów w tych 
oczyszczalniach. 

W rozdziale 6 badano możliwość zastosowania wyznaczanych modeli 
matematycznych do symulacji reaktora biologicznego oczyszczalni i oceny 
niezawodności jego funkcjonowania. Metody obliczeniowe zastosowane do 
wyznaczania modeli porównano pod kątem ich złożoności i jej wpływu na 
szybkość i dokładność wykonywanych obliczeń. 

W rozdziale 7 przedstawiono i oceniono wyniki obliczeń dotyczące ilości 

i jakości ścieków na dopływie i odpływie z oczyszczalni oraz parametrów 
technologicznych reaktora biologicznego. W rozdziale zaprezentowano także 

nowatorskie zastosowanie modelu regresji logistycznej do oceny wpływu 

wrażliwości poszczególnych zmiennych wejściowych modelu na prognozę 

dopływu ścieków do oczyszczalni. Podejście to jest innowacyjne z uwagi na to, że 
taki model nie był dotychczas stosowany w tego typu zadaniach, a jedynie 
wykorzystywany w typowych zagadnieniach klasyfikacji. Wykonane obliczenia 
pozwalają na uogólnienie uzyskanych wyników z uwagi na to, że symulacje 
komputerowe przeprowadzono dla dwóch istotnie różnych obiektów 
(w oczyszczalniach Sitkówka-Nowiny i w Rzeszowie), a otrzymane wyniki 
okazały się w obu przypadkach zbliżone. 

Na przykładzie danych z zakresu natężenia przepływu ścieków 

przeanalizowano wpływ długości szeregów czasowych, sposobu gromadzenia 
danych (ciągły, nieciągły) w zależności od dobranej metody eksploracji danych na 
zdolności predykcyjne modelu. Wykonane analizy pozwoliły ustalić minimalną 
długość okresu prowadzenia pomiarów warunkującą otrzymanie zadowalających 
wyników symulacji w zależności od sposobu zapisywania danych i dobranej 
metody. 

W rozdziale 7 przedstawiono także koncepcję modelowania wskaźników 
jakości ścieków na podstawie wartości parametrów mierzonych w każdej 

oczyszczalni, to znaczy natężenia przepływu dopływających ścieków. Podejście to 
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można potraktować jako innowacyjne z uwagi na to, że analizy wykonywane przez 
innych autorów wykazywały wprawdzie podobną zależność, jednak nie była ona 
szczegółowo badana. Należy przy tym podkreślić, że wykonane w pracy badania 
dotyczyły nie tylko jednego obiektu, ale dwóch różnych oczyszczalni ścieków 
(Sitkówka-Nowiny i w Rzeszowie), co pozwala na uogólnienie wyników. Fakt, że 
możliwe jest modelowanie jakości ścieków w oparciu o pomiary przepływu 
ścieków dopływających wykorzystano przy prognozowaniu działania reaktora 
biologicznego w odniesieniu do jakości ścieków na odpływie (stężenia N - NH4 , 

P0 g i N0 g) i sedymentacji osadu czynnego (objętościowego indeksu osadu). 
Przedstawione w pracy podejście do prognozy działania bioreaktora stanowi 
również pewną innowację w porównaniu z pracami innych autorów z uwagi na to, 
że w wyznaczanych obecnie modelach trudno uzyskiwane wartości pomiarów 
wskaźników jakości ścieków zostają wyeliminowane i zastąpione wartościami 
obliczeń. W praktyce pozwala to na symulację działania reaktora biologicznego 
również w przypadku braku ciągłych pomiarów wskaźników jakości ścieków, co 
do tej pory w pracach innych autorów było pomijane. 

W rozdziale 7 omow1ono także porównanie wyników symulacji 
wyznaczonych za pomocą różnych modeli klasyfikacyjnych, zaczynając od 
najprostszych modeli w postaci regresji logistycznej, modelu liniowego 
dyskryminacyjnego (LDA), a kończąc na bardziej skomplikowanych modelach 
uzyskanych metodami data mining. Otrzymane wyniki analiz wykazały, że 
możliwe jest modelowanie zjawiska sedymentacji osadu czynnego z zadowalającą 
dokładnością za pomocą jawnych zależności regresyjnych, co w odniesieniu do 
prac innych autorów (Han Qiao i in. 2012, 2013, 2016, Boztoprak in. 2016, 
Bagherii i in. 2016) stanowi znaczne uproszczenie symulacji rozpatrywanego 
zjawiska. 

W rozdziale 8 zaproponowano algorytm obliczeniowy modelu do doboru 
sterowania oczyszczalnią ścieków, wykorzystując wprowadzone wcześniej 

współczynniki niezawodności w odniesieniu do sedymentacji osadu i poprawności 
przebiegu procesu usuwania związków biogennych w przypadku, gdy w ciągach 
pomiarów dotyczących wskaźników jakości ścieków występują nieciągłości. 
W rozdziale zaproponowano także nowy parametr uwzględniający interakcje 
między zmiennymi operacyjnymi reaktora o charakterze losowym (ilość i jakość 
ścieków oraz warunki atmosferyczne), na podstawie którego można ocenić, czy 
wystąpi puchnięcie osadu i będzie można ustalić odpowiednią strategię sterowania 
bioreaktorem. W porównaniu z pracami innych autorów zaproponowane podejście 
jest nowatorskie, bowiem daje możliwość kontroli i sterowania reaktorem 
biologicznym w przypadku ograniczonego dostępu do pomiarów jakości ścieków 
opisujących analizowane zjawisko. Nowy parametr, zdefiniowany dla przypadku 
oczyszczalni Sitkówka-Nowiny, przetestowano także na przykładzie oczyszczalni 
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Trepcza, badając jego przydatność do oceny podatności osadu czynnego na 
puchnięcie. 

W rozdziale 8 opracowano także model probabilistyczny do oceny 
niezawodności działania osadnika wtórnego przy wykorzystaniu generatorów liczb 
losowych (Monte Carlo), w którym ujęto możliwość wystąpienia awarii. Należy 
podkreślić, że dotychczas potencjalne awarie nie były ujmowane w modelach 
probabilistycznych do symulacji pracy oczyszczalni. 

W rozdziale 9 zaproponowano rozwiązanie kilku zadań optymalizacji pracy 
reaktora biologicznego na przykładzie oczyszczalni w Sitkówce-Nowiny. W tym 
przypadku dysponowano kompletem danych dotyczących ilości dopływających 

ścieków, ich jakości na dopływie i odpływie z oczyszczalni oraz parametrów 
operacyjnych bioreaktora. 

21 



iBS PAN Bartosz Szeląg: Modelowanie matematyczne, optymalizacja 
i sterowanie pracą przepływowych oczyszczalni ścieków 

5. Pomiary technologiczne wykonywane w badanych 
oczyszczalniach ścieków 

Oczyszczalnie ścieków są złożonymi obiektami, w których równolegle zachodzi 
szereg procesów biologicznych. W celu uzyskania wymaganej jakości ścieków na 
odpływie konieczna jest kontrola poprawności przebiegu procesów zachodzących 
w bioreaktorach. Stąd wynika potrzeba ich ciągłego monitorowania, co umożliwia 
szybkie zareagowanie w przypadku wystąpienia zdarzeń zakłócających pracę 

obiektu, np. zrzutu ścieków przemysłowych do oczyszczalni. W przypadku 
dużych obiektów, w celu koordynacji wszystkich procesów, jakie zachodzą 

w bioreaktorze, stosuje się coraz częściej systemy monitoringu on- line, 
wyposażone w sondy optyczne lub automatyczne samplery rejestrujące na bieżąco 
dane pomiarowe z poszczególnych obiektów, dotyczące natężenia przepływu, 
temperatury, przewodności, mętności, potencjału oksydoredukcyjnego, pH oraz 
wskaźników jakości ścieków: BZTs, ChZT, TOC, N0 g, P0 g, Z0 g, N-NH4. 
Uzupełnieniem pomiarów automatycznych są okresowe badania mikrobiologiczne 
dotyczące określenia rodzajów bakterii nitkowatych, orzęsek, ameb, wiciowców, 
nicieni, wrotków itp. , występujących w osadzie. 

Pozyskiwane w ten sposób pomiary umożliwiają opracowywanie modeli 
matematycznych do prognozy jakości ścieków na dopływie i odpływie 
z oczyszczalni i procesów zachodzących w bioreaktorze, w celu optymalizacji 
i sterowania tymi procesami (Brdyś i in. 2004, 2008, Borowa 2007). Jednak 
w praktyce, z uwagi na problemy eksploatacyjne związane z uzyskaniem 
zadowalającej niezawodności urządzeń pomiarowych i wysokimi kosztami ich 
utrzymania (w szczególności na dopływie do oczyszczalni), wskaźniki jakości 
ścieków oznaczane są zwykle laboratoryjnie. Z uwagi na czas wykonywania 
oznaczeń i związane z tym problemy techniczne, pomiary te wykonuje się nie 
częściej, niż raz na dobę. Rozwiązanie to ogranicza możliwość ich wykorzystania 
do modelowania i sterowania szybkozmiennymi procesami w reaktorze. 

Sytuacja ulega dodatkowej komplikacji, gdy mimo pomiarów nastaw reaktora 
dokonywanych w trybie on-line, pomiary jakości ścieków na dopływie do 
oczyszczalni ścieków wykonywane są okresowo, nie częściej niż raz w tygodniu, 
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co ma miejsce w większości oczyszczalni w kraju. W takim przypadku możliwość 
opracowania modeli procesowych jest jeszcze bardziej ograniczona i sterowanie 
nastawami reaktora z odpowiednim wyprzedzeniem czasowym jest niemożliwe. 

5.1. Systemy monitoringu na badanych obiektach 

W badanych oczyszczalniach w Sitkówce-Nowiny i Trepczy są 

zaimplementowane różne systemy monitoringu. W oczyszczalni w Sitkówce­
Nowiny wartości parametrów reaktora, tj. stężenie tlenu w komorach nitryfikacji, 
denitryfikacji i defosfatacji, stężenie i opadalność osadu czynnego w komorach, 
stężenie i wielkość strumienia osadu recyrkulowanego, ilość dawkowanego 
zewnętrznego źródła węgla w postaci metanolu, ilość dawkowanego koagulantu, 
strumień osadów nadmiernych, strumień osadów wstępnych, potencjał redox 
w komorze defosfatacji, temperatura ścieków na dopływie i w reaktorze oraz pH 
ścieków, mierzone są w trybie on-line z rozdzielczością godzinową. Wartości 
wskaźników jakości ścieków na dopływie, w reaktorze i na odpływie 

(biochemiczne i chemiczne zapotrzebowanie na tlen, zawiesina ogólna, azot 
amonowy, azot azotanowy, azot azotynowy, azot Kjehdala, azot całkowity) 

mierzone są co dwa lub cztery dni w tygodniu. Ponadto, na oczyszczalni 
wykonywane są raz na dwa miesiące pomiary flory bakteryjnej osadu czynnego, 
dotyczące bakterii nitkowatych (Microthrix pravicella, Thiotrix, Sphaerotillus 
natans, Beggiatoa, Nostocoida limicola, Haliscomenobacter hydrosis, 
Actinomycetes, typ 021N, typ 0041, typ 0092, typ 0803, typ 0914, typ 1701, typ 
1851, typ 1863), grzybów, bakterii wolnopływających, Spirochaetes, Spirilles, 
ameb domkowych, ameb nagich, wiciowców, bakterii zooglealnych, nicieni, 
wrotków, włókien organicznych, orzęsków osiadłych, pełzających 

i wolnopływających. Pomiary te wykonywane są od 2012 r. 

Na oczyszczalni w Trepczy od 2014 r. prowadzone są w trybie on-line, 
z godzinową rozdzielczością, pomiary parametrów reaktora (stężenie osadu 
czynnego, stężenie tlenu w komorach, pH, temperatura, strumień osadu 
recyrkulacji zewnętrznej i wewnętrznej), pomiary ilości i jakości ścieków na 
dopływie (natężenie przepływu, ChZT, fosforany), w reaktorze (azot amonowy 
i azotanowy) i na wylocie z oczyszczalni (fosforany, azot amonowy). Pomiary 
zawartości azotu amonowego i fosforanów w ściekach wykonywane są przy 
pomocy analizatorów kolorymetrycznych, natomiast azot azotanowy jest określany 
metodą optyczną. Od 2013 r., nie częściej niż raz na dwa tygodnie, wykonywane są 
pomiary opadalności osadu czynnego na odpływie. N a oczyszczalni nie prowadzi 
się pomiarów stężenia osadu recyrkulowanego, ilości osadów nadmiernych, ilości 
dawkowanego metanolu i koagulantu. 

Na oczyszczalni ścieków w Rzeszowie od 2013 wykonywane są z dobową 
rozdzielczością oznaczenia laboratoryjne następujących wskaźników jakości 
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ścieków BZTs, ChZT, Z0 g, N0 g, N-NH4 i Pog· Pomiar dopływu odbywa się 

w układzie on - line za pomocą przepływomierza z 15-minutową rozdzielczością. 

Analizując dane pomiarowe gromadzone w badanych obiektach można 
stwierdzić, że największą kompletnością danych technologicznych dotyczących 
ilości i jakości ścieków, nastaw reaktora i badań mikrobiologicznych, 
charakteryzuje się oczyszczalnia Sitkówka-Nowiny. Dlatego ten obiekt wybrano 
w pracy jako obiekt referencyjny. 

5.2. Wstępna analiza statystyczna danych pomiarowych 
z obiektów badanych 

W ramach prowadzonych badań wykonano wstępną analizę danych pomiarowych 
zebranych w badanych oczyszczalniach i dotyczących ilości i jakości ścieków na 
dopływie i odpływie z oczyszczalni oraz parametrów bioreaktorów. Analiza 
polegała na określeniu wartości minimalnych, maksymalnych i średnich oraz 
odchylenia standardowego mierzonych parametrów, dla okresu zimowego oraz 
wiosenno-letniego. W tab. 5 .1 zestawiono zakresy zmienności analizowanych 
danych dla oczyszczalni w Sitkówce-Nowiny w okresie 2013 - 2017. 

Tab. 5.1. Zestawienie wyników pomiarów ilości i jakości ścieków na dopływie 
i odpływie z oczyszczalni oraz parametrów reaktora w okresie zimowym 

i wiosenno-letnim dla obiektu w Sitkówce-Nowiny w okresie 2013 - 2017. 

I Wskaźniki li Jednostki li Zima li Wiosna, lato, jesień 

odch. odch. 
mm średnia max stand. min średnia max stand. 

o m3/d 29952 39364 88986 6563 30125 41842 94772 8559 

Tdop oc 8, I 14 16,8 1,45 9,5 17,6 21,3 2,40 

PHdoo - 7 7,65 8 0,23 7,2 7,63 8, 1 0,17 

pH - 6,8 7,42 7,9 0,23 7,0 7,51 8,0 0,22 

BZTs,doo mgO2/I 151 290 489 81,83 132 340 557 81,2 

BZTs,odo mg O2/I 2 4,7 11 3,7 1 3,46 7 1,38 

ChZTctoo mg O2/l 384 782 1183 161,4 342 820 1703 178,2 

ChZTodo mg O2/l 21 36,15 56 6,92 13 32,15 66 8,21 

Zog,dop mg/I 136 315 474 62,76 110 350 572 89,4 

Zog,dop mg/I 3 6,57 14 2,8 1 3,46 7 1,38 
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Tab. 5.1. cd. 

Wskaźniki Jednostki Zima Wiosna, lato, jesień 

N-NJii,doo mg/I 28 48,9 62 5,68 22 54,52 66,9 7,13 

N-NH4,odo mg/I 0,3 2,75 6,8 1,46 0,2 1,2 8 1,39 

N-NOJ,doo mg/I 0,05 0,204 1,2 0,23 0,05 0,18 1,1 0,21 

N-NOJ,octo mg/I 1,4 3,45 5,6 1,05 1,5 3,5 8 1,15 

Nog,dop mg/I 56,2 82,01 95,16 8,42 39,9 95,15 124,1 11,58 

No,,_ odo mg/I 3,6 7,02 17,8 2,38 6,26 8,89 13,92 1,43 

PoQ.doo mg/I 3,1 7,22 12,1 1,44 3,5 7,83 12,6 1,65 

Po!Z.odo mg/I 0,22 0,43 0,83 0,15 0,12 0,36 0,94 0,19 

TKoc oc 10,0 11,9 13,5 0,8 11,3 17,8 23 3, 1 

DO mg/I 1,80 2,85 3,25 0,80 1,51 2,20 3,25 0,65 

Xoc mg/I 2,85 4,95 6,54 0,84 2,15 4,11 5,28 0,95 

XR mg/I 6,62 8,7 14,92 0,72 5,03 7,81 11,86 0,1 

Mnadm t.s.m/d 12,69 15,35 18,35 3,51 10,02 12,35 17,25 3,77 

REC % 85,2 102,9 152 16,25 75,2 83,06 120,5 24,4 

OP cm3/dm3 650 886 920 74 250 709 980 143 

Io cm3/g 154 198 291 35 90 138 200 37 

metanol m3/d o 1,41 4,83 0,93 o 1,11 4,48 0,86 

mpl)( m 3/d o 0,81 1,75 0,27 o 0,84 1,82 0,28 

Z danych w tab. 5.1 i 5.3 wynika, że istotny wpływ na zmiennosc 
wskaźników jakości ścieków na dopływie do oczyszczalni ma pora roku. 
W okresie wiosenno-letnim średnie wartości tych wskaźników w większości 

przypadków (BZTs, ChZT, N0 g, N-NH4) były wyższe, niż w okresie zimowym, co 
wskazuje na zróżnicowany stopień biodegradacji zanieczyszczeń w ściekach i jest 
związane z temperaturą powietrza oraz sezonowym charakterem pracy zakładów 
przemysłowych na terenie miasta Kielce i Rzeszów. Ponadto, minimalne wartości 
tych wskaźników są w okresie letnim niższe, niż w okresie zimowym, co 
prawdopodobnie jest spowodowane występowaniem w lecie intensywnych zdarzeń 
opadowych. Znajduje to także potwierdzenie w otrzymanych wartościach 
odchylenia standardowego dla wydzielonych okresów. W przypadku oczyszczalni 
ścieków w Trepczy wyżej stwierdzonych zależności nie zauważono, co może być 
spowodowane niekontrolowanymi zrzutami ścieków z zakładów przemysłowych 
z terenu miasta Sanoka (tab. 5.2). W rozpatrywanym okresie wartości średnie 
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wybranych wskaźników jakości ścieków surowych (BZTs, ChZT, N0 g, N-NH4 
i P0 g) były w Trepczy wyższe, niż na oczyszczalni w Sitkówce-Nowiny, co miało 
wpływ na wyższe wartości parametrów bioreaktora (stężenie tlenu w komorze 
nitryfikacji, stężenie osadu czynnego i stopnie recyrkulacji wewnętrznej 

i zewnętrznej) i wskaźników jakości ścieków na odpływie. 

Wpływ temperatury powietrza i pór roku na kinetykę przemian 
biochemicznych zachodzących w komorach osadu czynnego wpływa również na 
nastawy bioreaktora (stopnie recyrkulacji, stężenie osadu czynnego, stężenie osadu 
recyrkulowanego, stężenie tlenu w komorach nitryfikacji), które w okresie 
zimowym przybierają większe wartości, niż w okresie wiosenno-letnim (tab. 5.1, 
tab. 5.2). 

Tab. 5.2. Zestawienie wyników pomiarów ilości, jakości ścieków na dopływie 
i odpływie, nastaw reaktora dla oczyszczalni w Trepczy w okresie 2014 - 2017; 
x/x - wartości parametrów podane dla okresu zimowego i wiosenno-letniego. 

Lata 

Wskaźniki Jednostki 2014 201'i ')016 2017 

BZTs.dop mgOz/1 475,0 705,3 556,6 366,9 

BZTs,octp mg 02/I 5,04 6,19 7,00 11,23 

ChZTctop mg 0 2/I 1164,3 1612,7 1148,2 644,7 

ChZToctp mg 02/I 48,07 70,62 42,27 44,41 

Zog,dop mg/I 772,6 931, 1 739 437,5 

Zog,odp mg/I 9,54 9,92 8,64 5,23 

Nag, dop mg/I 66,6 71,7 66,8 49,8 

Nag, odp mg/I 11,66 9,97 8,93 12,60 

N-NH4,dop mg/I 27231 396 250 200 

N-~,odp mg/I 2,95 6,82 3,15 2, 15 

Pog,dop mg/I 19,6 22,2 17,5 8,9 

Pog,odp mg/I 0,76 0,50 0,37 0,26 

P043-octp mg/I 0,21 0,32 0,15 O, 11 

Tctop oc 12,2/17,0 10,2/16,3 9,5/ 17,1 9,7/ 16,8 

TKoc oc 14,6/19,3 12,6/20,7 10,9/ 19,7 11,3/19,8 

DO mg/I 3,26/2,35 2,88/2,18 2,89/1,76 3,57/1 ,80 

pH - 733/7,32 7,45/7,26 7,30/7,20 7,33/7,51 

Xoc mg/I 4,80/4,60 6,69/6,50 6,39/5,27 5,27/5,26 
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Tab. 5.3. Zestawienie wyników pomiarów ilości, jakości ścieków na dopływie do 
oczyszczalni w Rzeszowie w okresie 2013 - 2017. 

Wskaźniki Jednostki Zima Wiosna, lato, jesień 

odch. odch. 
min średnia max stand. min średnia max stand. 

o m3/d 26973 34673 58853 5252 28256 38794 66773 6610 

BZTs,don mgO:Jl 181 381 660 69 137 406 788 75 

ChZTctoo mgOz/1 530 908 1630 194 159 976 2510 202 

Zog.dop mg/I 161 442 990 104 80 481 1140 106 

NoQ mg/I 33,4 65,l 99,0 10,8 21,3 69,2 112,6 11,8 

N-NH4 mg/I 21,4 56,0 76,2 9,1 13,7 53,4 86,3 10,4 

PoQ mg/I 5,4 12,9 32,6 3,6 3,4 16,5 37,5 3,1 

Wpływ poszczególnych pór roku znajduje także odzwierciedlenie 
w wartościach wskaźników jakości ścieków na odpływie z oczyszczalni, co jest 
szczególnie zauważalne w przypadku obiektu w Sitkówce-Nowiny (tab. 5.1). 
Wartości średnie, minimalne i maksymalne dla okresu zimowego są wyższe, niż 
w okresie wiosenno-letnim średnio o 10% i przekraczają wartości dopuszczalne 
podane w Rozporządzeniu z dnia 24 lipca 2014 r. w odniesieniu do azotu ogólnego 
(N0 g)- W oczyszczalni w Trepczy, w okresie letnim i zimowym stwierdzono 
przekroczenia dopuszczalnych stężeń wybranych wskaźników jakości ścieków 
w odniesieniu do N0 g (tab. 5.2), co mogło być spowodowane zarówno spadkiem 
temperatury powietrza, jak i zrzutami ścieków przemysłowych. 

Na podstawie danych zamieszczonych w tab. 5.1 można stwierdzić, że 

w okresie zimowym i wiosenno-letnim wartości objętościowego indeksu osadu 
w oczyszczalni w Sitkówce-Nowiny były większe od 150 cm3/g. W oczyszczalni 
w Trepczy objętościowy indeks osadu w okresie zimy zmieniał się w zakresie 
130+220 cm3/g, a jego średnia wartość wynosiła 166 cm3/g. W okresie letnim 
wartość indeksu osadu zmieniała się od 78 cm3/g do 254 cm3/g a wartość średnia 
była równa 144 cm3/g. Podane wartości objętościowego indeksu osadu w badanych 
obiektach wskazują na problemy z puchnięciem osadu czynnego w analizowanym 
okresie. 

Na podstawie powyższych obserwacji wynika, że w analizowanym okresie 
w porze zimowej w badanych oczyszczalniach ścieków występowały problemy 
z usuwaniem związków azotu (wartości N0 g przekraczały dopuszczalne wartości 
podane w Rozporządzeniu 24 lipca 2014 r.), z czym były powiązane podwyższone 
wartości obciążenia substratowego. W przypadku oczyszczalni w Sitkówce-­
Nowiny stwierdzono, że okresowo wartości fosforu ogólnego były stosunkowo 
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5. Pomiary technologiczne wykonywane w badanych oczyszczalniach ścieków 

wysokie, na poziomie 0,96 mg/I, jednak nie przekraczały dopuszczalnych wartości 
maksymalnych. Ponadto, w badanych obiektach w okresie letnim i zimowym 
występowały problemy z puchnięciem osadu, co miało negatywny wpływ na 
jakość ścieków na odpływie z oczyszczalni. 
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9. Podsumowanie i wnioski końcowe 

Oczyszczalnia ścieków stanowi złożony obiekt technologiczny, w którym zachodzi 
szereg procesów biochemicznych. Podstawą oceny działania oczyszczalni jest 
uzyskiwanie na wylocie założonej jakości ścieków. Z uwagi na losowy i zależny 
od pory roku charakter ilości i jakości ścieków na dopływie, zapewnienie 
wymaganej jakości ścieków na odpływie jest trudne. Wymaga to regulacji w trybie 
dynamicznym nastaw bioreaktora i wybranych obiektów technologicznych, co 
pozwala na spełnienie obowiązujących wymagań prawnych. W związku 

z powyższym podejmowane są próby wspomagania procesu usuwania związków 
biogennych przy wykorzystaniu modeli matematycznych opracowanych na 
podstawie pomiarów gromadzonych na obiekcie. Do tego celu można stosować 
modele fizykalne lub parametryczne, tzw. modele czarnej skrzynki. Jednak z uwagi 
na znaczenie czasu przy wykonywaniu pojedynczej symulacji modelu 
oczyszczalni, obecnie w większości przypadków stosuje się modele parametryczne 
(szarej lub czarnej skrzynki). 

W przypadku obiektów, na których gromadzone są pomiary w trybie ciągłym 
( on-line) (ilość i jakość ścieków na dopływie i odpływie z oczyszczalni, parametry 
operacyjne bioreaktora), takie modele pozwalają na uzyskanie zadowalającej 

jakości ścieków na wylocie i obniżenie kosztów eksploatacyjnych. W przypadku 
braku ciągłości w pomiarach jakości ścieków na dopływie do oczyszczalni, na 
przykład na skutek wadliwej pracy urządzeń pomiarowych lub gdy wartości 

wskaźników oznaczane są drogą analityczną, modele matematyczne zasilane 
danymi w trybie on-line mają ograniczone zastosowanie. Wynika to z braku 
wartości liczbowych zmiennych niezależnych uwzględnianych w modelach 
procesowych. 

Poza problemami z dostępem do danych wejściowych w modelach 
matematycznych oczyszczalni pojawia się kolejna istotna kwestia dotycząca 

doboru metody do symulacji i interpretacji uzyskanych wyników. Należy rozważyć 
kwestię, czy tworzyć modele o prostszej strukturze wymagające mniejszych 
nakładów obliczeniowych i krótszego czasu obliczeń, czy może stosować modele 
bardziej złożone? Sformułowane zadanie jest trudne, bowiem stanowi kompromis 
między dokładnością prognoz i złożonością modelu i ma istotny wpływ na 
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podejmowanie decyzji przez technologa podczas eksploatacji oczyszczalni. 
Ponadto w przypadku modeli procesowych uzyskanych przy pomocy metod 
czarnej skrzynki (z uwagi na brak fizykalnej interpretacji wyznaczonej struktury) 
mogą pojawić się problemy z jednoznaczną oceną ich przydatności. Warunkiem 
użyteczności tworzonych modeli do symulacji bioreaktorów jest poprawne 
odzwierciedlenie wpływu zmiennych niezależnych (ilość i jakość ścieków na 
dopływie do obiektu, parametry operacyjne reaktora) na zjawiska zachodzące 
w osadzie czynnym. 

W pracy przedstawiono metodykę tworzenia modeli procesowych do 
symulacji ilości i jakości ścieków na wlocie i wylocie z oczyszczalni i osadu 
czynnego w bioreaktorze. Do tego celu zastosowano szereg metod data rnining, 
zaczynając od najprostszych modeli liniowych, poprzez modele bazujące na teorii 
drzew regresyjnych i klasyfikacyjnych (drzewa wzmacniane, lasy losowe), 
a kończąc na złożonych metodach uczenia maszynowego, jak metoda wektorów 
nośnych, sztuczne sieci neuronowe typu perceptron wielowarstwowy (3 warstwy) 
oraz sieci neuronowe kaskadowe (tzw. deep learning) z co najmniej dwiema 
warstwami ukrytymi. W przypadku symulacji osadu czynnego obliczenia dotyczą 
jego sedymentacji z zastosowaniem modeli do prognozy wartości liczbowych 
i zmiennych lingwistycznych ( osad puchnie lub nie). Wykorzystując opracowane 
modele statystyczne do symulacji procesów zachodzących w bioreaktorze 
przedstawiono metodykę optymalizacji działania oczyszczalni ścieków. Wykonane 
modele statystyczne wyznaczono na podstawie wieloletnich ciągów pomiarowych 
pochodzących z oczyszczalni ścieków Sitkówka-Nowiny, Trepcza i Rzeszów. 

Ze względu na złożoną postać opracowanych modeli przedstawiono metodykę 
ich tworzenia pozwalającą na analizę niezawodności pracy oczyszczalni w ujęciu 
długo- i krótko-okresowym. 

Na podstawie wykonanych w pracy obliczeń sformułowano następujące 

wnioski końcowe: 

1. Do analizy wrażliwości struktury sieci neuronowej (funkcje aktywacji, liczby 
neuronów w warstwach ukrytych) i zmiennych niezależnych (wartości 

przepływów i opadów) w przypadku prognozy dopływu należy zastosować 
metodę regresji logistycznej . Opracowany model szarej skrzynki pozwala na 
ocenę wpływu uwzględnionych w nim zmiennych niezależnych na 
dokładność predykcji dopływu. W opracowanym modelu można analizować 
wpływ poszczególnych zmiennych i również grupy zmiennych w porównaniu 
z innymi rozwiązaniami, w których rozważa się jedynie wpływ pojedynczych 
zmiennych. Zaprezentowane w pracy podejście stanowi alternatywne 
rozwiązanie do obecnie stosowanych metod, gdzie zachodzi potrzeba 
wykonania obliczeń o dużym nakładzie czasowym lub wymaga się 

implementacji złożonych algorytmów numerycznych. 
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2. Wykazano na podstawie przeprowadzonych badań, że możliwe jest 
modelowanie jakości ścieków (BZT5, ChZT, Z0 , N0 g, N-NH4, P0 g) na 
dopływie do oczyszczalni ścieków na podstawie pomiarów natężenia 

przepływu. Rezultaty te wskazują na to, że zróżnicowany stopień 

rozcieńczenia ścieków determinuje jakość ścieków, co wykazano na 
przykładzie dwóch obiektów ( oczyszczalnie Sitkówka-Nowiny i Rzeszów). 
Spośród badanych w pracy metod najlepsze wyniki modelowania 
(najmniejsze wartości błędów prognozy wybranych wskaźników jakości 

ścieków) otrzymano stosując metodę kaskadowych sieci neuronowych 
(wielowarstwowych). Z kolei największe błędy prognozy otrzymano 
metodami lasów losowych bądź drzew wzmacnianych. 

W przypadku niezadowalających zdolności predykcyjnych modeli do 
prognozy jakości ścieków wyznaczanych na podstawie wartości dopływów 
w oparciu o metody uczenia maszynowego, alternatywne rozwiązanie może 
stanowić opracowany klasyfikator wskaźników jakości i ładunków 

zanieczyszczeń. Zaproponowane narzędzie zbudowane przy użyciu metody 
wektorów nośnych pozwala na identyfikację stanu pracy oczyszczalni na 
dopływie do obiektu (przeciążenie hydrauliczne, niedobór biogenów) 
z dobowym wyprzedzeniem, na podstawie wartości natężenia przepływu 

zmierzonych w dobach poprzednich. Przedstawiony model pozwala na 
identyfikację typowych stanów na dopływie do oczyszczalni i umożliwia 
prognozowanie stanów incydentalnych niebezpiecznych dla bioreaktora. 
Wykonany w pracy model może stanowić użyteczne narzędzie dla 
technologa, który przy jego użyciu może podjąć odpowiednie decyzje 
eksploatacyjne dotyczące korekty parametrów operacyjnych bioreaktora 
(zmiana stopni recyrkulacji, stężenia tlenu rozpuszczonego w komorach osadu 
czynnego, dawkowania metanolu itp.). 

3. Na podstawie wykonanych badań stwierdzono, że jest możliwe modelowanie 
sedymentacji osadu czynnego w osadniku wtórnym i jakości ścieków na 
wylocie z oczyszczalni ścieków w przypadku nieciągłości pomiarów jakości 
ścieków na dopływie do obiektu. Uzyskano to tworząc modele hybrydowe. 
Rozwiązanie to polega na zastąpieniu wartości zmiennych niezależnych 

(jakość ścieków) w modelach procesowych wynikami obliczeń. Najlepsze 
wyniki modelowania (najmniejsze błędy prognozy) sedymentacji osadu 
czynnego otrzymano za pomocą modeli hybrydowych bazujących na 
kombinacjach modeli kaskadowych sieci neuronowych jako modelu 
procesowego i modeli kaskadowych sieci neuronowych względnie wektorów 
nośnych lub perceptronu wielowarstwowego jako modeli wskaźników jakości 
ścieków. W przypadku modeli do prognozy jakości ścieków (azot amonowy, 
fosfor ogólny) najmniejsze wartości błędów uzyskano stosując metody 
wektorów nośnych i kaskadowych sieci neuronowych. Dla azotu ogólnego 
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zadowalające rezultaty obliczeń otrzymano modelami wykonanymi przy 
pomocy kaskadowych sieci neuronowych. 

4. Do identyfikacji zdolności sedymentacyjnych osadu czynnego na istniejących 
obiektach można zastosować metodę regresji logistycznej (szara skrzynka), 
wykorzystując pomiary ilości i jakości ścieków na dopływie do oczyszczalni 
(BZT5, N0 g, P0 g , N-NH4), pomiary temperatury w bioreaktorze i parametrów 
operacyjnych bioreaktora (stężenie osadu czynnego, stężenie tlenu 
rozpuszczonego, ilość dawkowanego PIX). 

Należy podkreślić, że wyniki obliczeń otrzymane modelem logitowym nie 
odbiegają od rezultatów uzyskanych złożonymi modelami klasyfikacyjnymi 
opartymi na metodach sztucznych sieci neuronowych, wektorów nośnych, 
lasów losowych lub drzew wzmacnianych. Wykonane obliczenia 
(oczyszczalnie Sitkówka-Nowiny i Trepcza) wykazały, że wartości 

empirycznych współczynników w modelu regresji logistycznej zależą od 
dynamiki jakości ścieków na dopływie do oczyszczalni i rozwiązań 
technologicznych przyjętych na obiektach. 

5. Kluczowe znaczenie na etapie tworzenia modeli procesowych Gakość 

ścieków na wylocie, sedymentacja osadu) przy pomocy metod czarnej 
skrzynki (sztuczne sieci neuronowe, metoda wektorów nośnych, lasy losowe, 
drzewa wzmacniane itp.) ma analiza wrażliwości modelu. Zaproponowana 
w pracy metoda analizy pozwala ocenić, na ile opracowany model poprawnie 
symuluje wpływ zmiennych niezależnych (w tym przede wszystkim 
zmiennych sterujących) na rozpatrywane zjawisko, co jest kluczowe z punktu 
widzenia wdrożenia opracowanych modeli statystycznych. 

6. Opracowany model matematyczny oczyszczalni ścieków w oparciu o metody 
data mining (sieci neuronowe, regresja logistyczna) pozwala na badanie 
interakcji między procesami zachodzącymi w osadzie czynnym 
(sedymentacja) i jakością ścieków na wylocie (związki azotu i fosforu). 
Stanowi to cenne i oryginalne narzędzie, którego opracowania nie podjęto się 
do tej pory w kraju i zagranicą. Wykonane obliczenia wykazały, że na bazie 
opracowanego modelu możliwa jest optymalizacja pracy oczyszczalni 
ścieków ( dobór odpowiednich nastaw, tj. korekta stężenia osadu czynnego, 
stężenia tlenu rozpuszczonego w komorach, ilości dawkowanego PIX) nawet 
w przypadku braku ciągłości danych pomiarowych dotyczących jakości 

ścieków na dopływie do obiektu. 

7. Opracowany model probabilistyczny do analizy efektywności pracy 
bioreaktora (w odniesieniu do sedymentacji osadu czynnego) umożliwia 
ocenę niezawodności pracy oczyszczalni dla przyjętej strategii sterowania 
reaktorem w ujęciu długo-okresowym. Model ten pozwala na ocenę wpływu 
zmienności (prognozowanej za pomocą generatorów Monte Carlo bazujących 
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na wyznaczonych rozkładach teoretycznych na podstawie danych 
pomiarowych) ilości i jakości ścieków na dopływie i temperatury osadu 
czynnego (w ujęciu sezonowym wynikającym z pór roku) na dobór 
odpowiednich nastaw, co do tej pory w modelach o podobnym charakterze nie 
było uwzględniane. Jako nowe podejście w zaprezentowanym modelu należy 
uznać możliwość symulacji wpływu awarii analizatorów jakości ścieków na 
dopływie na dobór nastaw i niezawodność pracy oczyszczalni. 

8. Wykazano, że długość szeregu pomiarowego, liczba danych i sposób ich 
gromadzenia (sposób ciągły - dane gromadzone w układzie on- line ze stałą 
rozdzielczością; sposób nieciągły, tj. okres między kolejnymi pomiarami 
(krok próbkowania) nie jest stały, są czynnikami determinującymi dobór 
metody do prognozowania jakości pracy oczyszczalni ścieków. Na podstawie 
opracowanych w pracy algorytmów można optymalizować długość okresu 
pomiarowego, przy uwzględnieniu którego ma być tworzony model 
matematyczny ( o zadawalających zdolnościach predykcyjnych), przyjmując 
na początku eksperymentu określoną metodę data mining do symulacji 
zjawiska i sposób gromadzenia danych do jego opisu. W pracy wykazano, że 
stosując do prognozy działania oczyszczalni ścieków metody sieci 
neuronowych (MLP, CNN, SVM) wystarczą dane z rozdzielczością dobową 
obejmujące okres 6 miesięcy, tj . 180 wartości ( dla zmiennej zależnej 

i zmiennych niezależnych) gromadzonych w układzie ciągłym lub 
nieciągłym, aby opracowany model charakteryzował się wysokimi 
zdolnościami predykcyjnymi. Przy czym modele opracowane na podstawie 
danych mierzonych w trybie on- line dla przyjętych długości szeregów 
czasowych charakteryzują się lepszymi zdolnościami predykcyjnymi, niż 

w przypadku danych mierzonych w trybie nieciągłym. Pośród badanych 
metod (MLR, GP, RF, BT, k-NN, MLP, CNN, SVM) stwierdzono, że metody 
MLP, CNN i SVM wykazują mniejszą wrażliwość na liczbę danych 
pomiarowych, niż modele opierające się na metodach lasów losowych, drzew 
wzmacnianych, k-najbliższych sąsiadów i programowania genetycznego. 
Tym samym przede wszystkim te metody powinny być dedykowane do 
modelowania oczyszczalni ścieków. 

9. Możliwa jest ocena, symulacja i kontrola efektywności pracy oczyszczalni 
ścieków w trybie on-line na podstawie wartości współczynników 

niezawodności w odniesieniu do sedymentacji osadu czynnego (COR 10 

i jakości ścieków na wylocie (CORF/M), wyrażonej w sposób uproszczony 
(obciążenie substratowe bioreaktora). Rozwiązanie to jest możliwe nawet 
w przypadku nieciągłości pomiarów wskaźników jakości ścieków na 
dopływie do oczyszczalni. Brakujące wartości wskaźników są modelowane na 
podstawie pomiarów natężenia dopływu do oczyszczalni przy zastosowaniu 
metod data rnining. Podstawę doboru nastaw (stężenie osadu czynnego, 
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stężenie tlenu rozpuszczonego, ilość dawkowanego PIX) w bioreaktorze 
stanowi wartość współczynnika <P będącego liniową kombinacją zmiennych 
dotyczących ilości i jakości ścieków (BZT5/N0 g, BZT5/Pog, N-NH4) oraz 
temperatury w komorach osadu czynnego. W pracy wykazano, że 

współczynnik <P ma charakter sezonowy, zależy od pory roku i jest wrażliwy 
na przeciążenia hydrauliczne. Przyjęte rozwiązanie stanowi uproszczenie 
w odniesieniu do opracowywanych do tej pory modeli, gdy wartości nastaw 
ustalano drogą symulacji komputerowych metodami uczenia maszynowego. 
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