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STRESZCZENIE

W psychologii analizy danych zapisanych w postaci tekstow stanowig wazny element prac badawczych.
Niemniej nadal poszukuje si¢ narzedzi, metod, ktére moga umozliwi¢ szybkg analize danych zarejestrowa-
nych w postaci tekstow, gdyz analizy te sg najczesciej bardzo czasochlonne. W prezentowanym artykule
przyblizono metodg fext mining, ktéra ma szczegdlne zastosowanie w analizie informacji zapisanych w postaci
danych tekstowych. Wykorzystanie metody fext mining jest omawiane na przykladzie analizy obieranych
przez rodzicoéw celéw wychowawczych.. W artykule przedstawiono sposdb, wjaki algorytmy fext mining:
a) dokonujg analizy tekstu przez zliczenie stow i nadanie im wag, b) przeprowadzajg analize¢ relacji migdzy
stowami za pomocg skladowych gtéwnych (Principal Component Analysis), ¢) przeksztalcajg dane stowne
w liczbowe, przygotowujac zbidr danych do kolejnych obliczen.

1. WPROWADZENIE

W naukach psychologicznych bardzo duza czes¢ analizowanych danych pochodzi z wy-
wiaddw, narracji. Zapisane w postaci tekstow dane wymagaja czasochlonnych analiz.
Stworzono wiele programoéw, ktorych zadaniem jest pomoc w prowadzeniu analiz tekstow,
np. ATLAS, NVIVO 1 inne (Franzosi 2010). Programy te umozliwiajg uzytkownikom
klasyfikacje stow, badanie zaleznosci znajdujacych si¢ w danych slownych. Najczesciej
programy te pomagajg strukturalizowac¢ informacje 1 skracac czas prowadzonych analiz.
Nie mogg jednak ulatwié przeksztalcenia danych tekstowych w liczbowe. Umiejetno-
Sci takie posiadajg nicktore algorytmy, w ktore wyposazony jest modul text mining.
Dzigki temu mozna skrdci¢ czas prowadzone) analizy tekstow. Poza liczeniem slow,
wjawnianiem ich skupisk metoda ta umozliwia przeksztalcenic materialu tekstowego
w liczbowy 1 przygotowanie zbioru do kolejnych analiz. Ta funkcja oprogramowana
jest w module text mining pakietu STATISTICA' (Elder 1 in. 2012). Text mining jest
réwniez oprogramowany w programie R (Bouchet-Valat, Bastin 2013), a takze SPSS
Clementine i Orange (Nisbet, Elder, Minerv 2009). W naukach psychologicznych aplikacja
rozwigzan, jakie dajg metody data mining 1 text mining, jest;jeszcze rzadkoscia, na co
zwracaja uwage naukowcy na $wiecie. Do 2014 r. w naukach dotyczacych psychologii
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rozwojowej 1 wychowawczej odnotowano zaledwie szes¢ przykladow wykorzystania
metod data mining do analizy danych (Yim, Boo, Ebbeck 2014). Informacje tu podane
nie sg dokladne, gdyz badacze, ktorzy dokonywali tego poréwnania, nie mogli dotrzeé
do wszystkich raportow z badan (np. stosowanych w Polsce).

W Polsce;jedng z pierwszych aplikacji metody data mining w psychologii przeprowa-
dzita w 2004 r. Ewa Rzechowska, ktora algorytm indukcyjny Quinlana wykorzystala
w strategii Rekonstrukcji Transformacji Procesu (Rzechowska 2004, 2011a, 2011b).
Wkrétce pojawily si¢ kolejne aplikacje algorytmdw: w psychologii wychowawczej 1 psy-
cholingwistyce (Szymanska 2012a; Tarwacka-Odolczyk 11n. 2014; Wazynska 11n. 2015).

Celem tego artykulu jjest przedstawienic mozliwosci zastosowan niektorych algo-
rytmow fext mining w badaniach psychologicznych. Proby aplikacji data mining 1 text
mining w psychologii pokazuja, ze nie tylko skracajg one znacznie czas pracy, ale co
wigcej sg niezmiernie uzyteczne wobec specyficznych danych, wobec ktorych nie moz-
na (ze wzglgdu na niespelnione zalozenia formalne) zastosowa¢ statystyk (Tarwacka-
-Odolczyk 11n. 2014; Szymanska 2012b; Torebko, Szymanska 2015; Wazyniska 1 in. 2015;
Szymanska 2015). W pierwszej czesci tekstu przyblizone zostanie, czym sg algorytmy
sztucznej inteligencji. W kolejnej omdwione zostanie dzialanie trzech algorytmow fext
mining. W ostatnie] na przykladzie danych dotyczacych obieranych przez rodzicow
celow wychowawczych zobrazowane zostanie wykorzystanie trzech algorytmoéow scha-
rakteryzowanych we wczesniejszej czesci: a) zliczajgcego frekwencje 1 nadajacego wagi,
b) przedstawiajacego wyniki w postaci analizy skladowych glownych, ¢) dokonujacego
transformacji stow na dane liczbowe.

2. ALGORYTMY SZTUCZNEJ INTELIGENCJI

Algorytmy to pewne dzialania prowadzace do wykonania;jakiegos zadania. Zadaniem
algorytmu;jest uruchomienie serii dzialan celem przeprowadzenia systemu z punktu A do
punktu B. Slowo algorytm pochodzi od stowa algorism (ang.) oznaczajacego wykony-
wanie dzialan za pomoca liczb arabskich. Istnicje bardzo wiele réznych algorytmow
1 wicle klas ich podzialu. Jedna z klasyfikacji algorytmow wynika z ich zastosowania.
Mowi sie wige o algorytmach genetycznych!, algorytmach rownoleglych?, algorytmach
kwantowych?® oraz algorytmach sztucznej inteligencji (Rutkowski 2006; Krupa 1995;
Luger, Stubblefield 1989).

Funkcjg algorytmow sztucznej inteligencji;jest rozwigzywanie problemow na wzor
istot inteligentnych, np. czlowicka. Algorytmy te posiadajg mozliwosci samouczenia sig.
Rozwigzuja najtrudniejsze problemy klasy probleméw NP (niedeterministycznie wielo-
mianowych'), a wiec NP-trudne. Algorytmy sztucznej inteligencji powstaly w wyniku

1 U ich podstaw znajdujg si¢ dobdr naturalny oraz dziedziczno$é.

2 Wykonywanych na wielu maszynach liczacych.

3 Wykonywanych na komputerach kwantowych.

4 To problem, dla ktorego poszukuje si¢ rozwigzania przy pewnej ilosci niezbednych zasobow: czasu
i pamigci.
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rozwijania si¢ dziedziny,jakg;jest sztuczna inteligencja, ktora zaymowala si¢ tworzeniem
modeli zachowan inteligentnych. Jej gldéwnym celem bylo sprawdzenie, czy mozna
nauczy¢ komputer mysle¢ 1 podejmowac decyzje na wzor czlowicka. Wykorzystywala
ona wiedze z réznych obszarow: cybernetyki, informatyki, robotyki, psychologii itp.
(Nisbet, Elder, Miner 2009).

Szybko zorientowano si¢, ze moc obliczeniowa wspolczesnych komputerdw, ich
umigj¢tnosci samouczenia si¢, rozpoznawania ludzkiej mowy umozliwiaja tworzenie
systemow eksperckich 1 diagnostycznych, ktorych zadaniem jest odnajdywanie roz-
wigzan 1 pomoc w podejmowaniu decyzji (Algarni 1 in. 2011; Rutkowski 2006; Luger,
Stubbleficld 1989; Zurada, Barski, Jedruch 1996), szczegélnie tych decyzji, ktore wy-
magajg brania pod uwagg jednoczesnie bardzo wielu roznych przestanck. Algorytmy
mozna podzieli¢ na:

1. Algorytmy podstawowe, do ktorych nalezg na przyklad: Automatyczne Sieci
Neuronowe (Automated Neural Networks), Zgeneralizowane Modele Addytywne
(Generalized Additive Models), Zgeneralizowane EM 1 k-§rednich analiza sku-
pien (Generalized EM k-Means Cluster Analysis).

2. Algorytmy zaawansowane, do ktorych naleza na przyklad: Drzewa Interakcyjne
(CART, C & RT, CHAID), Maszyny Wektorow Wspierajacych (Support Vector
Machines).

3. Algorytmy specjalnego zastosowania, np. fext mining, algorytm Quinlana.
Jak juz zostalo wspomniane, nic nalezy pracy algorytmow utozsamiac z ludzka inteli-
gencja, cho¢ sposdb, wjaki uczg si¢ one 1 rozwigzujg problemy, pochodzi bezposrednio
od tego, jak poznaja rzeczywistos¢ 1 ucza sie istoty inteligentne®. Dlatego nazywamy
je algorytmami sztucznej inteligencji. Opierajg si¢ bowiem na sposobie dzialania istot
mteligentnych.

3. ALGORYTMY TEXT MINING

Text mining stuzy do analizowania tekstu w celu wydobycia nieustrukturalizowanych
informacji znajdujacych si¢ w zbiorze. W procedurze tej mozna analizowaé stowa lub
cale skupiska slow oraz sprawdzac ich powiazania z innymi zmiennymi w zbiorze da-
nych. Mozna poréwnywac ze sobg cale dokumenty, sprawdzajgc podobienstwa 1 réznice
miedzy nimi. Wedlug doniesien liczba danych zapisana w plikach tekstowych to 85-90%
wszystkich danych istnigjgcych na $wiecie (Hotho, Nurnberger, Paal 2005). Jest to
wigc duza baza niestrukturalizowanych informacji, do ktorych potrzebna;jest metoda,
ktora umozliwia ich analizg. Algorytmy fext mining wydobywajg z tekstu informacje
dotyczace zwigzkdw miedzy slowami oraz trendy wystepujace w tekscie. Ogolne cele

3 Istoty inteligentne — wcale nie oznacza, ze zalicza si¢ do nich jedynie czlowiek (choé¢ dla wielu algo-
rytméw sposdb rozumowania czlowieka byl wzorem). Jeden ze stawniejszych algorytméw, tzw. algorytm
mréwkowy, w swoim dzialaniu nawigzuje do zachowan mréwek, a jego zadaniem jest poszukiwanie opty-
malnych rozwigzan w grafach.
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algorytmow fext mining obejmuja: a) identyfikacje powigzanych w dokumencie slow,
b) identyfikacje powigzanych dokumentdw, ¢) wykrywanie ukrytych wzoréw w do-
kumentach tekstowych, d) identyfikacje skupisk stéw powigzanych z analizowanymi
stowami kluczowymi (key words) wskazanymi przez badacza. Dzialanie algorytmow
text mining zaczyna si¢ od:

a) zliczania liczby slow i nadawania slowom wag. Algorytm zlicza slowa (rysunek 1)
1nadaje im wagg wedlug liczby ich wystepowania w zbiorze. Algorytm moze zastosowac
rézne metody nadawania stowom wag, np. inverse document frequencies (opracowang
przez Karen Sparck Jones (1972)) polegajacg na zliczeniu liczby wystepujacych stow
1 nadaniu najsilniejszych wag (importance) tym slowom, ktoére pojawialy sie wijednym
dokumencie, ale ktére zarazem nie byly powtarzane we wszystkich dokumentach (cho-
dzi o kontrolowanie powtoérzen) (Elder 1 in. 2012). Jak podaja Christopher Manning
1 Hinrich Schutze:

Document frequency is also scaled logarithmically. The formulalog$ =log N— log dfi gives full weight
to words that occur in 1 document (log N — log dfi = log N —log 1 = log N). A word that occurred in all
documents would get zero weight (log N — log dfi = log N — log N = 0) (Manning, Schutze 2002: 545).

Gdyby wiec np. rodzic caly czas przywolywal w kolejnych powtdrzeniach ceche, jaka
chce rozwing¢ u dziecka, ta cecha otrzymalaby wbrew pozorom nizsza wage, niz mozna
by oczekiwaé zjej czgstosci. Transformacja inverse document frequencies dokonywana
jest wedlug wzoru 1.

0, edy wii,j =0
df (1, ) =
(1 +log (wfi,))) logN /dfi, gdy whi,j > 1

edzie:

N, calkowita liczba analizowanych dokumentow,

wii,j, czgstos¢ wystepowania i-tego terminu (stowa) wj-tym dokumencie,

dfi, liczba dokumentow dla i-tego terminu.

W tabelach 8 1 9 przedstawiony zostal przyklad takich wyliczen, mozna w nigj od-
czytac frekwencje 1 wage nadawane slowom w tekscie.

b) tworzenia skupisk slow — wykorzystywana przez algorytm analiza skladowych
gltownych (Principal Component Analysis — PCA) shuzy do zidentyfikowania skupisk
stow (Nisbet, Elder, Miner 2009). Wyniki PCA prezentowane sg w postaci wykresu
rozrzutu. Celami analizy skladowych glownych sg zredukowanie liczby skorelowa-
nych zmiennych do mniejszej liczby zmiennych zwanych skladowymi, a pozniej
interpretacja najwazniejszych sktadowych (Aranowska, Ciok 1992; Aranowska 1996,
2005). Analiza moze ujawni¢ istnienie kilku skltadowych wyjasniajacych zmienno$é
calkowita. Jednakze to pierwsza skladowa tlumaczy najwiekszy procent zmiennosci,
akazda kolejna sktadowa mniejszy (Aranowska, Ciok 1992; Bartholomew 1 in. 2008).
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Interpretacji dokonuje si¢ najczesciej miedzy pierwsza i1 drugg sktadows, gdyz one
dwie wyjasniajg najwiekszy procent zmienno$ci wynikow w zbiorze. Taka analiza
przedstawiona zostata na rysunkach 3 1 4. Mozna odczytac, ktore stowa tworza dane
skupiska, dzigki prezentacji na wykresie.

c¢) kodowania slow na zupelnie nowe zmienne, ktérym tym razem przypisane sg
wartos$ci liczbowe. Algorytm moze przeksztatci¢ dane stowne na liczbowe. Czyni to przez
nadanie stowom frekwencji 1 zapisanie ich w zbiorze danych. Na rysunku 2 przedstawiony
zostat przyktad fragmentu bazy z frekwencja przypisang stowom.

3£ T™ results: doktorat_z_proby (nowy wiek ||'2_|[:| [Z

Number of documents: 151
Numbet of selected words: 22

Number of unselected words: 0 Cancel '

~ Statistic for occurrence [l options ~
" Frequency (¢ Inverse document frequency —

i

By frequency ( Log frequency Save specs
Word . ] Comt[ Fies | Stemmed l Status ~
aganiarstwo 10 10 aganiarstwo  Selected
agresia 18 18 agresja Selected
agresywno 1 1 agresywno  Selected
amstwo 8 8 amstwo Selected
arogancid 7 7 arogancja Selected

ba 12 12 ba Selected

brak 20 19 brak Selected
chciwo 5 5 chciwo Selecte|d N
< ! >

Quick | Words | SVD | Search Save resuits |

(7= Data fie to write back: ﬂ none

Num of vars to add to mput data: |22 2.
%ol Add variables to input spreadsheet l
m Save statistic values to input data l

Save statistic values to stand-alone spreadsheet l

Current results for singular value iin: computed for: inverse
document frequenocy.

Rysunek 1. OQutput prezentujacy frekwencje stéw
Zrédlo: opracowanie wlasne
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Y| Fle Edit View Insert Format Statistics DataMining Graphs Tools Data Window Help
DEREE SR B®E |0 o« # Adtoworbook ~ AddtoRepart ~ addtoMsword + 45 | & N2 .
Jaial o] |BruU E==® A-2-0- Q0 B8 R E S 2 w25 vas~ cases - [
dwag opanowanie | optymizm | otwartosc pewnosc poczucie | porzadek porzadku
1 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000
2 1,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000
3 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000
4 1,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000
5 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000
6 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000
7 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000
8 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 1,00000000 0,00000000 0,00000000
9 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000
10 0,00000000 1,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000
11 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000
12 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000 0,00000000
13 000000000 0.00000000 000000000 0.00000000. 0.00000000. 1.00000000. 0.00000000 0.00000000

Rysunek 2. Qutput ukazujacy przypisanie stowom frekwencji w bazie danych
Zrodho: opracowanie wlasne

Text miningjest wige poteznym narzedziem rowniez do transformacji danych tekstowych
na liczbowe. Zapisuje on nowo transformowane dane do pliku z danymi liczbowymi,
umozliwiajgc wykonywanie na nim kolejnych obliczen. Nowe zmienne zapisane przez
algorytmy text mining w bazie danych mogg zosta¢ wykorzystane do dalszych analiz.
Przy zastosowaniu algorytmow fext mining mozna otrzymac w ciggu krotkiej chwili
nowy zbidr danych, co zaoszczedza wiclomiesiecznej nickiedy pracy. Co wigcej, nie
ma mozliwosci, zeby czlowiek, badajac setki tekstow, dokonal analizy skupisk stow
tak, jak robig to algorytmy TM, ze wzgledu na ograniczong moc obliczeniowg umy-
shu ludzkiego. Algorytmy znajduja w tekstach wzory 1 szukajg stow sagsiadujacych
tworzacych skupiska, dodatkowo analize wykonuja z matematyczng dokladnoscig®.
Podsumowujac, algorytmy text mining transponujg dane jakosciowe (slowa) na dane
liczbowe, zliczaja je, nadajg im wagi 1 tworzg interpretowalne skupiska. Program
STATISTICA Data Miner moze analizowac caly dokument tekstowy 1 posiada strong
mternetowa, ktora stanowi baze dla prowadzonych wyliczen. Mozna wigc wprowadzac
do programu caly plik tekstowy 1 nie trzeba kodowaé danych wczesniej. Algorytmy
text mining same utworzg bazg do wyliczen. Badacz nie musi wigc poswigcac czasu
na kodowanie stow, zapisywanie ich wartosci w oprogramowaniu. Cala analiz¢ moze
zrobi¢ algorytm. Jest to ogromna oszczgdnos¢ czasu w porownaniu z innymi metodami
analizy tekstow. Przyblizmy dzialanie trzech algorytmow fext mining na przykladzie
badan psychologicznych.

¢ Nalezy dodaé, ze badacz moze wskazaé, jakich sléw algorytm ma nie bra¢ pod uwage, takich jak np.
spojniki, zaimki, moze rébwniez zaznaczy¢ synonimy i parafrazy, jak réwniez wymieni¢ stowa, ktdre go
najbardziej interesujg.
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4. CEL BADANIA PROBA I PROCEDURA BADAWCZA

4.1. Plan badan

Badanie miato charakter analizy materiatu tekstowego, ktorego dokonano za pomocag
algorytmow fext mining. Celem prowadzonych analiz byla odpowiedz na pytanie ba-
dawcze: Jakie cele wychowawcze obieraja rodzice dzieci trzyletnich 1 czteroletnich?

4.2, Zmienne zalezne i niezalezne uwzglednione w hipotezach

Zmienng niczalezng stanowil wick dziecka (grupa dzieci trzyletnich 1 czterolet-
nich). Zmienng zalezng byly cele wychowawcze obierane przez rodzicow. Cele
wychowawcze to cechy psychiczne, ktore w trakcie procesu wychowawczego rodzic
chce uksztaltowac¢ w dziecku (Brzezinska 2002; Glenn 2005; Miller 1966; Muszynski
1972; Sosnicki 1966).

4.3. Procedura badawcza i préba badana

Badanie prowadzone bylo drogg internetowa na terenie Polski. Na stronie internctowe;j
umieszczono opracowany wczesniej kwestionariusz dla rodzicéw dotyczacy celow
wychowawczych. Rodzice proszeni byli na poczatku badania o pomyslenie o swoim
dziecku (tym, ktore uczeszcza do przedszkola) 1 do konca badan udzielanie odpowiedzi
tylko na temat tego dziecka. Ta procedura chronila przed krzyzowoscig udzielania
odpowiedzi w wypadku, gdy rodzic mial wigcej niz jedno dziecko. W badaniu udzial
wziglo 151 oséb zardéwno ojcow, jak 1 matek dzieci przedszkolnych bedacych w wieku
314 lat. Przedzial wieku oséb badanych wynosilt od 22 do 54 lat, z najlicznicjsza repre-
zentacjg osob pomigdzy 29. a 35. rokiem zycia (mozna wigc przyjac, ze byla to grupa
mlodych doroslych). Dominanta wyniosla 33 lata, a mediana 27 lat. Informacje na temat
wyksztalcenia badanych osob zostaly zaprezentowane w tabeli 1.

Wyksztalcenie Procent |
Srednie 33,73 |
Wyzsze 61.45 |
Doktorat 4,82 |
5 100 |

Tabela 1. Poziom wyksztalcenia 0séb w prébie badanej
Zrédlo: opracowanie wlasne

Na podstawie danych zaprezentowanych w tabeli 1 mozna stwierdzi¢, ze w grupie
0sob badanych dominowaly osoby dobrze wyksztalcone. Dominanta wskazuje na to,
ze najbardziej liczna byla grupa osob po studiach. Jak wida¢ (tabela 2), osoby badane
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pochodzily glownie z duzych miast, ale w badaniu wziely rowniez udzial osoby ze wsi
1 z mniejszych miejscowoscl.

Miejsce zamieszkania Procent
Wies 16,87
Miasto do 10 tys. mieszkancdéw 241
Miasto 15 tys. 15,66
Miasto 50-200 tys. 26,51
Miasto 200500 tys. 16,87
Miasto > 500 tys. 21,68

> 100

Tabela 2. Miejsce zamieszkania os6b badanych

Zrédlo: opracowanie wlasne

W prébie badanej znalazla si¢ podobna liczba rodzicéw chlopcow 1 dziewczynek

(tabela 3).

Ple¢ dziecka Frekwencja Procent
Chlopiec 68 45
Dziewczynka 83 55

> 151 100

Tabela 3. Rozklad frekwencji plci dziecka

Zrédlo: opracowanie wlasne

W badaniu udzial wzigli

rodzice trzylatkow 1 czterolatkdw uczgszczajacych do

przedszkoli (tabela 4).

Wiek Frekwencje Procent
3 lata 66 43,7

4 lata 85 56,3

> 151 100

Tabela 4. Frekwencja wieku dzieci
Zrédlo: opracowanie wlasne

Rozklad plci dzieci w poszczegolnych grupach wiekowych prezentuje tabela 3.

Wiek Ple¢ Czestosé Procent
3 lata Chlopcy 32 48,5
Dziewczynki 34 51,5
> 66 100
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Wiek Ple¢ Czestosé Procent
4 lata Chlopcy 51 60
Dziewczynki 34 40
> 85 100

Tabela 5: Rozklad plci dzieci w poszczegdlnych grupach wiekowych
Zrodto: opracowanie whasne

Dzieci rodzicéw z proby badanej uczeszczaly do przedszkoli panstwowych, ale
rowniez do placowek prywatnych. Dane na ten temat przedstawia tabela 6. Najwigcej
dzieci chodzilo do przedszkoli panstwowych, a mniej do prywatnych.

Przedszkole Frekwencje Procent
Publiczne 79 523
Prywatne 45 29.8
Inne 27 17.9
> 151 100

Tabela 6. Frekwencja dzieci uczgszezajacych do rdéznych przedszkoli
Zrédlo: opracowanie whasne

4.4. Opis techniki operacjonalizacji zmiennej doboru celéw wychowawczych
4.4.1. Skala Rozbieznosci i jej wlasno$ci psychometryczne

Do pomiaru celow wychowawczych rodzicow wykorzystano skale Rozbieznosci,
ktora przeznaczona ;jest do pomiaru celow wychowawczych rodzicow oraz réznicy
miedzy celami wychowawczymi rodzicow (cechami psychicznymi, ktore rodzic chee
uksztaltowa¢ w dziecku) a obecnym poziomem dziecka w zakresie rozwoju tych
cech (Szymanska 2011, 2012b). Skala Rozbieznosci mierzy wiec cele wychowawcze
oraz dystans miedzy celem wychowawczym 1 aktualnym poziomem rozwoju dziecka
w zakresie ksztaltowanych cech. Skala sklada si¢ z 12 pytan, ktdre ulozone sg parami.
Kazda para pytan mierzy odpowiedzi rodzica dotyczacejednego celu wychowawczego.
Pierwsze pytanie w kazdej parze odnosi si¢ do celu wychowawczego. Rodzice proszeni
sg o wymienienie cechy, ktorg pragng uksztaltowac w dziecku (tabela 7). Jednoczesnie
na skali od -7 do 7 szacuja,;jak bardzo pragna, aby dziecko dang ceche w przyszlosci
posiadalo. Drugie pytanie w parze dotyczy stopnia, wijakim dziecko ma obecnie roz-
winietag wspomniang cechg. Rodzice na skali od -7 do 7 okreslajg stopien posiadania
tej cechy przez dziecko.
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INSTRUKCJA

Prosz¢ wymieni¢ trzy cechy, ktdre sg dla Pani/Pana

jako rodzica szczeg6lnie wazne 1 podejmuje Pani/Pan wysitki, aby dziecko te cechy rozwinglo.

Cecha pierwsza (nazwa cechy):

Ocen wazno$¢ tej cechy dla Ciebie jako rodzica,

w jakim stopniu chcialby$, aby Twoje dziecko takie bylo?

-7,-6,-5,4,-3,-2,-1,0,1,2,3,4,5,6,7

(—7) zdecydowanie nie takie, (7) zdecydowanie takie

Ocen, wjakim stopniu (wpisz imi¢ dziecka) posiada dang cechg?

-7,-6,-5,4,-3,-2,-1,0,1,2.3,4,5,6,7

‘ (—7) zdecydowanie nie posiada (7) zdecydowanie posiada

Tabela 7. Pierwsza para pytan skali Rozbiezno$ci dotyczaca celu wychowawczego
Zrodho: opracowanie wlasne

Trzy pary pytan skali dotycza cech pozytywnych (cech, ktore rodzice cheieliby, aby
dziecko rozwinglo), kolejne trzy pary — cech negatywnych (niepozadanych przez
rodzica). Rdznice miedzy celem wychowawczym a obecnym stanem dziecka mierzy
si¢ za pomoca kwadratu odleglosci Euklidesowej. W ten sposob uzyskuje si¢ szes¢ miar
rozbieznosci (trzy od pozadanego celu wychowawczego 1 trzy od celu niepozadanego).

5. WYNIKI

Analizy za pomocg algorytmow fext mining przeprowadzono w trzech etapach, wyko-

rzystujac trzy algorytmy fext mining:

1) pierwszy algorytm zliczyl frekwencje 1 nadal wagi wymienionym przez rodzicéw

celom wychowawczym,

2) drugi algorytm za pomocg analizy skltadowych glownych (Principal Component
Analysis) zredukowal sfowa do glownych skladowych 1 wjawnil ich najsilniejszy

wklad w skladowe,

3) trzeci algorytm dla wylonionych stow zliczyt frekwencje, a slowa zapisal w po-
staci zmiennych w bazie danych, ktérym przypisano czgstos¢ wymieniania przez
osoby badane. W ten sposob algorytm zbudowal nowg bazg danych liczbowych
na podstawie pierwszej bazy danych slownych. Ta baza bedzie mogta zostac

wykorzystana w przyszlosci do kolejnych analiz.

5.1. Wyniki dla celéw wychowawczych pozadanych

5.1.1. Frekwencje i wazno$¢ wymienionych przez rodzicow celow wychowawczych

Dla cech, ktore rodzice cheg uksztaltowaé w dziecku, wskaznik waznosci oraz frekwencje

wymieniania przedstawiono w tabeli 8.
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Lp. Cechy Frekwencje Ws‘k azn l.k Klasyfikacja
waznosci cechy

1 samodzielnosé 27,00 100,00 kompetencje

2 odwaga 15,00 98,89 cnota

3 postuszefistwo 13,00 94,55 nieklasyfikowany

4 uczciwosé 13,00 94,03 cnota

5 cierpliwo$¢ 11,00 92,82 cnota

6 empatia 11,00 91,55 kompetencje

7 prawdomoéwnosé 11,00 93,05 cnota

8 wrazliwosé 9,00 90,39 temp. osobowy

9 ciekawosé 8,00 88,80 temp. osobowy

10 odpowiedzialno$¢ | 8,00 88,97 kompetencje

11 poczueie wiasng | ¢ 89,18 temp. osobowy

wartosci

12 otwarto$é 7,00 85,80 temp. osobowy

13 pewnos¢ siebie 7,00 85,65 temp. osobowy

14 szacunek 7,00 86,48 cnota

15 szczerosé 7,00 88,04 cnota

16 wytrwatosé 7,00 96,95 cnota

17 zaradno$¢ 7,00 86,61 kompetencje

18 asertywnosé 6,00 85,06 kompetencje

19 dobro¢ 6,00 83,39 cnota

20 rado$¢ 6,00 76,56 temp. osobowy

21 wiara 6,00 83,83 cnota

22 opanowanie 5,00 86,07 temp. osobowy

23 optymizm 5,00 80,86 temp. osobowy

24 uporzagdkowanie 5,00 87,42 cnota

25 sumiennosé 5,00 81,13 cnota

26 szezgscie 5,00 80,46 temp. osobowy

Tabela 8. Wskazniki wag i frekwencji cech, ktore rodzice cheg uksztalttowaé w dziecku
Zrédlo: opracowanie wlasne

Cele wychowawcze, ktore zostaly wskazane przez rodzicoéw, mozna zaklasyfikowac
do trzech gléwnych obszarow: a) kompetencji (asertywnos¢, samodzielnosc, empatia,
zaradnos¢, odpowiedzialnos¢), b) cech temperamentalno-osobowych (pewnosé siebie,
wrazliwos¢, otwarto$¢, cickawos¢, optymizm, szczgscie, rados¢, poczucie wlasnej
wartosci, opanowanie) oraz ¢) cnot, ktore umozliwiajg przestrzeganie zasad etycznych
(odwaga, cierpliwos¢, uczciwose, szczerosc, prawdomownosc, szacunek, sumiennosé,
uporzadkowanie, wiara, dobro¢, wytrwalos¢). Jedna cecha (postuszenstwo) nie zostata
przypisana do zadnego z wymienionych obszardw. Obliczenie frekwencji wymienionych
przez rodzicow celdw z roznych wymiaréw pozwala ustawic;je w hierarchii. Najczesciej,
bo az 102 razy, rodzice wskazywali na cele zwigzane z rozwojem cndt, a zatem z rozwo-
jem dyspozycji dziecka do kierowania si¢ wzgledami moralnymi umozliwiajacymi mu
czyny zgodne z warto$ciami etycznymi. Na drugim miejscu wymieniano cele zwigzane
z kompetencjami (51 razy), a na trzecim — z cechami osobowo-temperamentalnymi
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(37 razy). Oczywiscie samo przypisanie cech do poszczegdlnych wymiaréw moze by¢
przedmiotem dyskusji. Na przyklad odwaga moze zosta¢ uznana zajeden z przejawdw
osobowosci otwartej na doswiadczenie. Czesciej jednak ceche t¢ kojarzy sie z cnotg

kardynalng mestwa niz z poszukiwaniem wrazen.

5.1.2. Wyniki analizy skladowych gléwnych

Component 2 = -0,0135 +1,0213*x

0,030
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Rysunek 3. Cechy, ktore rodzice cheg uksztaltowac u dziecka
Zrédlo: opracowanie wlasne

Rysunek 3 pokazuje skupiska podawanych przez badang grupe pozytywnych celow
wychowawczych. Mozna zauwazy¢, ze cechg posiadajgcag najwickszy ladunek jest po-
shuszenstwo, potem wskazano odwage, samodzielno$¢ 1 prawdomdwnosé. Te cechy sa
najwazniejsze i najsilniej 1acza sie z pierwszym komponentem. W nastepnej kolejnosci
dopiero wymieniono wrazliwos$¢ 1 uczciwos¢. Wszystkie cechy sg pozytywnie zwigzane
z komponentem pierwszym. Mozemy wiec powiedzie¢, ze jest to komponent celéw
wychowawczych. Komponent drugi réznicujejuzijednak cele. Najsilniej laczy si¢ z po-
sluszefistwem 1 odwagg. Mozna réwniez dostrzec, ze takie cechy, jak prawdomdwnosé,
wrazliwos$¢ 1 uczciwose, sg ze sobg silnie zwigzane 1 tworza skupisko, co oznacza, ze
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byly przez rodzicéw wybierane razem. Poniewaz jednak sg one ujemnie skorelowane
z komponentem drugim, wiadomo, ze nie byly wybierane z cechami dodatnio zwigza-

nymi z tym komponentem, takimi jak postuszenstwo, odwaga. Linia przedstawiona na

rysunku 3 dzieli stowa wedlug dodatniego 1 ujemnego zwigzku z komponentem drugim.

Slowa wystepujace nad nig byly z komponentem drugim zwiazane dodatnio, a slowa

ponizej tej linii — ujemnie. Slowa znajdujace si¢ blisko sicbie pojawialy si¢c w wypo-
wiedziach rodzicow razem.

5.2. Wyniki dla celéw wychowawczych niepozadanych

5.2.1. Frekwencje i wazno$¢ wymienionych przez rodzicow celow wychowawczych

Podobna jak w wypadku celow pozytywnych analize przeprowadzono rowniez dla
cech, ktorych rodzic nie chee uksztaltowacé w swoim dziecku. Wskaznik waznosci oraz

frekwencje wymieniania poszczegolnych cech przedstawiono w tabeli 9.

Lp. Cechy Frekwencje Ws,k‘aznlk waz- Klasyfikacja
nosci cechy
1 egoizm 26,00 9845 przeciwienstwo
cnoty
2 lenistwo 20,00 9548 przeciwienstwo
cnoty
> agresja 18,00 95.30 temp. osobowy
1 SETCSRMGEC 11,00 91,75 temp. osobowy
5 balaganiarstwo 10,00 90,66 temp. osobowy
0 niepostuszefistwo | 9,00 89,35 nieklasyfikowany
7 klamstwo 8,00 87.76 przeciwienstwo
cnoty
i przeciwienstwo
8 arogancja 7,00 85,82 oy
2 nerwowosé 7.00 85.82 emp,osboy
10 samolubno$é 7.00 85.82 przeciwienstwo
cnoty
11 brak szacunku 7,00 85,82 przeciwienstwo
cnoty
12 chciwosé 5,00 80,48 przeciwienstwo
cnoty
13 zarozumialo$¢ 5,00 80,48 temp. osobowy

Tabela 9. Wskazniki wag i frekwencji cech, ktorych rodzice nie cheg uksztaltowaé w dziecku
Zr6dlo: opracowanie wlasne

Zauwazmy, ze nazwy cech negatywnych, podobnie jak pozytywnych, réwniez sa poje-
ciami z kregu wymiarow osobowosci 1 temperamentu oraz cndt lub ich przeciwienstw.

111
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Tym razem rodzice najczesciej wymieniali cechy $wiadczace o przeciwienstwie cnot:
lenistwo (przeciwienstwo pracowitosci) i egoizm, klamstwo (przeciwienstwo prawdo-
mownosci, szczerosci 1 uczeciwosci) oraz brak szacunku (przeciwienstwo szacunku).
Pierwsze miejsce zajmujg cele zwigzane z brakiem cnét (95). Na drugim pod wzgledem
frekwencji miejscu (51) rodzice podawali cechy, ktore powigzaliby$my z wymiarami
osobowosci 1 temperamentu: agresywnosc¢, zarozumiatos¢, bataganiarstwo, nerwowosé.

5.2.2. Wyniki analizy skladowych gléwnych

Na rysunku 4 wida¢, ze najbardziej niepozadang cechg jest niepostuszenstwo. Ma ono
najsilniejszy tadunek dla komponentu pierwszego, a kolejno pojawiaja si¢: bataga-
niarstwo, egoizm, brak szacunku. Wszystkie te cechy koreluja dodatnio z pierwszym
komponentem. Komponent drugi natomiast ré6znicuje cechy. Najsilniej zwigzany ;jest
on z niepostuszenstwem, a ujemnie z brakiem szacunku. Mozna rowniez zauwazy¢, ze
pozostale cechy sa bardzo blisko siebie i tworza skupisko.

Component 2 = -0,014+0,8429*x
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Rysunek 4. Cechy, ktdrych rodzice nie chea uksztaltowaé u dziecka
Zrodlo: opracowanie wlasne
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Podsumowujac, nalezy powiedziec, ze rodzice wymieniajg cechy nalezace do obszaru cnot,
cech osobowo-temperamentalnych oraz kompetencji dziecka. Daje si¢ zauwazy¢, ze cechy
negatywne czesto sg wymienianejako przeciwienstwo cech pozytywnych, ale nie zweryfiko-
wano, czy dzieje si¢ tak w parach podawanych przezte sama osobe. Warto tez podkreslic, ze
rodzice w swoim systemie wychowawczym przywigzujg duza wage do wartosci etycznych.

5.3. Wnioski z badania

Wyniki wjawniaja, ze cele wychowawcze rodzicow poza podstawowg klasyfikacja na
pozadane przez rodzica i niepozadane mozna podzieli¢ na skupiska ze wzgledu na rodzaje
obieranych cech, ktore rodzice chca, aby dziecko rozwinglo. Trzy podstawowe skupiska
cech pozadanych tworza cele dotyczace na pierwszym miejscu rozwoju ety czno-moralne-
20, na drugim kompetencji dzieci, a na trzecim rozwoju cech osobowo-temperamentalnych.
Cele niepozadane mozna podzieli¢ na dwa skupiska: pierwsze dotyczy rozwoju cech,
ktore stanowily przeciwienstwo cnét, drugie cech osobowo-temperamentalnych. Tabe-
la 10 przedstawia te zestawienia.

Cele pozadane Cele niepozadane |
Etyczno-moralne (cnoty) Przeciwienstwa cnot |
T(ompetencje o Osobowo-temperamentalne
Osobowo-temperamentalne

Tabela 10. Zestawienia skupisk celéw wychowawczych
Zrédlo: opracowanie wlasne

6. PODSUMOWANIE

Wykonanie zaprezentowanej analizy dotyczacej celow wychowawczych stalo si¢ moz-
liwe jedynie dzieki aplikacji metody fext mining. Bezjej wykorzystania niemozliwe
byloby przeprowadzenie analizy skladowych glownych 1 ustalenie, ktore stlowa sg ze
sobg powigzane. Omdwiona:;juz metoda tworzenia nowej bazy na podstawie frekwencji
wystepowania slow moze (a nawet powinna) zosta¢ wykorzystana do kolejnych analiz.
Z;jakimi metodami moze by¢ laczona metoda fext mining? Wlasciwie z wszystkimi. Baza
skonstruowana przez algorytmy text mining moze poshuzy¢ do obliczen ilosciowych,
moze by¢ réwniez wykorzystana w specjalnej klasie modeli SEM, ;jakimi sg modele
MIMIC (Szymanska 2016). Szczegdlnie cenne wydajg si¢ polaczenia analiz prowadzo-
nych przez algorytm fext mining z innymi metodami data mining. Bardzo cickawe roz-
wigzanie mozna uzyskac z polaczenia bazy przygotowanej przez algorytmy text mining
z algorytmem decyzyjnym, jakim jest Classification & Regression Tree (Nisbet, Elder,
Miner 2009). Inne metody analizy, z ktérymi moze by¢ wykorzystany text mining, to
maszyna wektordw wspierajgcych, sztuczne sieci neuronowe czy metoda Generalized
EM & k-Means Cluster Analysis.
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Nalezy zwrdci¢ uwage, ze wszystkie wymienione powyzej metody analizy, z ktdorymi
proponuje si¢ laczy¢ fext mining, sa nieparametryczne, a wiec nie posiadajg zalozen doty-
czacych normalnosci rozkladu, homogenicznosci czy rownolicznosci grup. Z wyjatkiem
ukladéw rownan strukturalnych naleza one do metod data mining.

Podsumowuyjgc, wykorzystanie algorytméw text mining w naukach psychologicz-
nych moze istotnie 1 silnie zredukowaé czas analizy 1 pozwoli¢ na wykonanie obliczen,
ktdére bez korzystania z tej klasy algorytmdw bylyby niemozliwe. Dzigki algorytmom
przeksztalcajacym dane stowne w liczbowe mozna réwniez przeprowadzi¢ wiele innych
analiz. Nalezy zwroci¢ uwage, ze dane pochodzace ze stow rzadko kiedy spelniaja
zalozenia lezace u podstaw statystyk parametrycznych. Algorytmy data mining nie
posiadaja takich zalozen, stad doskonale nadaja si¢ do laczenia ich z algorytmami
text mining.
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ABSTRACT
Usage of text mining algorithms to analyze textual data in psychology

Keywords: algorithms, text data, text mining.

In the psychology the analysis of data written in the form of texts are an important element of research work.
Nevertheless, tools are still sought, methods that can enable rapid analysis of data recorded in the form of texts,
because these analyzes are usually very time consuming. This article approximates the text mining method,
which is particularly applicable in the analysis of information recorded in the form of text data. Analysing
textual data using text mining algorithms is shown on the example of parents’ choice of educational goals.
The paper presents the way in which text mining algorithms: a) perform text analysis by counting words
and weighting them, b) analyze relationships between words by means of Principal Component Analysis,
¢) convert verbal data into numerals by preparing a set data for subsequent calculations.



