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iBS PAN 

1. Wprowadzenie 

Bartosz Szeląg: Modelowanie matematyczne, optymalizacja 
i sterowanie pracą przepływowych oczyszczalni ścieków 

Poprawa jakości wód odbiorników i ograniczenie niekorzystnego wpływu na 
środowisko stanowi obecnie jeden z najaktualniejszych tematów zarówno w kraju, 
jak i zagranicą (Thunberg i in. 2009, Minsoo i in. 2016). W celu poprawy jakości 
wód powierzchniowych wprowadzono w ustawodawstwie unijnym i krajowym 
szereg wymagań formalno-prawnych, narzucających wielkości dopuszczalnych 
stężeń wskaźników jakości ścieków oczyszczonych, które nie mogą zostać 

przekroczone. Potwierdzeniem tego w skali europejskiej jest to dyrektywa unijna 
91 /271/EWG odnosząca się do kwestii oczyszczania ścieków komunalnych. 
Natomiast, w kraju jest to Rozporządzenie Ministra Środowiska z dnia 18 listopada 
2014 r. w sprawie warunków, jakie należy spełnić przy wprowadzaniu ścieków do 
wód lub do ziemi, oraz w sprawie substancji szczególnie szkodliwych dla 
środowiska wodnego. Zgodnie z obowiązującymi aktami prawnymi podstawą 
projektowania oczyszczalni jest równoważna liczba mieszkańców (RLM), która 
stanowi podstawę doboru technologii oczyszczania ścieków. Zaprojektowany 
układ technologiczny ma zapewn1ac odpowiednie usunięcie związków 

organicznych (BZTs, ChZT(crJ), azotu ogólnego (N 0 g) i fosforu ogólnego (P0 g) 

(tab. 1.1). 

W warunkach rzeczywistych wartości wskaźników jakości przyjęte do 
obliczeń oczyszczalni ścieków nie przyjmują wartości stałych, ale zmieniają się 
w szerokim zakresie. Równocześnie, zmienia się ilość dopływających ścieków 

i temperatura powietrza, co ma istotny wpływ na przebieg procesów oczyszczania 
przebiegających w reaktorze biologicznym. Podczas intensywnych opadów 
znacznie zwiększa się ilość dopływających ścieków, co prowadzi zwykle do 
hydraulicznego przeciążenia całego obiektu i wpływa na skrócenie czasu 
zatrzymania ścieków w reaktorze biologicznym. Równocześnie, zwiększony 

dopływ ścieków może prowadzić do przeciążenia hydraulicznego wydzielonych 
obiektów oczyszczalni, na przykład osadnika wtórnego, co niekorzystanie wpływa 
na proces klarowania oczyszczonych ścieków. Jednocześnie, z uwagi na 
rozcieńczenie dopływających ścieków, mogą wystąpić problemy związane 

z niedostateczną ilością związków biogennych niezbędnych do prawidłowego 
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przebiegu procesu oczyszczama (usuwania związków organicznych, azotu 
i fosforu). 

Tab. 1.1. Wpływ wielkości oczyszczalni ścieków (RLM) na wymagany stopień 
redukcji zanieczyszczeń na odpływie z oczyszczalni ścieków; BZT s -
pięciodniowe biochemiczne zapotrzebowanie na tlen, ChZT(crJ - chemiczne 
zapotrzebowanie na tlen wykonane metodą dwuchromianową, Z0 g - zawiesiny 
ogólne, N0 g - azot ogólny, P0 g - fosfor ogólny, xa- wartości wymagane wyłącznie 
w ściekach wprowadzanych do jezior i ich dopływów oraz bezpośrednio do 
sztucznych zbiorników wodnych usytuowanych na wodach płynących, xb­

minimalny procent redukcji nie ma zastosowania do ścieków wprowadzanych do 
jezior i ich dopływów, bezpośrednio do sztucznych zbiorników wodnych 
usytuowanych na wodach płynących oraz do ziemi (Dz. U. poz. 1800, 2014). 

RLM I Wskaźniki 

I <2000 li 2000_,_9999 li l0000-;-14999 li 15000--,-99999 11 >100000 I I 
BZT s, mg02/I 40 25 25 15 15 

BZTs, min% 70-90 70-90 90 90 

ChZT(cr), mgOz/1 150 125 125 125 125 

ChZT(Cr), min% 75 75 75 75 

Z0 g, mg/I 50 35 35 35 35 

Z0 g, min% 90 90 90 90 

N0 g, mg/I 30• 15• 15 15 10 

N0 g, min% - 70-80b 70-80 70-80 

Pog 5" 2· 2 2 1 

P0 g, min% - 70-80b 80 80 

Eksploatując oczyszczalnię ścieków należy mieć na uwadze fakt, że w okresie 
zimowym na skutek obniżenia temperatury powietrza ma miejsce obniżenie 

kinetyki procesów zachodzących w reaktorach biologicznych, co także może 

prowadzić do pogorszenia jakości ścieków na odpływie. Należy także liczyć się 

z faktem, że mimo stabilnych warunków pracy reaktora (tj . brak opadów 
atmosferycznych, okres lata lub wiosny wpływające pozytywnie na stabilność 

procesu oczyszczania) mogą wystąpić niekontrolowane zrzuty ładunków 
zanieczyszczeń do systemu kanalizacyjnego, co może mieć niekorzystny wpływ na 
działanie obiektów technologicznych oczyszczalni i powodować konieczność 

zmiany nastaw w regulatorach reaktora. Wymienione czynniki mogą prowadzić do 
zakłóceń ciągłości przebiegu procesu oczyszczania ścieków. Dlatego też, w celu 
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uzyskania na odpływie wymaganych wartości wskaźników jakości ścieków, 

zachowania ciągłości procesów zachodzących w reaktorze biologicznym 
i utrzymania wysokiej niezawodności działania oczyszczalni, konieczne jest 
aktywne sterowanie i bieżąca kontrola nastaw reaktora biologicznego. W praktyce 
jest to zadanie bardzo skomplikowane, wymagające ciągłych zmian wielu nastaw 
regulatorów w taki sposób, aby zapewnić wymaganą jakość ścieków 

oczyszczonych i aby sterując jednym procesem, nie zakłócić innych procesów 
przebiegających w bioreaktorze. 

Z uwagi na to, że eksploatacja oczyszczalni ścieków wymaga równoczesnej 
kontroli wielu procesów, stosuje się szereg urządzeń pomiarowych 
zamontowanych na jej obiektach technologicznych. Pożądaną sytuacją byłoby 

prowadzenie pomiarów ilości i jakości ścieków na dopływie, nastaw reaktora oraz 
jakości ścieków na odpływie z oczyszczalni. Obecnie większość obiektów 
krajowych posiada monitoring on-line nastaw reaktora biologicznego i jakości 
ścieków na odpływie. Natomiast, rzadko występują przypadki, gdy prowadzone są 
ciągłe pomiary jakości ścieków na dopływie do obiektu. Stan ten wynika z faktu, iż 
zgodnie z obowiązującymi aktami prawnymi nie ma takich wymagań i zachodzi 
jedynie potrzeba okresowej oceny efektywności działania oczyszczalni ścieków 
w zależności od wielkości obiektu wyrażonej za pomocą równoważnej liczby 
mieszkańców - RLM (tab. 1.2). 

Tab. 1.2. Wpływ wielkości oczyszczalni ścieków (RLM) na roczną liczbę próbek 
poboru jakości ścieków (Dz. U. poz. 1800, 2014) 

I i 

Liczba próbek 

Pierwszy Kolejny rok po 
RLM rok spełnieniu wymagań 

<2000 4 2 

2000 -;- 9999 12 4 

l 0000 -;- 49999 12 12 

>50000 24 24 

Standardowo, w przypadku obiektów RLM < 2000 pomiary efektywności 
pracy oczyszczalni należy kontrolować pobierając 4 próbki w ciągu roku; jeżeli 
pobrane próbki spełnią wymagane warunki, to w kolejnym roku pobierane mogą 
być 2 próbki (tab. 1.2). Dla obiektów, gdzie 9999 > RLM > 2000, w przypadku 
uzyskiwania wysokiej efektywności możliwe jest także ograniczenie w kolejnym 
roku liczby próbek. Z kolei, dla oczyszczalni RLM > 10000 nie jest możliwa 
redukcja ilości analizowanych próbek na dopływie. 
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Pomiar jakości ścieków na dopływie nie stanowi obecnie dużego problemu 
technicznego z uwagi na to, że istnieje szereg analizatorów (np. firmy Endress­
Hausser, HahLange itp.) umożliwiających pomiar odpowiednich wskaźników 
jakości, jednak koszt ich zakupu i eksploatacji jest wysoki. Równocześnie do 
stosowania ich zniechęca fakt, że urządzenia te należy okresowo kalibrować w celu 
uzyskania wiarygodnych wyników pomiarów, co generuje dodatkowe koszty 
i wymaga uciążliwego ciągłego nadzoru. 

Należy przy tym zauważyć, że w oczyszczalniach ścieków zarówno 
o wysokim stopniu zautomatyzowania i rozbudowanym systemie monitoringu, jak 
i w obiektach, gdzie pomiary wykonywane są głównie na drodze oznaczeń 

laboratoryjnych, gromadzone są ogromne ilości danych mogących służyć do 
opracowania modeli procesowych. Fakt ten wzbudza szerokie zainteresowanie, na 
co wskazuje znaczna liczba publikacji zagranicznych. W publikacjach tych na 
podstawie zgromadzonych danych pomiarowych opracowuje się modele 
matematyczne do prognozowania jakości ścieków na odpływie oraz kontroli 
przebiegu procesów nitryfikacji, denitryfikacji i defosfatacji. Jednak z punktu 
widzenia eksploatatora oczyszczalni ścieków interesujące jest nie tylko 
prognozowanie przebiegu procesu i jego symulacja. Istotne znaczenie ma także 
sterowanie procesem, to znaczy wyznaczanie takich nastaw bioreaktora, aby 
zapewnić przebieg procesu warunkujący zadane wartości ścieków na odpływie 
i zminimalizowanie kosztów eksploatacyjnych obiektu. Takie postawienie zadania 
cieszy się ostatnio coraz większym zainteresowaniem, co potwierdza zwiększająca 
się liczba odnośnych prac w kraju i zagranicą, choć publikacji krajowych na ten 
temat jest zdecydowanie mniej. 

Parametry działania reaktora biologicznego można ustalać w taki sposób, że 
bez względu na ilość i jakość ścieków dopływających oraz na porę roku, na 
odpływie uzyska się wartości wskaźników jakości ścieków poniżej wartości 

dopuszczalnych. Jednak problem polega na tym, że realizując takie nastawy 
zwykle nie uwzględnia się kosztów eksploatacyjnych obiektu, które mogą być 
wysokie. Wobec powyższego nasuwa się pytanie, czy nie można byłoby nastaw 
w bioreaktorze skorygować w taki sposób, aby uzyskać zbliżony efekt 
oczyszczania ścieków, ale niższym kosztem. Aby odpowiedzieć na to pytanie 
i uniknąć ewentualnych problemów eksploatacyjnych związanych z możliwym 
zakłóceniem pewnych procesów technologicznych przy sterowaniu innym 
procesem, jest konieczna optymalizacja pracy oczyszczalni i zdefiniowanie w tym 
celu odpowiednich kryteriów optymalizacyjnych. Podstawowym kryterium oceny 
efektywności pracy oczyszczalni jest kryterium ekonomiczne: proces oczyszczania 
powinien być realizowany w taki sposób, aby uzyskać najniższe koszty 
eksploatacji przy zapewnieniu wymaganej jakości ścieków oczyszczonych. 
Kolejne kryteria mogą mieć charakter techniczny i odnosić się do utrzymania na 
odpowiednim poziomie przebiegu poszczególnych procesów w reaktorze 
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biologicznym, do minimalizacji zużycia dawkowanych środków chemicznych lub 
minimalizacji zużycia tlenu na napowietrzanie ścieków. Kryteriów technicznych 
może być wiele, ponieważ jest to uzależnione od tego, co technolog chce przede 
wszystkim uzyskać. Kryteriami stanowiącymi kombinacje kryterium 
ekonomicznego i kryteriów technicznych są kryteria niezawodnościowe. W takim 
przypadku można skoncentrować się na analizie niezawodności działania obiektu 
w odniesieniu do jednego procesu najistotniejszego dla technologa lub do kilku 
procesów równocześnie. W ostatnich latach przedstawiono szereg interesujących 
prac z zakresu zastosowania modelowania matematycznego w optymalizacji 
i sterowaniu oczyszczalniami ścieków (np. Mulas i in. 2015, Corominas i in. 2013, 
Asadi i in. 2016), jednak mimo licznych analiz o charakterze teoretycznym, jedynie 
w jednym z 40 badanych obiektów wdrożono opracowany model matematyczny 
(Haimi i in. 2013). W obszarze sterowania do rozwiązania pozostaje cały szereg 
zagadnień dotychczas nie badanych, które dotyczą m.in. sterowania reaktorem 
w przypadku, gdy nie są prowadzone ciągłe pomiary wskaźników jakości ścieków 
na dopływie a jedynie pomiary okresowe, co ma miejsce w większości krajowych 
oczyszczalni ścieków. Mimo potwierdzonego wpływu procesu sedymentacji na 
jakość ścieków na odpływie w dalszym ciągu fakt ten jest uwzględniany 

w ograniczonym stopniu przy doborze strategii sterowania reaktorem 
biologicznym. Jednocześnie, mimo wielu analiz dotyczących procesu sedymentacji 
osadu czynnego, nie opracowano dotychczas uniwersalnej zależności pozwalającej 
ocenić podatność osadu na puchnięcie, która byłaby pomocna na etapie sterowania 
reaktorem biologicznym. 

O skali poruszanego problemu i zapotrzebowania na odpowiednie algorytmy 
obliczeniowe może świadczyć fakt, że na terenie Polski wg danych GUS (BDL, 
2017) znajduje się 3258 komunalnych oczyszczalni ścieków, z czego 11 obiektów 
oczyszcza ścieki mechanicznie, 2439 biologicznie i 808 obiektów realizuje 
podwyższony stopień redukcji zanieczyszczeń. Całkowita liczba oczyszczalni nie 
odzwierciedla bezpośrednio skali problemu, bowiem trzeba na to popatrzeć szerzej, 
biorąc pod uwagę ilość gmin w kraju tj. 2478 oraz liczbę miast na prawach powiatu 
tj. 66. Mianowicie dla „dużych jednostek osadniczych" zaprojektowany układ 
oczyszczania ścieków musi warunkować usuwanie związków organicznych, w tym 
azotu i fosforu. W tych przypadkach, ze względu na przepustowość obiektów 
przekroczenie dopuszczalnych wartości wskaźników prowadziłoby do 
wprowadzenia do odbiornika ścieków znacznych ilości zanieczyszczeń, które 
mogłyby prowadzić do naruszenia równowagi ekosystemu i mieć daleko idące 
następstwa ekologiczne. W związku z tym, na tych obiektach instaluje się systemy 
do kontroli i sterowania reaktorem, co istotnie wpływa na efektywność ich pracy. 
Rozwiązanie to nie jest tak powszechne w mniejszych oczyszczalniach ścieków, 
które są bardziej wrażliwe na zmiany ilości i jakości dopływających ścieków, co 
ma wpływ na ilość zanieczyszczeń trafiającą do odbiorników. Dlatego też, 

szczególnie w przypadku mniejszych oczyszczalni zachodzi potrzeba ciągłego 
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monitoringu i aktywnego sterowania bioreaktorem w celu uzyskania wymaganej 
jakości ścieków na odpływie. W przypadku dużych obiektów, z uwagi na wielkość 
zamontowanych energochłonnych urządzeń i ilość dopływających ścieków, 

bardziej wskazana jest optymalizacja procesu oczyszczania mająca na celu 
obniżenie kosztów eksploatacyjnych. 

W pracy przedstawiono koncepcję systemu do kontroli, sterowania 
i optymalizacji działania reaktora biologicznego w przepływowej oczyszczalni 
ścieków. W systemie tym przewidziano zastąpienie pomiarów wskaźników jakości 
ścieków na dopływie wynikami obliczeń uzyskanymi w oparciu o pomiary 
natężenia przepływu. Do symulacji wartości wskaźników jakości ścieków 

zaproponowano zastosowanie metod eksploracji danych (ang. data mining). Po 
wykonaniu wstępnych obliczeń modelowania przedstawiono koncepcję modeli 
hybrydowych, w których wartości pomiarów wskaźników jakości ścieków 

dopływających do oczyszczalni zastąpiono wynikami ich symulacji. Modele te 
zastosowano do prognozy: sedymentacji osadu czynnego, zmieniających się 

wartości kluczowych parametrów technologicznych reaktora biologicznego 
wskaźników jakości ścieków na odpływie z oczyszczalni. 

Opracowano także modele matematyczne do analizy niezawodności działania 
reaktora biologicznego w oparciu o tzw. współczynniki niezawodności 

w odniesieniu do procesu sedymentacji osadu czynnego i poprawności procesu 
usuwania związków biogennych. 

Ponadto, zaproponowano nowatorski parametr uwzględniający interakcje 
między zmiennymi procesowymi o charakterze stochastycznym. Zmienne te 
dotyczą ilości i jakości ścieków na dopływie, warunków atmosferycznych i ich 
wpływu na podatność osadu czynnego na puchnięcie oraz doboru strategii 
sterowania reaktorem biologicznym. 

Przedstawiono także model probabilistyczny niezawodności działania 

reaktora biologicznego w odniesieniu do sedymentacji osadu czynnego, w którym 
uwzględniono występowanie awarii systemu pomiarów wskaźników jakości 

ścieków na dopływie do oczyszczalni. 

Przyjęto następujący układ pracy: 

W rozdziale 2 omówiono metody biologicznego oczyszczania ścieków 

i scharakteryzowano rolę poszczególnych obiektów zlokalizowanych w ciągu 
technologicznym oczyszczalni. Omówiono w nim także rozwiązania 

technologiczne eksploatowanych systemów oczyszczania ścieków, przy czym 
skoncentrowano się na parametrach operacyjnych reaktorów i ich wpływie na 
efektywność działania obiektu. 

W rozdziale 3 omówiono obecny stan wiedzy z zakresu modelowania pracy 
reaktorów biologicznych, ich sterowania i optymalizacji. W rozdziale opisano 
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także opracowane dotychczas modele do analizy i oceny niezawodności działania 
oczyszczalni ścieków. 

W rozdziale 4 scharakteryzowano obiekty badań uwzględnione w pracy, to 
znaczy oczyszczalnie ścieków w Sitkówce-Nowiny i Trepczy (dalej również: 

oczyszczalnia Sitkówka-Nowiny i oczyszczalnia Trepcza). 

W rozdziale 5 przedstawiono stosowane w badanych oczyszczalniach metody 
pomiarów ilości i jakości ścieków oraz parametrów działania reaktorów 
biologicznych. Przeanalizowano także wiarygodność i jakość danych pomiarowych 
pozyskiwanych w badanych oczyszczalniach ścieków. Na podstawie 
zgromadzonych danych wyznaczano podstawowe miary statystyczne opisujące 
zmienność ilości i jakości ścieków oraz parametrów działania reaktorów w tych 
oczyszczalniach. 

W rozdziale 6 badano możliwość zastosowania wyznaczanych modeli 
matematycznych do symulacji reaktora biologicznego oczyszczalni i oceny 
niezawodności jego funkcjonowania. Metody obliczeniowe zastosowane do 
wyznaczania modeli porównano pod kątem ich złożoności i jej wpływu na 
szybkość i dokładność wykonywanych obliczeń. 

W rozdziale 7 przedstawiono i oceniono wyniki obliczeń dotyczące ilości 

i jakości ścieków na dopływie i odpływie z oczyszczalni oraz parametrów 
technologicznych reaktora biologicznego. W rozdziale zaprezentowano także 

nowatorskie zastosowanie modelu regresji logistycznej do oceny wpływu 

wrażliwości poszczególnych zmiennych wejściowych modelu na prognozę 

dopływu ścieków do oczyszczalni. Podejście to jest innowacyjne z uwagi na to, że 
taki model nie był dotychczas stosowany w tego typu zadaniach, a jedynie 
wykorzystywany w typowych zagadnieniach klasyfikacji. Wykonane obliczenia 
pozwalają na uogólnienie uzyskanych wyników z uwagi na to, że symulacje 
komputerowe przeprowadzono dla dwóch istotnie różnych obiektów 
(w oczyszczalniach Sitkówka-Nowiny i w Rzeszowie), a otrzymane wyniki 
okazały się w obu przypadkach zbliżone. 

Na przykładzie danych z zakresu natężenia przepływu ścieków 

przeanalizowano wpływ długości szeregów czasowych, sposobu gromadzenia 
danych (ciągły, nieciągły) w zależności od dobranej metody eksploracji danych na 
zdolności predykcyjne modelu. Wykonane analizy pozwoliły ustalić minimalną 
długość okresu prowadzenia pomiarów warunkującą otrzymanie zadowalających 
wyników symulacji w zależności od sposobu zapisywania danych i dobranej 
metody. 

W rozdziale 7 przedstawiono także koncepcję modelowania wskaźników 
jakości ścieków na podstawie wartości parametrów mierzonych w każdej 

oczyszczalni, to znaczy natężenia przepływu dopływających ścieków. Podejście to 
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można potraktować jako innowacyjne z uwagi na to, że analizy wykonywane przez 
innych autorów wykazywały wprawdzie podobną zależność, jednak nie była ona 
szczegółowo badana. Należy przy tym podkreślić, że wykonane w pracy badania 
dotyczyły nie tylko jednego obiektu, ale dwóch różnych oczyszczalni ścieków 
(Sitkówka-Nowiny i w Rzeszowie), co pozwala na uogólnienie wyników. Fakt, że 
możliwe jest modelowanie jakości ścieków w oparciu o pomiary przepływu 
ścieków dopływających wykorzystano przy prognozowaniu działania reaktora 
biologicznego w odniesieniu do jakości ścieków na odpływie (stężenia N - NH4 , 

P0 g i N0 g) i sedymentacji osadu czynnego (objętościowego indeksu osadu). 
Przedstawione w pracy podejście do prognozy działania bioreaktora stanowi 
również pewną innowację w porównaniu z pracami innych autorów z uwagi na to, 
że w wyznaczanych obecnie modelach trudno uzyskiwane wartości pomiarów 
wskaźników jakości ścieków zostają wyeliminowane i zastąpione wartościami 
obliczeń. W praktyce pozwala to na symulację działania reaktora biologicznego 
również w przypadku braku ciągłych pomiarów wskaźników jakości ścieków, co 
do tej pory w pracach innych autorów było pomijane. 

W rozdziale 7 omow1ono także porównanie wyników symulacji 
wyznaczonych za pomocą różnych modeli klasyfikacyjnych, zaczynając od 
najprostszych modeli w postaci regresji logistycznej, modelu liniowego 
dyskryminacyjnego (LDA), a kończąc na bardziej skomplikowanych modelach 
uzyskanych metodami data mining. Otrzymane wyniki analiz wykazały, że 
możliwe jest modelowanie zjawiska sedymentacji osadu czynnego z zadowalającą 
dokładnością za pomocą jawnych zależności regresyjnych, co w odniesieniu do 
prac innych autorów (Han Qiao i in. 2012, 2013, 2016, Boztoprak in. 2016, 
Bagherii i in. 2016) stanowi znaczne uproszczenie symulacji rozpatrywanego 
zjawiska. 

W rozdziale 8 zaproponowano algorytm obliczeniowy modelu do doboru 
sterowania oczyszczalnią ścieków, wykorzystując wprowadzone wcześniej 

współczynniki niezawodności w odniesieniu do sedymentacji osadu i poprawności 
przebiegu procesu usuwania związków biogennych w przypadku, gdy w ciągach 
pomiarów dotyczących wskaźników jakości ścieków występują nieciągłości. 
W rozdziale zaproponowano także nowy parametr uwzględniający interakcje 
między zmiennymi operacyjnymi reaktora o charakterze losowym (ilość i jakość 
ścieków oraz warunki atmosferyczne), na podstawie którego można ocenić, czy 
wystąpi puchnięcie osadu i będzie można ustalić odpowiednią strategię sterowania 
bioreaktorem. W porównaniu z pracami innych autorów zaproponowane podejście 
jest nowatorskie, bowiem daje możliwość kontroli i sterowania reaktorem 
biologicznym w przypadku ograniczonego dostępu do pomiarów jakości ścieków 
opisujących analizowane zjawisko. Nowy parametr, zdefiniowany dla przypadku 
oczyszczalni Sitkówka-Nowiny, przetestowano także na przykładzie oczyszczalni 
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Trepcza, badając jego przydatność do oceny podatności osadu czynnego na 
puchnięcie. 

W rozdziale 8 opracowano także model probabilistyczny do oceny 
niezawodności działania osadnika wtórnego przy wykorzystaniu generatorów liczb 
losowych (Monte Carlo), w którym ujęto możliwość wystąpienia awarii. Należy 
podkreślić, że dotychczas potencjalne awarie nie były ujmowane w modelach 
probabilistycznych do symulacji pracy oczyszczalni. 

W rozdziale 9 zaproponowano rozwiązanie kilku zadań optymalizacji pracy 
reaktora biologicznego na przykładzie oczyszczalni w Sitkówce-Nowiny. W tym 
przypadku dysponowano kompletem danych dotyczących ilości dopływających 

ścieków, ich jakości na dopływie i odpływie z oczyszczalni oraz parametrów 
operacyjnych bioreaktora. 
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8. Optymalizacja i sterowanie pracy bioreaktora 

Zapewnienie odpowiednich wymagań w zakresie jakości ścieków na wylocie 
z oczyszczalni jest złożonym zadaniem, wymagającym utrzymania 
w odpowiednim zakresie parametrów działania bioreaktora. Obecnie większość 
prac dotyczących tego problemu polega przede wszystkim na takim doborze 
wartości parametrów w reaktorze, aby uzyskać nie mniejszy niż założony stopień 
redukcji zanieczyszczeń na odpływie z oczyszczalni ścieków. Tak pojęta 

optymalizacja działania reaktora biologicznego ma na celu opracowanie typowych 
sposobów postępowania w przypadku dopływu do oczyszczalni standardowej 
ilości ścieków i standardowego ładunku zanieczyszczeń. Jednak, bardzo często 
należy się liczyć z sytuacjami nietypowymi, w czasie których ma miejsce 
gwałtowny wzrost ilości ścieków na dopływie oraz spadek lub wzrost wartości 
wskaźników jakości ścieków surowych. Zdarzenia te w istotny sposób mogą 
zaburzyć działanie bioreaktora, prowadząc do naruszenia równowagi między 
poszczególnymi grupami mikroorganizmów w osadzie czynnym. W związku 
z powyższym, poza wspomnianą optymalizacją, mającą istotne znaczenie na etapie 
projektowania reaktora, gdy ustala się warunki jego działania w trybie codziennej 
eksploatacji, bardzo istotne znaczenie ma sterowanie reaktorem, które zmienia jego 
nastawy w zależności od zmieniających się warunków zewnętrznych. Takie 
sterowanie jest gwarantem ciągłości procesów w bioreaktorze, mimo dopływu 
nietypowych ścieków do obiektu lub gwałtownego wzrostu ilości ścieków 

w przypadku intensywnych zdarzeń opadowych. Aby jednak móc opracować 

odpowiednie algorytmy sterowania, konieczna jest prognoza dopływających 

ścieków. Należy mieć na uwadze fakt, iż gdy w chwili t zostanie dokonana korekta 
jednego z parametrów działania reaktora, to rezultat będzie zauważalny dopiero po 
pewnym czasie z uwagi na bezwładność obiektu i kinetykę procesów 
zachodzących w bioreaktorze. Dlatego też, aby sterowanie istotnie wpływało na 
poprawę działania oczyszczalni, konieczna jest prognoza ilości i jakości 
dopływających ścieków z odpowiednio dużym wyprzedzeniem. 

Obecnie na ogół wartości nastaw bioreaktora wyznacza się w oparciu 
o bieżące pomiary, co z uwagi na wymienione wyżej czynniki (kinetyka procesów, 
bezwładność reaktora) nie jest dobrym rozwiązaniem, gdyż powoduje duże 
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opozmenia w reakcjach obiektu. Poprawniejszym podejściem byłoby 

prognozowanie nastaw reaktora w chwili (t + 1) na podstawie pomiarów ilości 
i jakości ścieków surowych i oczyszczonych w chwili (t) oraz prognoz wartości 
tych zmiennych w chwili (t + 1), co jest możliwe do wykonania za pomocą modeli 
parametrycznych (Studziński 2004). Problem polega na tym, że wykonywanie 
bieżących pomiarów jakości ścieków jest bardzo kosztowne. 

Kolejny problem dotyczy wyboru parametrów reaktora, wartości których 
powinny być zmieniane. Obecnie większość prac koncentruje się na doborze 
wartości stężenia tlenu rozpuszczonego i stopnia recyrkulacji wewnętrznej 
i zewnętrznej tak, aby na odpływie uzyskać wartości wskaźników jakości ścieków 
nie większe, niż podane w odpowiednich aktach prawnych. Przy tym pomija się 
zupełnie sterowanie procesem sedymentacji osadu czynnego, podczas gdy jego 
przebieg wpływa na wartości wskaźników jakości ścieków na wylocie 
z oczyszczalni (Comas i in. 2008, Flores-Alsina i in. 2009). Wobec powyższego 
problem sterowania bioreaktorem uwzględniającym interakcję między jakością 
ścieków a sedymentacją osadu w układach z usuwaniem związków C, N i P 
pozostaje otwarty i zostanie on rozpatrzony w dalszym ciągu rozważań. 

8.1. Optymalizacja i sterowanie pracy oczyszczalni w odniesieniu 
do sedymentacji osadu (model niezawodności) 

Jednym z najczęściej stosowanych wskaźników do oceny funkcjonowania pracy 
oczyszczalni ścieków jest współczynnik niezawodności COR (Niku 1981), 
wyrażający stosunek stężenia badanego wskaźnika jakości ścieków na odpływie do 
wartości dopuszczalnej (Eisenberg i in. 2001, Olivera i Sperling 2008): 

COR = Csr 
Cdop 

(8.1) 

gdzie: C5 r - średnie stężenie wybranego wskaźnika jakości ścieków na wylocie, 
Cdop - wartość dopuszczalna wskaźnika określona w Rozporządzeniu Ministra 
Środowiska z dnia 18 listopada 2014 r. 

Na podstawie zależności (8.1) można stwierdzić, że gdy COR < 1, to 
oczyszczalnia działa poprawnie, natomiast gdy COR > 1, to występują 

w oczyszczalni problemy eksploatacyjne. Jednak współczynnik niezawodności ma 
istotną wadę, ponieważ stosowanie wartości średniej może prowadzić do 
niepoprawnych wniosków w odniesieniu do efektywności pracy oczyszczalni 
i uzyskanie wartości COR < 1 nie oznacza, że nie ma incydentalnych przekroczeń 
wartości wskaźników jakości ścieków oczyszczonych. 

W związku z tym, w ramach prowadzonych analiz opracowano model do 
analizy niezawodności działania oczyszczalni, uwzględniający proces sedymentacji 
w osadniku wtórnym (występowanie lub brak puchnięcia osadu) oraz procesy 
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usuwania ze ścieków związków C, N i P (rys. 8.1). W modelu tym podstawę oceny 
zdolności sedymentacyjnych osadu czynnego stanowi objętościowy indeks osadu 
czynnego wyrażony za pomocą równania (7.4.1), oraz obciążenie substratowe 
osadu (Szeląg i in. 2018a, d). Obciążenie substratowe jest powszechnie 
stosowanym parametrem przy analizie działania oczyszczalni, pozwalającym 

ustalić, czy procesy usuwania zanieczyszczeń ze ścieków zachodzą poprawnie 
(Henze i in. 2002, Jenkins i in. 2003, Szeląg i Studziński 2017, Szeląg i in. 2018a). 

PolTiidry: 

- ilość,jakość ścieków dopływających do OŚ, 
- parametry działania reaktora biologicznego 

standaryzacja danych l usunięcie wartości odstających 

dobór zmiennych objaśnidjąc.ych (x,) w modelu 

klasyfikacyjnym do prognozy p "'f(x,) 

nieciągło{ci w szeregach czasowych wskaźników 
jakości SCieków ujętych w zależności p-=- f(x,) 

N~ UK ~------~-----~ 
oblitzenia p = f(x,) 

i ,vyrnaczenie współczynnika 1-- - -~ 

niezawodności COR 10 dohór zmiennych objaśniających do prognozy 

wartości poszczególnych wskaźników iakośd 
p > 0.5 (COR Io> l} p < 0.5 (COR Io< 1) 

dobór odpowiedniej strategii 
sterowania reaktorem biologicznym 
na podstawie wartości parametru 
<t> = f( BZT/TN, BlT/TP, t,.,..., Twe) 

korekta parametrów operacyjnych 
reaktora biologicznego 
obliczenia p = f(x.} 

obliczenia obciążenia 

substrntowego (F/M} opracowanie modeli do symulacji wybranych 

wskaźników jako~ci ścieków 

oblicu~nia współczynnika 

niezawodności CORf/M obliaenia parametrów dopasowania wyników obliczeń 
do pomiarów i dobór odpowiedniej metody do dalszych analiz 

spełniającej warunek: min(MAE, MAPE) l ma:x{R) 

Rys. 8.1. Algorytm wyznaczania modelu do symulacji i kontroli sedymentacji 
osadu czynnego. 

W zaproponowanym modelu przyjęto, że podstawę analizy niezawodności 

działania oczyszczalni stanowią następujące współczynniki niezawodności: 

COR10 (t) = --1!.iQ_ 
Pio,lim 

(8.2) 

co R (t) = F /M(t) 
F/M F/Mtim 

(8.3) 

gdzie: F /Mlim - wartość obciążenia substratowego, której przekroczenie prowadzi 
do problemów z usuwaniem związków C, N i P (w obliczeniach przyjęto F /Mlim = 
0,15 · gBZT5/gX0 c • d), p1 1. - prawdopodobieństwo przewyższenia wartości 10 , 

O, Im 

której przekroczenie prowadzi do problemów z sedymentacją osadu; 
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w obliczeniach przyjęto p1 1. = 0,50, co odpowiada kombinacji liniowej 
O, lffi 

analizowanych zmiennych (xi): 

T BZTs BZTs 
ao + a1 · Koc+ a 2 • -- + a 3 · -- + a 3 · LN-NH4 + a4 · MLSS +as· DO+ 

Nag Pog 

(8.4) 

W celu utrzymania odpowiedniej niezawodności działania oczyszczalni 
kluczowe jest uzyskanie wartości COR10,lim ~ 1 i CORF/M ~ 1, co pozwala 

wyeliminować puchnięcie osadu i zachować prawidłowość procesu usuwania 
związków C, N i P. Współczynniki niezawodności (8.2) i (8.3) stanowią zmienne 
zależne w modelu, które wyznaczane są dla każdej chwili (t + 1) , przy czym 
zmiennymi niezależnymi są ilość i jakość ścieków i nastawy reaktora 
biologicznego służące zmianom DO, Xoc i mp1x, mierzone lub realizowane 
w chwili (t). Tym samym daje to możliwość odpowiedniego doboru wartości 
parametrów sterujących z dobowym wyprzedzeniem, co jest bardzo istotne 
z punktu widzenia technologa oczyszczalni. 

W przedstawionym modelu, w celu zapewnienia ciągłości ciągów danych 
dotyczących jakości ścieków, przewidziano wykorzystanie metod modelowania 
data mining do ich prognozy. W związku z tym w dalszych analizach wartości 
BZT5 , N0 g, P0 g i N-NIL w danej chwili będą prognozowane w oparciu o wartości 
dopływu ścieków do oczyszczalni mierzone w chwilach poprzednich. 

8.2. Identyfikacja strategii sterowania bioreaktorem 

Z uwagi na złożony wpływ ilości i jakości ścieków na dopływie do oczyszczalni 
i warunków atmosferycznych na działanie obiektu celowe jest wydzielenie 
typowych okresów jego eksploatacji. Realizacja typowych schematów sterowania 
opracowanych dla typowych okresów eksploatacji oczyszczalni zapewnia 
uzyskanie wymaganej efektywności i niezawodności działania obiektu ( eliminacja 
puchnięcia osadu i brak zaburzeń przy usuwaniu C, N i P ze ścieków). 

W rozważaniach praktycznych do tego celu stosuje się metody klasyfikacyjne 
nadzorowane, w których przyjmuje się określoną liczbę klas o podobnych cechach. 
Jednak, może to prowadzić do niejednoznacznych rozwiązań, dlatego zastosowanie 
znalazły metody nienadzorowane. Jedną z najprostszych metod identyfikacji 
podobieństw w wielowymiarowych zbiorach cech jest hierarchiczna analiza 
skupień HCA (ang. Hierarchical Analysis Cluster) (Sanchez i in. 1997, Bayo 
I López-Castellanos 2016). Uzyskany w jej wyniku tzw. dendrogram pozwala 
jednoznacznie wyznaczyć zróżnicowane obiekty. Do oceny zróżnicowania 

obiektów najczęściej stosuje się odległość euklidesową (Rutkowski 2006). Jednak, 
w pracy w celu określenia odległości między obiektami zastosowano metodę 
Warda, w której podstawę podobieństwa żmiennych w danej klasie stanowi 
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wariancja. Metodę HCA wykorzystano do identyfikacji okresów eksploatacji 
oczyszczalni, w których obciążenie ładunkiem zanieczyszczeń i kinetyka procesów 
będą zbliżone. W analizie skupień ujęto zmienne niezależne uwzględnione 

w modelu logitowym (7.4.1 ), opisujące ilość (Q) i jakość ścieków (BZT5 , N0 g, P0 g, 

N-NH4) oraz kinetykę procesów biochemicznych (TK0 c). W obliczeniach pominięto 
wartości Xoc, DO i mp1x z uwagi na to, że ich wartości przyjęte dla stanu 
aktualnego nie zapewniają wymaganej niezawodności działania rektora 
biologicznego (Szeląg i in. 2018 d). 

Z uwagi na to, że wykonanie analizy skupień w aspekcie opracowania 
strategii sterowania reaktorem wymaga zgromadzenia znacznej ilości danych, 
podjęto próbę zdefiniowania uniwersalnego parametru, którego wartość 

pozwoliłaby ocenić, jak dobrać nastawy w reaktorze biologicznym, aby ograniczyć 
problemy z sedymentacją osadu czynnego w osadniku wtórnym. Wykorzystując 
równanie (7 .4.1) i dokonując podziału analizowanych zmiennych niezależnych na 
zmienne niezależne losowe i sterujące, sformułowano następującą zależność: 

( BZT5 BZT5 ) 
X= a1. --+ a2. --+ a3. LN-NH4 + a4. TKoc 

Nag Pag l 

+( aa + a1,1 · M LSS + a 1,2 · DO + a1,3 · mp1x) 5 (8.5) 

gdzie (a1 · x1 + ··· ai · xJ1,s - odpowiednio zmienne niezależne losowe i sterujące. 

Wprowadzając odpowiednie oznaczenia na podstawie równania (8.5) 
zdefiniowano nowy parametr (4>), uwzględniający interakcje między zmiennymi 
losowymi: 

BZT5 BZT5 T 
4> = a1 · -- + a2 · -- + a3 · LN-NH4 + a4 · Koc 

Nog Pog 
(8.6) 

i parametr sterujący n, wyrażony zależnością: 

n= aa+ a1,1 · X0c + a1,2 ·DO+ a1,3 · mp1x (8.7) 

Parametry 4> i n opisane równaniami (8.6), (8.7) spełniają warunek postaci: 

n + et> = ln (L) (8.8) 
1-p 

co wynika z zależności w modelu logitowym. 

Równania (8.6) i (8.7) stanowią ogólne zależności, w których określenie 
współczynników ai wymaga odpowiednich danych pomiarowych. Podane 
równania są uniwersalne i ujęte w nich zmienne są typowe dla reaktorów 
biologicznych bazujących na technologii osadu czynnego. Wartości 

współczynników ( ai) zależą od jakości dopływających ścieków i przyjętych 
rozwiązań w komorach osadu czynnego co wykazano w rozdziale 7.4.2.1. 
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8.3. Sterowanie i optymalizacja działania bioreaktora 

Podczas eksploatacji oczyszczalni ścieków istotne jest, aby zaprojektowany system 
sterowania funkcjonował w układzie dynamicznym i uwzględniał przy doborze 
nastaw zmieniającą się ilość i jakość dopływających ścieków oraz warunki 
pogodowe. W badanej oczyszczalni ścieków w Sitkówce-Nowiny występują 

problemy z sedymentacją osadu czynnego, co skutkuje również incydentalnie 
gorszą jakością ścieków na wylocie. W związku z tym, prowadzone dalej badania 
miały na celu poprawę niezawodności działania obiektu poprzez wyeliminowanie 
puchnięcia osadu, zapewnienie ciągłości procesu usuwania C, N i P ze ścieków 
i ograniczenie do minimum ilości dawkowanych reagentów chemicznych. Należało 
w związku z tym rozwiązać zadanie opisane zależnościami (Szeląg i in. 2018d): 

I,f!i(mp1x(<P,MLSS,D0))0z (t) • min (8.9) 

COR10 (t)(t = 1,2,3„242) :5 1 (8.10) 

CORFjM(t)(t = 1,2,3 .. 242) :5 1 (8.11) 

gdzie: mp1x( <I>, MLSS, DO\1i - funkcja dawkowania koagulantu PIX zależna od 
ilości i jakości ścieków oraz warunków pogodowych, a także od sposobu 
korygowania DO i Xoc wynikającym ze sterowania 0z, 

Realizację zależności (8.9)+(8.11) osiąga się poprzez sterowanie wartościami 
Xoc i DO w odpowiednich zakresach (min - max), w zależności od ilości i jakości 
ścieków oraz od warunków atmosferycznych. Gdy uzyska się z obliczeń COR10 > 
1 lub <I> + .n > 1 dla wartości granicznych X0 c i DO, to dawkuje się PIX w ilości : 

(8.12) 

W przypadku ciągłej kontroli wartości Xoc i DO konieczne jest spełnienie 

warunku, aby ze wzrostem DO odpowiednio zwiększana była wartość Xoc. 
Warunek ten można wyrazić wzorem: 

DO(t + 1) - DO(t) < O • X0 c(t + 1) = X0 c(t) + 
LlX0 c(<l>(t + 1)) 

lub w przeciwnym przypadku: 

X0 c(t + 1) = X0 c(t) - LlX0 c(<l>(t + 1)) 

(8.13) 

(8.14) 

gdzie ~Xoc(<I>) - zmiana stężenia osadu czynnego między krokiem czasowym (t) 
i(t+l) . 

W celu praktycznej implementacji omówionego wyżej algorytmu 
obliczeniowego (rys. 8.1) przeanalizowano możliwość jego zastosowania na 
badanej oczyszczalni ścieków w okresie styczeń - sierpień 2016. Tym samym 
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ujęto sezonowy charakter pór roku (Lou i Zhao 2012). Wykorzystując wyznaczone 
modele matematyczne do prognozy sedymentacji osadu i wskaźników jakości 
ścieków na dopływie i pomiary nastaw (Xoc , DO, mp1x) reaktora biologicznego, 
obliczono wartości COR 10 (t) i CORF;M(t) dla stanu rzeczywistej eksploatacji 
oczyszczalni. Następnie, rozwiązując zadanie opisane warunkami (8 .9-;-8.11), 
dokonano optymalizacji nastaw Xoc, DO i ilości dawkowanego koagulantu PIX 
przy zastosowaniu metody Neldera-Meada (1965). 

Korzystając z pomiarów temperatury osadu i parametrów pracy bioreaktora 
(Xoc, DO, mPIX) oraz opracowanych modeli do prognozy jakości ścieków (BZT5, 
N0 g, P0 g, N-NH4), wykonano symulacje wymienionych wyżej wskaźników jakości 
ścieków i otrzymane wyniki podstawiono do równań (8.2), (8.3) i (8.6), 
wyznaczając w rezultacie wartości współczynników niezawodności COR 10 (t) 
i CORF;M(t) oraz <Pi n (rys. 8.2). 
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Rys. 8.2. Wyniki obliczeń COR 10,F/M i współczynników <Pi n dla okresu Ol.Ol -
30.07.2015 dla oczyszczalni w Sitkówce - Nowiny. 

Na podstawie zmienności krzywych na rys. 8.2 można stwierdzić, że 

w okresie zimowym (przy obniżonej temperaturze w komorach osadu czynnego) 
wartości parametru <P są najmniejsze i wynoszą około 1,9--;-3,0. Natomiast, 
w okresie letnim i wiosennym wartości parametru <P są większe od 3,0, chociaż 
podczas opadów deszczów są mniejsze, niż w okresie bezopadowym, o około 15%. 
Oznacza to, że parametr <P może stanowić istotną zmienną pozwalającą wyznaczyć 
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sposób sterowania reaktorem biologicznym w odniesieniu do sedymentacji osadu 
i usuwania C, N i P. 

Wyniki te znajdują potwierdzenie w rezultatach analizy skupień wykonanej za 
pomocą metody HCA w oparciu o dane dotyczące ilości i jakości ścieków 

(BZT5/N0 g , BZT5/P0 g, LN-Ntt4 , TKoc) oraz temperatury w komorach osadu 

czynnego, co zobrazowano na dendrogramie na rys. 8.3. Analizując uzyskany 
dendrogram można stwierdzić, że w obrębie analizowanych danych występują trzy 
skupienia. Wielowymiarowe dane [x1 , x2 , x3 , x4 , x5 ] obejmujące skupienie Cl 
charakteryzują się niższą temperaturą TKoc, niż dane w skupieniach C2 i C3 
(tab. 8.1). Z powyższego wynika, że Cl obejmuje zdarzenia, gdy kinetyka 
procesów w reaktorze biologicznym była niższa, niż dla skupień C2 i C3, co jest 
typowe dla okresu o obniżonej temperaturze osadu, występującej zwykle w okresie 
zimowym. W C3 średnia wartość LN-NH4 (2550 kgN-NH4/d) jest większa, niż 

w Cl (1948 kgN-NH4/d) i w C2 (2150 kgN-NH4/d) . 

20000 

g 15000 .. 
]i 
Cl 
Q> 
en 
"' ,,,, 
:§ 10000 
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Rys. 8.3. Dendrogram uzyskany z analizy skupień dla oczyszczalni w Sitkówce­
Nowiny; C_ l , C_2, C_p - liczba zmierzonych zdarzeń opisanych przez x = 

[xi, x2 , x3 , ... , xiJ, k = 1,2,3, ... p. 
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Tab. 8.1. Zestawienie wartości średnich analizowanych zmiennych niezależnych 
(BZT5/N0 g, BZT5/P0 g, LN-NH4 , TKoc) w uzyskanych skupieniach dla oczyszczalni 

w Sitkówce-Nowiny. 

Skupi,;:;u;,;:; 'T' 
LN NH4 BZT5/P0 g BZT5 /N0 g ·--

Cl 13,7 1948 37,51 3,85 

C2 17,9 2150 43,80 4,07 

C3 16,0 2550 32,15 3,51 

W C3 obniżona wartość TKoc w odniesieniu do C2 i zwiększony ładunek N­
NH4 mogą wskazywać na przeciążenie obiektu, co jest typowe dla działania 

oczyszczalni w okresie pogody deszczowej. Fakt ten znajduje również 

potwierdzenie w wartościach BZT5 /N0 g i BZT5/P0 g, które w C3 są mniejsze, niż 
w Cl i C2. Mając na uwadze powyższe rozważania i uwzględniając wyniki 
obliczeń uzyskane dla skupień 1 i 3 można stwierdzić, że skupienie 2 obejmuje 
przypadki działania oczyszczalni dla pogody bezdeszczowej. Rezultaty analizy 
otrzymane za pomocą metody HCA potwierdzają, że na etapie eksploatacji obiektu 
można wyróżnić 3 typowe okresy, na co wskazuje również zmienność 

współczynnika cp w poszczególnych okresach zobrazowanych na rys. 8.2. 

Uzyskane wyniki analiz (rys. 8.2 i 8.4) są tym bardziej interesujące, iż można 
stwierdzić skorelowanie wartości cp i COR1 (t). Na podstawie wyznaczonych 

o 

krzywych można zauważyć, że podczas obniżonej temperatury osadu, co przypada 
na okres zimowy, występowały problemy z eksploatacją oczyszczalni - miało 

wówczas miejsce puchnięcie osadu. Potwierdzają to wartości COR10 (t) > 1 
i zmienność wyznaczonej wartości C/>. W okresie wiosennym i letnim epizody te 
miały miejsce w przypadku pogody deszczowej, co było wynikiem zwiększonego 
obciążenia substratowego. Z otrzymanych krzywych wynika także, że w okresie 
zimowym wartości COR10 zmieniały się w zakresie 1,90+3,00, a w okresie wiosny 
i lata w czasie pojedynczych epizodów ( opady deszczu) przekraczały wartość 
COR10 (t) > 1,00. W czasie dni bezdeszczowych w okresie wiosna - lato, gdy nie 
było problemów z eksploatacją oczyszczalni w odniesieniu do sedymentacji osadu 
(COR10 (t) = 0,60 + 1,00), obiekt charakteryzował się wysoką niezawodnością 

działania. Wydaje się możliwe ograniczenie ilości dawkowanych koagulantów 
i korekta Xoc i DO w okresach bezdeszczowych, na co wskazują wartości 
COR 10 (t) < 1.0 (rys. 8.2, rys. 8.4). 

Kolejny problem stanowiły wartości Xoc znacznie przekraczające wartości 
maksymalne (5,0 kg/m3) zalecane przy eksploatacji układów z osadem czynnym 
w systemie przepływowym. Wykonane badania (Barbusiński i Kościelniak 1995) 
wykazały, że utrzymywanie wysokich wartości Xoc przez dłuższy okres i znaczne 
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zmiany obciążenia substratowego, w krótkim odstępie czasu mogą prowadzić do 
problemów z eksploatacją reaktora biologicznego. Ponadto, analiza dynamiki 
zmienności danych na rys. 8.2 potwierdza, że obliczone wartości CORF;M(t) były 
mniejsze od 1,0 (maksymalna wartość wynosi 0,81). Wynik ten wskazuje na to, że 
w rozważanym okresie miało miejsce pogorszenie się jakości ścieków 

oczyszczonych w okresie zimy i podczas opadów deszczów, co potwierdzają 
również pomiary wybranych wskaźników jakości ścieków na wylocie 
z oczyszczalni (tab. 5.1). 

Analizując wyniki obliczeń wykonanych metodą HCA i uzyskany przebieg 
zmienności parametru <P (rys. 8.2, 8.4), wydzielono trzy okresy działania 
oczyszczalni: bezdeszczowy, przypadający na okres wiosenno-letni, opadowy 
i okres obniżonej temperatury osadu, co można utożsamiać z porą zimową. Dla 
tych okresów opracowano sterowania parametrami operacyjnymi komór osadu 
czynnego (Xoc, DO i mp1x) w odniesieniu do sedymentacji osadu i przebiegu 
usuwania C, N i P. 

Biorąc pod uwagę zalecenia dotyczące eksploatacji oczyszczalni ścieków 
w systemie komór osadu czynnego (Henze i in. 2002), wyniki obliczeń innych 
autorów (Lou i Zhao 2012, i Flores-Alsina i in. 2009), a także analizując 

zmienność wartości COR10 (t) = f(Xoc, DO i mp1x), przyjęto następujący układ 
równań opisujący ograniczenia na etapie sterowania reaktorem biologicznym: 

Xoc,bz(max) 2:'. Xoc,bz 2:'. Xoc,bz(min) 

DObz(max) 2:'. DObz 2:'. DObz(min) 

Xoc,op(max) 2:'. Xoc,op 2:'. Xoc,op(min) 

02 = DOop(max) 2:'. DOop 2:'. DOop(min) 

Xoc,T(max) 2:'. Xoc,T 2:'. Xoc,T(min) 

DOr(max) 2:'. DOr 2:'. DOr(min) 

mp1x = f(<P(X0 c, DO)) 

(8.15) 

gdzie: Xoc,min,max - minimalne lub maksymalne zakresy zmienności stężenia 

osadu czynnego dla poszczególnych okresów działania obiektu, ustalane 
indywidualnie w zależności od obiektu, DOmin,max - minimalne lub maksymalne 
zakresy zmienności stężenia osadu czynnego dla poszczególnych okresów 
działania obiektu, ustalane indywidualnie w zależności od obiektu, mp1x = 
f(<l>(Xoc, DO)) - funkcja opisująca dawkę dozowanego PIX w zależności od 
przyjętych wartości Xoc i DO. 

Bazując na układzie zależności (8.15) i równaniach (8.9--,--8.14) zastosowano 
metodę Nadlera i Meada do optymalizacji nastaw bioreaktora. Uzyskane wyniki 
obliczeń nastaw (DO, Xoc, mp1x) zamieszczono na rys. 8.4. Na podstawie 
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otrzymanych krzywych można stwierdzić, iż w celu ograniczenia puchnięcia osadu 
w okresie obniżonej temperatury w komorach osadu czynnego zachodzi potrzeba 
utrzymania stężenia osadu nie mniejszego, niż Xoc =5,0 kg/m3, stężenia tlenu 
rozpuszczonego nie mniejszego, niż DO = 2,5 mg/I, oraz dawkowania koagulantu 
chemicznego (PIX). W okresie wiosennym i letnim (poza okresami opadowymi), 
aby zapewnić wartość COR 10 (t) na poziomie 1,0, celowe było utrzymanie wartości 
Xoc ::; 4,5 kg/m3 i DO ::;2,25 mg/I oraz, podobnie jak w okresie obniżonej 
temperatury, potrzebne było wspomaganie procesu związkami chemicznymi (rys. 
8.4). W przypadku okresów opadowych, kiedy następował wzrost obciążenia 

substratowego, jakość ścieków na wylocie ulegała pogorszeniu i miały miejsce 
problemy z puchnięciem osadu. W celu ich usunięcia zachodziła potrzeba 
utrzymania stężenia osadu czynnego na poziomie Xoc = 4,75 kg/m3 i stężenia 
tlenu rozpuszczonego na poziomie DO =2,5 mg/I. 
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Rys. 8.4. Wyniki obliczeń zmienności parametrów operacyjnych bioreaktora 
(Xoc , DO, mp1x) po optymalizacji dla oczyszczalni w Sitkówce - Nowiny. 

Tym samym stwierdzono, że optymalizacja parametrów działania reaktora 
biologicznego istotnie wpłynęła na niezawodność działania oczyszczalni ścieków. 
Potwierdzają to wyznaczone wartości COR 10 , które nie przekraczają 1,0 co 
oznacza, że zastosowanie opisanej wyżej metody modelowania wartości I0 

eliminuje problemy z puchnięciem osadu czynnego. W oparciu o sporządzone 
krzywe (rys. 8.4-:-8.5) stwierdzono, że w okresie zimowym w celu uzyskania 
odpowiedniej niezawodności działania oczyszczalni (redukcja COR 10 (t) z poziomu 
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1,57 dla stanu istniejącego do COR10 (t) = 1,0 konieczne było zwiększenie ilości 
dawkowanych reagentów chemicznych (z poziomu 46, 16 m3 w czasie 106 dni do 
poziomu 119,3 m3). 

Poprawa efektywności działania oczyszczalni w odniesieniu do sedymentacji 
osadu prowadziła do zwiększenia średniej dobowej dawki PIX z 0,44 m3/d do 1,12 
m3/d, co z punktu widzenia ekonomicznego nie jest korzystane, jednakże biorąc 
pod uwagę względy technologiczne jest konieczne. Otrzymane z obliczeń wartości 
Xoc nie przekraczają maksymalnych wielkości (5,0 kg/m3) zalecanych przy 
eksploatacji oczyszczalni. Równocześnie, wartości DO powyżej 2,5mg/I zostały 
wyeliminowane w celu uniknięcia potencjalnego przetlenienia osadu czynnego, co 
mogłoby być przyczyną pogorszenia się jego zdolności sedymentacyjnych. 
W okresie bezdeszczowym (123 dni) optymalizacja parametrów komór osadu 
czynnego przyczyniła się do redukcji wartości Xoc i wzrostu DO w odniesieniu do 
stanu istniejącego, co przełożyło się na zmniejszenie ilości dawkowanego PIX 
z 54,24 m3 do 42,35 m3 (rys. 8.5). Średnia dobowa dawka PIX zredukowana 
została z 0,55 m3/d do 0,46 m3/d a średnia wartość Xoc zmniejszyła się z 4,57 
kg/m3 do 4,50 kg/m3. 
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Rys. 8.5. Porównanie zmienności parametrów operacyjnych reaktora (Xoc, DO, 
mp1x) dla stanu istniejącego i po optymalizacji dla oczyszczalni w Sitkówce-­

Nowiny. 
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W okresie opadowym zastosowanie modelu i optymalizacja parametrów 
działania reaktora poprawiła niezawodność działania oczyszczalni, ponieważ 

wartość średnia COR 10 dla stanu istniejącego zmniejszyła się z 1,20 do 1,0. Efekt 
ten uzyskano zwiększając średnie wartości Xoc = 4,6 kg/m3 i DO = 2,3 mg/1, 
w odniesieniu do stanu istniejącego, o 3,3 % i 15,2 %, co pozwoliło na redukcję 
ilości dawkowanych reagentów chemicznych (z poziomu 24,86 m3 do 14,68 m3). 

Na podstawie otrzymanych wyników obliczeń można stwierdzić, że 

zaproponowany model do analizy niezawodności działania oczyszczalni ścieków 
w odniesieniu do procesów sedymentacji osadu i usuwania ze ścieków związków 
C, N i P daje możliwość poprawy efektywności pracy bioreaktora nawet 
w przypadku braku ciągłości pomiarów wskaźników jakości ścieków. Stanowi to 
istotną zaletę modelu w porównaniu z pracami innych autorów (tab. 3.4 -;- 3.5), 
ponieważ aspekt ten do tej pory był pomijany mimo tego, że ma on istotne 
znaczenie podczas eksploatacji oczyszczalni. W zaproponowanym modelu 
niezawodność działania bioreaktora jest określana w oparciu o zmodyfikowane 
współczynniki niezawodności COR, które wyznacza się w układzie dynamicznym 
dla każdej chwili t w zależności od ilości i jakości ścieków na dopływie do 
oczyszczalni oraz od wartości parametrów operacyjnych reaktora (DO, 
Xoc, mp1x); stanowi to istotną modyfikację klasycznej definicji współczynnika 
niezawodności. W modelu do analizy niezawodności oczyszczalni ścieków 

zaproponowano współczynnik <P pozwalający ocenić podatność osadu czynnego na 
puchnięcie oraz dobrać wartości parametrów operacyjnych w taki sposób, aby 
ograniczyć problemy z sedymentacją osadu. 

8.4. Wpływ sterowania i optymalizacji na niezawodność pracy 
osadnika wtórnego w aspekcie sedymentacji osadu - model 
probabilistyczny 

Z punktu widzenia eksploatacji oczyszczalni ścieków kluczowe jest utrzymanie 
w odpowiednim zakresie wartości nastaw bioreaktora (stopnie recyrkulacji, 
stężenie osadu czynnego, stężenie tlenu rozpuszczonego w komorach osadu 
czynnego, ilość dawkowanego koagulantu itp.) w celu uzyskania wymaganego 
efektu ekologicznego. Jedną z miar efektywności działania oczyszczalni ścieków 
jest niezawodność obiektu, pozwalająca ustalić, czy obiekt pracuje poprawnie 
przez określony czas i przy zróżnicowanych warunkach eksploatacyjnych (Rak 
2008). 

Niezawodność obiektu wyraża prawdopodobieństwo wystąpienia zdarzenia 
opisanego relacją (Rak i Tchórzewska - Cieślak 2009): 

R(t) = p(t > r) (8.16) 
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w której: R(t) - niezawodność, t - czas pracy obiektu bez wystąpienia awarii, T -

wymagany czas pracy bez awarii. 

Zależność (8.16) można odnieść do działania oczyszczalni ścieków. 

Przyjmując za czas pracy bez awarii odpowiednio epizody, gdy uzyskana na 
odpływie jakość ścieków spełnia wymagania z Rozporządzeniu Ministra 
Środowiska z dnia 18 listopada 2014 r., istnieje możliwość analizy pracy 
bioreaktora w dowolnych okresach czasu. Niezawodność działania oczyszczalni 
w danym przedziale czasowym można zatem opisać równaniem: 

R(t) = _I_r_(x_1 ,_x_z,_ ... ,_x1~·) 

T 
(8.17) 

gdzie: T - liczba zdarzeń w okresie czasu, w którym analizowany jest dowolny 
parametr działania oczyszczalni, stanowiący podstawę oceny jej niezawodności, 
r(x1 , x2 , ... , xi) - funkcja o charakterze lingwistycznym opisana przez zmienne 
niezależne x1 , x2 , ... , Xj, przyjmująca wartości O dla przypadków, gdy przyjęta 
graniczna wartość liczbowa Xg w ocenie niezawodności działania obiektu zostaje 
przekroczona, co odpowiada problemom z eksploatacją oczyszczalni ścieków, 

i wartości 1, gdy dla przyjętych zmiennych niezależnych, w tym m.in. nastaw 
bioreaktora, nie zostaje przekroczona wartość Xg i nie stwierdzono problemów 
w eksploatacji obiektu. 

Biorąc pod uwagę ogólny charakter zależności (8.17) można stwierdzić, że 
istnieje możliwość przyjmowania innych kryteriów oceny działania oczyszczalni, 
niż wartości wybranych wskaźników jakości ścieków na odpływie. Jednym 
z kryteriów, które są stosowane przy analizie niezawodności działania oczyszczalni 
ścieków, jest obciążenie substratowe osadu, którego wartość istotnie determinuje 
jakość ścieków oczyszczonych. Jednak, opracowany przez Zhou i in. (2018) model 
do prognozy wartości FIM charakteryzował się niskim dopasowaniem wyników 
obliczeń do pomiarów, przez co jego zastosowanie było ograniczone. Poza tym 
model ten, jak i większość modeli opracowanych przez innych autorów (Niku 
1981, Eisenberge i in. 2001, Messaoud i in. 2013), miał ograniczone możliwości 
oceny wpływu zmian w przyjętych strategiach sterowania bioreaktorem na 
niezawodność działania obiektu. 

Mając na uwadze powyższe uwagi opracowuje się modele probabilistyczne 
do prognozy niezawodności działania oczyszczalni ścieków. W modelach tych do 
prognozy ilości i jakości ścieków oraz temperatury ścieków w bioreaktorze stosuje 
się generatory, pozwalające na symulację warunków na dopływie do oczyszczalni 
i warunków meteorologicznych przy użyciu rozkładów teoretycznych 
poszczególnych zmiennych wyznaczanych na podstawie pomiarów wykonanych 
w okresie wieloletnim. Otrzymane wyniki prognoz stanowią następnie wejścia do 
odpowiednich modeli procesowych, co pozwala w rezultacie na optymalny dobór 
parametrów operacyjnych bioreaktora (Rousseau i in. 2001, Bixo i in. 2002). 
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Model probabilistyczny przedstawiony przez Bixo i in. (2002) okazał się pomocny 
przy symulacji działania oczyszczalni ścieków, jednak symulacje wykonane za 
jego pomocą odnosiły się wyłącznie dla konkretnego pojedynczego okresu roku 
(zima, wiosna, lato) i dlatego ograniczone były możliwości badania wpływu 
przyjętej strategii sterowania na działanie obiektu w dłuższym okresie czasu (np. 
rok). W Polsce model probabilistyczny do prognozy funkcjonowania oczyszczalni 
ścieków opracowali Andraka i Dzienis (2013), jednak w swoich analizach pominęli 
oni model procesowy, co ograniczyło możliwość oceny wpływu przyjętych nastaw 
na działanie obiektu. 

Na uwagę zasługuje również fakt, że aspektem do tej pory nie ujmowanym 
w modelach probabilistycznych były awarie układów pomiarowych w oczyszczal­
niach ścieków. 

Mając na względzie powyższe uwagi i ograniczenia omówionego w punkcie 
8.1 modelu do analizy niezawodności oczyszczalni ścieków, przedstawiono poniżej 
autorski model probabilistyczny do analizy niezawodności oczyszczalni w ujęciu 
długookresowym (jednego roku) w odniesieniu do sedymentacji osadu czynnego. 
Schemat algorytmu wyznaczania modelu zamieszczono na rys. 8.6. 

Zaproponowany model składa się z dwóch niezależnych modeli. Pierwszym 
z nich jest model klasyfikacyjny (logitowy) do prognozy sedymentacji osadu 
czynnego, w którym uwzględnione zmienne niezależne dotyczą ilości i jakości 
ścieków oraz parametrów operacyjnych bioreaktora. Zaletą tego modelu jest prosta 
interpretacja wyników obliczeń, pozwalająca ocenić, na podstawie wyznaczonych 
współczynników empirycznych (~j) , wpływ poszczególnych zmiennych 
niezależnych (xj) na modelowany proces. 

Kolejny model w zaproponowanym algorytmie, a właściwie grupa modeli, to 
generatory zmiennych niezależnych (xj) uwzględnionych w równaniu p = 
f(x1 , x2 , x3 , ... , xi służącym do prognozy parametrów operacyjnych reaktora 
i sedymentacji osadu; modele te są wyznaczane za pomocą metody Monte Carlo. 
Podstawą symulacji tych zmiennych za pomocą generatorów są rozkłady 

teoretyczne zmiennych ustalone w oparciu o ich rozkłady empiryczne wyznaczone 
na podstawie danych pomiarowych rejestrowanych na oczyszczalni ścieków. 

W przypadku modeli generatorów przyjęto, że istnieje możliwość prognozy awarii 
analizatorów zainstalowanych na oczyszczalni do pomiaru wskaźników jakości 
ścieków na dopływie ujętych w modelu p = f(xi, x2 , x3 , ... , xj)- W dalszych 
analizach założono średnią liczbę T awarii analizatorów w roku, i stosując metodę 
Monte Carlo generowane są wartości z zakresu 1--;-365 ( dni), odpowiadające 

zdarzeniom, gdy taka awaria miała miejsce. W przypadku awarii analizatorów 
wybranych wskaźników jakości ścieków, a co za tym idzie, braku pomiarów 
odnośnych zmiennych w modelu p = f(xi, x2 , x3 , •• • , xj) w proponowanym modelu 
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przyjęto albo średnie wartości analizowanych wskaźników, albo mogą one być 
modelowane za pomocą modeli statystycznych opisanych w punkcie 7.3 . Aspekt 
awaryjności analizatorów do tej pory nigdy nie był badany przez innych autorów. 

Pomiar: 
- ilość, jakość ście ków, 

- parametry operacyjne bioreaktor a, 

ł 
Dobór zm iennych niezależnych (xJ) 
w modelu do prognozy p = f(x1, x,, ... , X;) 

! 
Opracowanie modelu do prognozy p = f(x1, Xi, ... , Xj) 

! 
Identyfikacja rozkładów empirycznych zmiennych 
niezależnych (x!) opisujących warunki na dopływie 
oraz parametry działania KOC o test Kotmogorova 
- Smirnova (K-5) 

! 
Opracowanie w oparciu o metodę MC generatorów 
zmiennych niezależnych (x,) opisujących warunki na 
dopływie do OŚ i parametry operacyjne KOC 

! 
Symulacja K - krotna rocznych syntetycznych 
szeregów czasowych zmiennych niezależnych (xi) za 
pomocą metody MC 

! 
Dobór wartości nastaw bioreaktora dla 
poszczególnych epizodów (Z= 365 dni) 
w wygenerowanych szeregach czasov;ych 
na podstawie modelu p = f(x1, xi, ... , X;) 

ł 
Obliczenia niezawodności R(t) w oparciu 
o wygenerowane K- roczne szeregi 
czasowe zmiennych niezależnych 

Awaria analizatorów jakości ścieków 
w rocznym szeregu czasowym 

T - krotna symulacja metodą Monte Carlo 
Z - awarii analizatorów jakości ścieków 
w wygenerowa nych K - szeregach czasowych 

ł r------------------7 
Wyznaczenie dystrybuanty empirycznej 
(CDF) wartości R(t) w oparciu o K -symulacji 

szeregów czasowych 

I 
I 
I 
I 

Przyjęto wartości średnie wartości wskaźników 

jakości śc ieków w modelu p = f(x1, x2, ... , Xj) 

Obliczenia brakujących wartości wskaźników 
jakośc i ścieków w wygenerowanych szeregach 

I czasowych przy pomocy modeli statystycznych 

I 

L-- - ----- - -- -- ------~ 
Rys. 8.6. Schemat obliczeniowy zaproponowanego w pracy modelu 

probabilistycznego do prognozy niezawodności działania oczyszczalni 
w odniesieniu do sedymentacji osadu. 
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Kolejne kroki zaproponowanego algorytmu obliczeniowego z rys. 8.6 są 

następujące: 

a) wyznaczenie zmiennych niezależnych (xj) 

empirycznych (ai) w modelu regresji logistycznej, 

współczynników 

b) ustalenie rozkładów empirycznych zmiennych niezależnych (xj) 

uwzględnionych w modelu p = f(x1 , x2 , x3 , .•. , xi) i dopasowanie do nich 
rozkładów teoretycznych za pomocą testu Kołmogorova-Smirnova, 

c) K-krotna symulacja metodą Monte Carlo (MC) szeregów czasowych 
zmiennych niezależnych opisujących warunki na dopływie do 
oczyszczalni ścieków i parametry operacyjne komór osadu czynnego, 

d) dobór nastaw w bioreaktorze na podstawie przyjętych strategii 
sterowania dla poszczególnych dni w modelowanych K- krotnie 
rocznych szeregach czasowych, 

e) wyznaczeme wartości p dla ustalonych wartości zmiennych 
niezależnych, 

f) obliczenie niezawodności R(t) dla przyjętej strategii sterowania 
reaktorem biologicznym dla obliczonych K szeregów czasowych, 

g) ustalenie rozkładu empirycznego niezawodności R(t)na podstawie 
wyznaczonych K wartości R(t), 

h) wyznaczenie rozkładów empirycznych dla zmiennych będących 

parametrami operacyjnymi reaktora (CDF - skumulowane rozkłady 
gęstości prawdopodobieństwa) na podstawie symulacji Z dni w K 
rocznych szeregach czasowych, 

i) analiza wpływu awarii analizatorów wybranych wskaźników jakości 
ścieków na działanie bioreaktora; dla przyjętej liczby awarii Z, za 
pomocą generatora MC sa modelowane T -krotnie dni, gdy wystąpią 
awarie analizatorów jakości ścieków dla wygenerowanych K szeregów 
czasowych, 

j) dla przyjętych założeń w odniesieniu do wskaźników jakości ścieków 
dobierane są odpowiednio nastawy bioreaktora i określne są rozkłady 
CDF wartości niezawodności oraz parametry operacyjne bioreaktora. 

Bazując na opracowanym we wcześniejszych rozdziałach modelu do symulacji 
p = f(x1,x2,x3, ... ,xi) (równanie 7.4.1) i na uwzględnionych w modelu zmiennych 
niezależnych zamieszczono poniżej przykład zastosowania omówionego powyżej 
algorytmu tworzenia modelu probabilistycznego do prognozy niezawodności 

działania oczyszczalni w odniesieniu do sedymentacji osadu czynnego. 
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W prowadzonych analizach rozważono kilka przykładowych strategii sterowania 
bioreaktorem: 

a) (S 1) kontrola wartości Xoc, DO, mp1x w oparciu o analizy 
przeprowadzone w punkcie 8.3 i wytyczne branżowe do eksploatacji 
obiektów z usuwaniem C, N i P (Łomotowski i Szpindor 1999, Henze 
i in. 2002, Flores-Alsina i in. 2009); opracowany zestaw reguł 

sterujących postaci: 

4,50 ~ Xoc,bz ~ 2,50 
2,50 ~ DObz ~ 2,00 
5,00 ~ Xoc,op ~ 4,50 

0z(S1) = 2,50 ~ D00 p ~ 2,00 
5,00 ~ Xoc,r ~ 4,50 
2,50 ~ DOr ~ 2,25 

mp1x = f(<P(Xoc, DO)) 

(8.18) 

b) (S2-Var) Kontrola wartości Xoc , DO i mp1x w zależności od TKoc ; 
opracowany zestaw reguł sterujących postaci: 

TKOC ~ 13,7°C 
DO= 2,5mg/l 

X0 c = 5,00 kg /m3 

mp1x = 1,14 m 3 /d 
(Z)z(S2) = (8.19) 

TKOC ~ 13,7°C 
DO= 2,25 mg/l 

X0 c = 4,50 kg/m3 

mp1x = 0,51 m 3 /d 

c) (S3-min, S4-max) Kontrola wartości X0 c, DO w zależności od TKoc 
i mp1x = const; opracowane zestawy reguł sterujących postaci: 

TKOC ~ 13,7°C 
DO= 2,5mg/l 

X0 c = 5,00 kg/m3 

(Z)z(S3) = TKOC ~ 13,7°C (8.20) 
DO= 2,25 mg/l 

X0 c = 4,50 kg/m3 

mPix = 0,51 m3 /d 

196 



8. Optymalizacja i sterowanie pracy bioreaktora 

TKOC ~ 13,7°C 
DO= 2,5mg/l 

X0 c = 5,00 kg /m3 

0z(S4) = TKOC ~ 13,7°C 
DO= 2,25 mg/l 

Xac = 4,50 kg /m3 

mp1x = 1,14 m 3 /d 

(8.21) 

W przypadku strategii Sł, dla losowych wartości (BZT5 /N 0 g, (BZT5 /P0 g, 

LN-Ntt4 , i TKoc obliczono wartości mp1x, X0 c i DO w taki sposób, aby C0R 10 = 
1,0, co oznacza brak puchnięcia osadu w analizowanym okresie, a co za tym idzie 
R(t = 365 dni) = 1,0. Tym samym zachodzi potrzeba analizy zmienności 
uzyskanych z symulacji parametrów operacyjnych komór osadu czynnego, dla 
wartości wskaźników jakości ścieków i temperatury w bioreaktorze otrzymanych 
prognozy MC. 

W pozostałych strategiach sterowania (S2+S4) z uwagi na to, że wartości 
MLSS, DO i mp1x są zadawane, wartości R(t) mogą zmieniać się w odpowiednim 
zakresie zmienności. W strategiach sterowania S2+S4 koncentrowano się na 
analizie niezawodności działania obiektu R(t) i aspektach technologicznych 
związanych z dawkowaniem koagulantu PIX. 

Bazując na przedstawionym na rys. 8.6 algorytmie obliczeniowym 
i wykonanych wyżej obliczeniach, wyznaczono rozkłady empiryczne zmiennych 
niezależnych o charakterze losowym (BZT5/N0 g, BZT5/Pog, LN-Ntt4 , i TKoc) 
ujętych w równaniach (7.4.1) i (8.2), (8.3); do danych tych dopasowano następnie 
rozkłady teoretyczne (tab. 8.2). Przeprowadzone analizy wykazały, że w przypadku 
większości analizowanych zmiennych nie ma podstaw do odrzucenia hipotezy 
zerowej mówiącej, iż rozpatrywany empiryczny rozkład danych odbiega od 
rozkładu normalnego. Na podstawie opracowanych modeli do prognozy 
sedymentacji osadu opisanych równaniami (7.4.1) i (8.2), (8.3) i wyznaczonych 
rozkładów teoretycznych zmiennych (tab. 8.2) oraz dla przyjętych strategii 
sterowania (S 1 +S4) wykonano następnie obliczenia niezawodności R(t = 
365 dni) działania oczyszczalni, gdy mają miejsce awarie analizatorów (Z=36) 
i gdy awarie nie występują; wyniki uzyskanych symulacji zamieszczono na rys. 
8.7+8.13. 

Na bazie wykonanych obliczeń dla wariantu sterowania S 1 sporządzono 
krzywe CDF obrazujące zmienność parametrów operacyjnych (Xoc, DO i mp1x) 
bioreaktora dla okresu rocznego, Analizując na rys. 8.7 i 8.8 zmienność wartości 
DO i Xoc w ciągu roku można stwierdzić, że obliczone stężenie tlenu 
rozpuszczonego i stężenie osadu czynnego w KOC zmieniało się, odpowiednio, w 
zakresie 2,0+2,5 mg/1 i 2,5+5,0 kg/m3• 
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Tab. 8.2. Zestawienie wyników obliczeń dopasowania rozkładów teoretycznych do 
danych empirycznych w oparciu o test Kołmogorova-Smirnova dla oczyszczalni 

w Sitkówce-Nowiny. 

Zima 
Wskaźniki 

I rozkład 
Q N 

TKOC N 

BZT5 N 

N-NRi N 

Nog N 

Pog N 

TKOC N 

DO N 

Xoc N 

Io LN 

PIX N 

1 

0.9 

0.8 I 
- bezawarii I 
......... z awariami 

0.7 

0.6 

u. 0.5 o 
u 

0.4 

0.3 

0.2 

0.1 

o 
1.9 2.1 

Wiosna, lato, jesień 

li K-S (p) li rozkład I K-S (p) 

0,342 

0,524 

0,782 

0,881 

0,732 

0,575 

0,054 

0,156 
0,135 

0,608 

0,254 

.............. 

2.2 
DO, mg/L 

N 0,245 

N 0,456 

N 0,569 

N 0,752 

N 0,700 

N 0,521 

N 0,068 

N 0,231 
N 0,156 

LN 0,520 

N 0,315 

2.3 2.4 2.5 

Rys. 8. 7. Rozkład empiryczny wartości DO w przeciągu roku dla wariantu 
sterowania S 1 bez awarii i z awariami dla oczyszczalni w Sitkówce-Nowiny. 
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········· z awariami 

- bez awarii 

2.5 3 3.5 

Xoc, kg/m3 

4 4.5 5 5.5 

Rys. 8.8. Rozkład empiryczny wartości Xoc w roku dla wariantu sterowania S 1 bez 
awarii i z awariami dla oczyszczalni w Sitkówce-Nowiny. 

1 

0.9 

0.8 

0.7 

0.6 

LI.. 0.5 
o 
u 

0.4 

0.3 

0.2 

0.1 

o 
o 0.25 0.5 0.75 1 1.25 1.5 1.75 

m.,x, m3/d 
2 

-bez awarii 

········· z awariami 

2.25 2.5 2.75 3 

Rys. 8.9. Rozkład empiryczny wartości mp1x w przeciągu roku dla wariantu 
sterowania S 1 bez awarii i z awariami dla oczyszczalni w Sitkówce-Nowiny. 
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Rys. 8.10. Rozkład empirycmy wartości mp1x w roku dla wariantu sterowania S 1 
bez awarii i z awariami dla oczyszczalni w Sitkówce-Nowiny. 

Wymaczone wartości DO na poziomie 2,5 mg/1 i Xoc na poziomie ok. 5,0 
kg/m3 (odpowiada to wartości percentyla p = 0,95) wskazują, że średnio przez 
około 0,25 roku temperatura w bioreaktorze spada poniżej 13,8°C. Przez okres 
około 0,75 roku wartość DO była na poziomie :S 2,25 mg/1 a wielkości Xoc :s; 5,0 
kg/m3, co można utożsamiać z pracą bioreaktora w warunkach pogody 
bezdeszczowej, z czego przez okres 0,15 roku wartości DO i Xoc zmieniały się, 
odpowiednio, w przedziale 2,00-c-2,25 mg/1 i 2,5-c-4,5 kg/m3. Wartości DO i Xoc 
zmieniające się w podanych wyżej zakresach mogą wskazywać na to, że podczas 
eksploatacji badanego obiektu zdarzały się okresy podwyższonej temperatury 
osadu, co można utożsamiać z okresem letnim i wiosennym; jest wówczas możliwe 
maczne obniżenie stężenia tlenu oraz prawdopodobnie także wartości Xoc 
(rys. 8.8) i mp1x (rys. 8.9), unikając przy tym problemów z puchnięciem osadu 
czynnego. 

Biorąc pod uwagę losowy charakter zmiennych niezależnych, takich jak BZT5 / 

N0 g, BZT5/P0 g, LN-NH4 , i TKoc, można stwierdzić na podstawie rys. 8.9 i rys. 8.10, 
iż oprócz kontroli wartości zmiennych X0 c i DO istotne maczenie odgrywa także 
dozowanie koagulantu PIX. 

Aby wyeliminować problemy z puchnięciem osadu czynnego zachodzi 
potrzeba dodatkowo podawania PIX w ilości 265m3/rok (p = 0,50). Istotnym 
aspektem, który uwzględniono w prowadzonych analizach, a dotychczas był on 
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pomijany w prognozach pracy oczyszczalni, były awarie analizatorów jakości 
ścieków. Wykonane symulacje działania osadnika wtórnego (rys. 8. 7-c-8.1 O) 
wykazały, że awarie analizatorów prowadzą do nieznacznego zwiększenia wartości 
zmiennych sterujących (Xoc , DO i mp1x) w cyklu rocznym, aby zapewnić 
niezawodność pracy oczyszczalni ścieków na poziomie (R(t 365 dni) = 1,0 
w odniesieniu do sedymentacji osadu czynnego. 

Przeprowadzone prognozy pracy bioreaktora (rys. 8. l l -c-8.15) dla kolejnych 
strategii sterowania (S2-;-S4) wskazują, iż niezawodność R(t) pracy obiektu 
w ujęciu rocznym zmniejsza się w porównaniu ze strategią SI, na co wskazuje 
przebieg poszczególnych krzywych na rys. 8.11. Spośród rozpatrywanych strategii 
sterowania (S2-;-S4) największą niezawodność działania osadnika wtórnego 
stwierdzono w przypadku strategii S4 (stała dobowa dawka PIX równa 1,14 m3). 

W tym przypadku, przyjmując losowy charakter ilości i jakości ścieków na 
dopływie do oczyszczalni (BZT5 /Nog, BZT5 /Pog, LN-NH4 ) oraz temperatury osadu 

(TKoc) stwierdzono, że niezawodność oczyszczalni ścieków zmienia się od 0,92 
(p = 0,05) do 0,96 (p = 0,95), podczas gdy średnia wartość wynosi R(t) = 0,94 
(p = 0,50). 
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Rys. 8.11. Rozkłady empiryczne niezawodności R(t) dla przyjętych strategii 
sterowania dla modelu z awariami i bez awarii dla oczyszczalni w Sitkówce­

Nowiny 
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Rys. 8.12. Rozkłady empiryczne niezawodności COR 10 dla przyjętych strategii 
sterowania dla modelu z awariami i bez awarii dla oczyszczalni w Sitkówce­

Nowiny. 
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Rys. 8.13. Rozkłady empiryczne wartości 11 dla przyjętych strategii sterowania dla 
modelu z awariami i bez awarii (gdzie 11 - udział dni w roku, gdy dawka PIX jest 

za mała i następuje puchnięcie osadu) dla oczyszczalni w Sitkówce-Nowiny. 
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Rys. 8.14. Rozkłady empiryczne niedoboru rocznej dawki PIX (mp1x), któraby 
wyeliminowała puchnięcie osadu dla przyjętych strategii sterowania dla modelu 

z awariami i bez awarii dla oczyszczalni w Sitkówce-Nowiny. 

0.9 

0.8 

0.7 

0.6 

u.. 
O 0 .5 
u 

0 .4 

0.3 

0.2 

0 .1 

o 
o 

p = 0,95 30,4 / 30,9 

. . 

-~-"'._ ~:~~-- 25,2 .··' 26,1 __________ 58,9 / 59~,6----~ 

- Var 

-min 

- max 

Var, awarie 

...... min, awarie 

. . ...... max, awarie 

p = o,o5 21,4 ! 21,9 50,5 __ / 51,9 92,5 ./~4.2 ----------- /- --------------- .-· ------------------------ .-· ---------------------

10 20 30 40 50 60 70 80 90 100 110 120 130 

mp1x, m3/rok 

Rys. 8.15. Rozkłady empiryczne nadmiaru rocznej dawki PIX (mp1x) dla 
przyjętych strategii sterowania dla modelu z awariami i bez awarii dla oczyszczalni 

w Sitkówce-Nowiny. 
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Mniejszą niezawodność funkcjonowania oczyszczalni uzyskano dla strategii 
sterowania ze zmienną dawką PIX w zależności od TKoc; wartości R(t) zmieniają 
się w zakresie 0,76--:-0,84. Wykonane symulacje pracy oczyszczalni Sitkówka­
Nowiny wykazały, że stosując strategię sterowania S4 w 95% zdarzeń w roku 
wartości COR 10 nie przekraczają wartości 1,15 co wskazuje na za dużą 

i nieoptymalnie dobraną dawkę dobową PIX. 

Wyniki te znajdują potwierdzenie w rezultatach analiz wykonanych 
w odniesieniu do udziału (ri) dni w roku, gdy ilość dawkowanego PIX jest 
niewystarczająca (rys. 8.13) i gdy ilość podawanego PIX jest nadmierna (rys. 8.12 
i 8.15), co prowadzi do obniżenia wartości COR1 (t = 1 + 365 dni) <1,0. Analiza o 

krzywych na rys. 8 .14 pozwala na ocenę zastosowanych strategii sterowania 
w odniesieniu do ilości dawkowanego PIX, którego nadmiar prowadzi do redukcji 
wartości COR 10 (t = 1 + 365 dni) <1,0. W przypadku strategii sterowania S4 

warunkującej największy udział dni w roku, gdy COR 10 (t) <1,0, stwierdzono, że 
roczna ilość nadmiarowo dawkowanego PIX jest największa i zmienia się od 95 ,2 
m3/rok (p = 0,05) do 114,1 m3/rok (p = 0,95). W strategii sterowania S2 ilość PIX 
jest mniejsza o ponad 40 %, co znajduje również odzwierciedlenie w wartościach 
COR1Jt) (rys. 8.12) i w rozkładach empirycznych wartości rocznej dawki PIX 
(mp1x), która by wyeliminowała puchnięcie osadu. 

Uzyskane wyniki obliczeń zobrazowane na rys. 8.11 --:-8.15 wskazują, że 

wpływ na niezawodność pracy obiektu mają awarie analizatorów jakości ścieków. 

Ujęcie awarii analizatorów w modelu powoduje spadek niezawodności pracy 
bioreaktora, co wynika z niepewnej informacji o jakości ścieków na wlocie do 
oczyszczalni. Obniżenie niezawodności działania reaktora R(t) nie jest duże, 

bowiem wartość R( t) dla poszczególnych percentyli obniża się o L1R~0,0 l, ale 
wskazuje to na wzrost liczby potencjalnych problemów podczas eksploatacji 
obiektu. Na podstawie wykonanych analiz (rys. 8.11 --:-8.15) można stwierdzić, że 
w poszczególnych strategiach sterowania (S2--:-S4) uwzględnienie w symulacjach 
awarii prowadziło do spadku ilości dawkowanego PIX (w porównaniu 
z przypadkami bez awarii), którego niedobór przyczynia się do spadku 
niezawodności działania oczyszczalni. 

Podsumowując uzyskane wyniki można stwierdzić, że zaproponowany model 
probabilistyczny można stosować do analizy wpływu przyjętych strategii 
sterowania oczyszczalni na niezawodność działania obiektu. Zaproponowane 
rozwiązanie jest tym bardziej istotne, że daje możliwość oceny i identyfikacji 
niekorzystnych warunków eksploatacyjnych, na które oczyszczalnia może być 
narażona z uwagi na dużą zmienność ilości i jakości dopływających ścieków. 
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8.5. Aspekty sterowania bioreaktorem - jakość ścieków na wylocie 
a sedymentacja osadu 

Podczas eksploatacji oczyszczalni ścieków kluczowy jest dobór i kontrola 
parametrów operacyjnych bioreaktora, aby na odpływie wartości wybranych 
wskaźników jakości ścieków ujętych w Rozporządzeniu Ministra Środowiska 
z dnia 14 listopada 2014 r. nie zostały przekroczone. W celu poprawy efektywności 
działania oczyszczalni ścieków i obniżenia kosztów jej pracy coraz częściej 

opracowuje się modele matematyczne (tab. 3.1+3.4) wspomagające sterowanie 
systemami wykonawczymi regulującymi stopnie recyrkulacji, stężenie tlenu 
rozpuszczonego w komorach nitryfikacji, ilość dawkowanych związków 

chemicznych (metanol, PIX itp.). Jednak, w modelach tych pomija się zwykle 
dynamikę procesów zachodzących w bioreaktorze i mających wpływ na jakość 
ścieków oczyszczonych (np. sedymentacja osadu czynnego). Ponadto, zakłada się 
powszechnie ciągłość pomiarów wykorzystywanych w modelach (usuwanie ze 
ścieków związków organicznych, azotu, fosforu, puchnięcie osadu itp.), co 
powoduje, że opracowywane na podstawie takich modeli algorytmy sterowania 
mają ograniczone zastosowanie w praktyce. 

Dlatego też, w pracy zaproponowano algorytm obliczeniowy (rys. 8.16) 
umożliwiający symulację i kontrolę jakości ścieków na wylocie z oczyszczalni 
ścieków oraz ocenę procesu sedymentacji osadu czynnego w przypadku 
nieciągłości ciągów pomiarowych dotyczących wskaźników jakości ścieków. 

W algorytmie przewiduje się, że w przypadku nieciągłości szeregów czasowych 
brakujące wartości wskaźników będą modelowane. Uzyskane tym sposobem dane 
wejściowe do modeli procesowych (wskaźniki jakości ścieków na dopływie, 

parametry sterujące reaktorem Xoc, DO i mp1x) umożliwią wykonanie symulacji 
jakości ścieków na wylocie z obiektu i procesu sedymentacji osadu czynnego 
w bioreaktorze. W przypadku, gdy dobrane wartości nastaw reaktora zapewniają 
wartości wskaźników jakości ścieków oczyszczonych (Coctp(t) niższe od wartości 
dopuszczalnych, to można uznać te nastawy za właściwe. W przeciwnym 
przypadku należy dokonać korekty przyjętych nastaw. Jako dodatkowy istotny 
parametr technologiczny będący podstawą oceny działania oczyszczalni przyjęto 
sedymentację osadu czynnego. 

W badaniach skupiono się na symulacji na wylocie z oczyszczalni związków 
azotu (N0 g, N-NH4) i fosforu (P0 g) ze względu na to, że podczas eksploatacji 
obiektu miały miejsce przekroczenia ich dopuszczalnych wartości (tab. 5.1). Do 
modelowania wskaźników jakości ścieków wykorzystano modele matematyczne 
omówione w punkcie 7.4. Do prognozy sedymentacji osadu czynnego zastosowano 
model regresji logitowej opisany równaniem (7.4.1). W celu praktycznej 
implementacji zaproponowanego algorytmu obliczeniowego (rys. 8.16) wykonano 
przykładowe obliczenia składające się z następujących kroków: 
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a) symulacja jakości ścieków na dopływie do oczyszczalni dla wybranych 
zdarzeń, 

b) prognoza jakości ścieków na wylocie z oczyszczalni i sedymentacji 
osadu dla stanu istniejącego, 

c) interpretacja uzyskanych wyników i dobór nastaw w bioreaktorze, 

d) prognoza jakości ścieków na wylocie z oczyszczalni i sedymentacji osadu 
dla przyjętych nastaw. 

Nieciągłości w sze regach czasowych 
wskaźników jakości ścieków 

Symulacje wskaźników jakości ścieków 

Modele procesowe do prognozy jakości 

ścieków na wylocie z oczyszczalni 

Dobór nastaw w bioreaktorze 

- Obliczenia jakości ścieków na wylocie 

z oczyszczalni o modele procesowe, 
- Prognoza sedymentacji osadu czynnego 

N IE 

Model procesowy do prognozy 
sedymentacji osadu czynnego 

Coop(t) < Cmax(t) 1--------- Korekta nastaw bioreaktora 

TAK 

Rys. 8.16. Schemat ideowy algorytmu kontroli nastaw w bioreaktorze w przypadku 
nieciągłości w szeregach czasowych wskaźników jakości ścieków. 

Kroki obliczeniowe (a) i (b) szczegółowo omówiono w punktach 7.3 i 7.4. 
W obliczeniach do prognozy jakości ścieków na dopływie do oczyszczalni (BZT5 , 

ChZT, N0 g, N-NH4, P0 g) zastosowano modele opracowane na bazie metody 
kaskadowych sieci neuronowych, zapewniającą najlepsze dopasowanie wyników 
obliczeń do pomiarów. Do obliczenia jakości ścieków na wylocie z obiektu 
w przypadku braku ciągłości w pomiarach wskaźników jakości ścieków na 
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dopływie przyjęto kombinację modeli CNN+CNN dla N0 g oraz SVM+CNN dla 

P0 g i N-NH4. Pomiary oraz wyniki obliczeń wybranych wskaźników jakości 
ścieków i sedymentacji osadu czynnego przedstawiono na rys. 8.17. 
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Rys. 8.17. Wyniki pomiarów i symulacji wybranych wskaźników jakości ścieków 
(N 0 g, N-NH4, P0 g) i obliczeń prawdopodobieństwa przekroczenia wartości l0 = 

150 cm3/g dla oczyszczalni w Sitkówce - Nowiny. 

Na podstawie wyznaczonych krzywych można stwierdzić, że w przypadku 
analizowanych zdarzeń w okresie zimy i wiosny wartości analizowanych 
wskaźników jakości ścieków były wyższe, niż w okresie wiosny i lata. Pogorszeniu 
jakości towarzyszyło również puchnięcie osadu, na co wskazują uzyskane 
wartości p > 0,50 . Analizując wartości wskaźników jakości ścieków na wylocie 
z oczyszczalni stwierdzono, że w przypadku, gdy miało miejsce puchnięcie osadu, 
doszło również do przekroczenia dopuszczalnych wartości wskaźnika jakości 

dotyczącego Nog· Mogło to być związane ze stosunkowo niskim stężeniem osadu 

czynnego w okresie zimowym (rys. 8.18) i obniżoną temperaturą, co miało wpływ 
na kinetykę procesów biologicznego usuwania zanieczyszczeń. 

W okresie letnim i wiosennym stwierdzono brak problemów z puchnięciem 
osadu (niskie wartości p) i do oczyszczalni na poziomie 86000 m3/d. niższe 
wartości wskaźników jakości ścieków na wylocie z oczyszczalni, niż w okresie 
zimowym. Wynikało to ze zmiany kinetyki procesów usuwania związków azotu 
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w bioreaktorze i wysokiego stężenia osadu czynnego, osiągającego lokalnie 
wartości na poziomie 5,6 kg/m3, co przekracza wartość zalecaną do eksploatacji 
bioreaktorów w technologii osadu czynnego. Rozpatrując wartości DO mierzone 
w okresie letnim można stwierdzić, że zmieniały się one w zakresie 2,3-:--3,0 mg/I, 
a w okresie zimowym ich zmienność była większa (2,0-:--3,2 mg/I). Maksymalna 
zanotowana wartość DO odpowiadała intensywnemu zdarzeniu opadowemu, 
któremu towarzyszył dopływ 
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Rys. 8.18. Koncentracja N0 g, N-NH4, P0 g w ściekach odpływających 

z oczyszczalni i prawdopodobieństwo przekroczenia wartości 10 = 150 cm3/g 
w zależności od wartości nastaw reaktora (Xoc, DO i mp1x) dla oczyszczalni 

w Sitkówce-Nowiny. 

Analiza obecnego stanu działania obiektu wskazuje, że w okresie letnim 
wydawała się możliwa eksploatacja obiektu przy niższych stężeniach osadu 
czynnego - nie większych, niż wartość zalecana równa 5,0 kg/m3. W okresie 
zimowym należy zapewnić wartości wskaźników jakości ścieków poniżej wartości 
dopuszczalnych (N 0 g < 10 mg/1), co jest możliwe poprzez zwiększenie stężenia 
osadu czynnego i stabilizację stężenia tlenu rozpuszczonego na względnie stałym 
poziomie nie przekraczającego wartości DO =2,5 mg/I. 
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Omówione ograniczenia można zapisać w postaci warunków: 

X0 c(t) ::;; 5,0 kg· m-3 

DO(t)::;; 2,S0mg/l 

0z(S) = mp1x = f(Xoc(t), DO(t)) 
N09 ::;; 10 mg/l 

P09 ::;; 1 mg/l 

(8.22) 

Z uwagi na to, że realizacja powyższych warunków jest możliwa dla dużej 
liczby kombinacji wartości parametrów operacyjnych reaktora, przyjęto 

w obliczeniach dodatkowe założenia: w okresie wiosenno-letnim wartości Xoc, 
DO i mp1x, należy ustalić w taki sposób, aby p ::;; 0,50 i jednocześnie aby nie 
przekroczyć na wylocie dopuszczalnych wartości wskaźników jakości; w okresie 
zimowym przyjęto Xoc = 5,0 kg/m3 i DO = 2,25 mg/I, identyczne jak w modelu 
przedstawionym w punkcie 8.1, a ilość dawkowanego PIX przyjmowano 
opcjonalnie: a) identycznie, jak w obiekcie (Sa); b) minimalna dobowa dawka PIX 
nie mniejsza, niż 0,51 m3/d; w przypadku przekroczenia stężenia Pag na wylocie 

iloś ć PIX jest wyznaczana w oparciu o opracowany model matematyczny (Sb)-

Bazując na powyższych założeniach wykonano wariantowe obliczenia 
wartości Xoc , DO i mp1x, dla przypadku, gdy pomiary wartości wskaźników 

stanowiących zmienne niezależne w modelach do prognozy Nag, N-NH4 i Pag są 
ciągłe, oraz dla przypadku, gdy występują nieciągłości w pomiarach. Wyniki 
symulacji przedstawiono na rys. 8.19 i rys. 8.20. 

Na podstawie wykonanych obliczeń stwierdzono, że w okresie zimowym 
można wyeliminować zdarzenia, gdy wartości Nag na odpływie przekraczają 

wartości dopuszczalne, stosując odpowiedni dobór nastaw w bioreaktorze 
w przypadku występowania nieciągłości w pomiarach wskaźników jakości 

ścieków . W okresie zimowym korekta nastaw Xoc , DO pozwoliła na poprawę 
jakości ścieków na wylocie z oczyszczalni w przypadku Nag i N-NH4 oraz 
poprawę własności sedymentacyjnych osadu, na co wskazują obliczone wartości p, 
jednak nie wyeliminowano puchnięcia osadu, co wynika z wartości (p > 0,5) 
(rys. 8.19). Maksymalne wartości wskaźników jakości ścieków dla stanu obecnego 
obniżono w przypadku Nag do wartości z zakresu 9,0-:-9,8 mg/I oraz w przypadku 

Pag, od wartości 0,91 mg/I do 0,35 mg/I (wariant Sa)- W badanym wariancie 
obliczeń istnieje możliwość eliminacji puchnięcia osadu jedynie na drodze 
dawkowania koagulantu PIX, co wpłynęłoby pozytywie na poprawę jakości 

ścieków w odniesieniu do Pag, i BZTs. 

209 



a) 

b) 

'O 
;;;--
E.. 17.5 

15 

~ 
~ 12.5 

u o 
X 

~ 
E 

10 

0- 7.5 
o 

5 

2.5 

20 

'o 
;;;--
E.. 17.5 
X 
a: 
E 15 

,:;.:. 
E ....__ 
~ 12.5 

l:l 
X 

10 

0 - 7.5 
o 

i!' 
o.. 5 

o 25 

8. Optymalizacja i sterowanie pracy bioreaktora 

50 75 100 125 
t, dni 

150 

- Nog(obl) 

N og (s) 

- N-NH4(obl) 

N-NH4 (s) 

P og (obi) 

p og (s) 

- Xoc(o) 

·········Xoc (s) 

- DO(o) 

DO (s) 

- mp1x(o) 

m PIX (s) 

-p(obl) 

P (s) 

175 200 225 250 

0.9 

0.8 

0.7 

0.6 

0.5 c_ 

0.4 

0.3 

0.2 

0.1 

~-----~------------------~ 1 

o 25 50 75 100 125 
t, dni 

150 175 

- Nog(obl) 

Nog (s) 

- N-NH4 (obi) 

N-NH4 (s) 

P og (obi) 

P og (s) 

- Xoc(o) 

········· Xoc (s) 

- DO(o) 

DO (s) 

- mp1x(o) 

mPIX (s) 

- p(obl) 

P (s) 

200 225 250 

0.9 

0.8 

0.7 

0.6 

0.5 c_ 

0.4 

0.3 

0.2 

0.1 

Rys. 8.19. Porównanie wartości nastaw w bioreaktorze (Xoc, DO i mp1x) 
i wskaźników jakości ścieków na wylocie (N0 g, N-NH4 i P0 g) dla stanu istniejącego 

i po optymalizacji dla wariantu uwzględniającego odpowiednio ciągłość (a) 
i nieciągłość (b) pomiarów wskaźników jakości na dopływie (ilość PIX dawkowana 

w okresie zimowym identyczna) dla oczyszczalni w Sitkówce - Nowiny. 
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Rys. 8.20. Porównanie wartości nastaw w bioreaktorze (Xoc, DO i mp1x) 
i wskaźników jakości ścieków na wylocie z oczyszczalni (N0 g, N-NH4 i P0 g) dla 

stanu istniejącego i po optymalizacji dla wariantu uwzględniającego odpowiednio 
ciągłość (a) i nieciągłość (b) pomiarów wskaźników na dopływie (ilość PIX 

dawkowana w okresie zimowym nie mniejsza, niż 0,51 m3/d) dla oczyszczalni 
w Sitkówce- Nowiny. 
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8. Optymalizacja i sterowanie pracy bioreaktora 

W wariancie obliczeń uwzględniającym ciągłość danych pomiarowych 
dotyczących wskaźników jakości ścieków i minimalną dobową dawkę PIX 
w okresie zimy na poziomie 0,51 m3 Id (Sb) stwierdzono wzrost wartości 
wskaźników jakości ścieków (P0 g) w porównaniu z wariantem Sa od wartości 0,33 
mg/I do 0,74 mg/I. 

Wykonane obliczenia wykazały, że w okresie letnim jest możliwa redukcja 
stężenia osadu czynnego (ma to wpływ na stopień recyrkulacji i stężenie osadu 
recykulowanego), stężenia tlenu rozpuszczonego (prowadzi to do redukcji 
objętości wprowadzanego powietrza), ilości dawkowanego PIX w stosunku do 
stanu istniejącego oraz jest możliwe niedopuszczenie do puchnięcia osadu 
czynnego, co potwierdzają uzyskane z symulacji wartości p < 0,5 (rys. 8.20). Co 
prawda, wartości wskaźników jakości ścieków (N 0 g, P0 g, N-NH4) zwiększyły się, 
jednak nie stwierdzono przekroczeń wartości dopuszczalnych ujętych 

w Rozporządzeniu Ministra Środowiska z dnia 18 listopada 2014 r. W okresie 
letnim w pojedynczych epizodach obliczone wartości p były znacznie mniejsze, niż 
0,50, i mieściły się w zakresie O, 10--:--0,30. W tych przypadkach nie była możliwa 
redukcja ilości podawanego PIX z uwagi na potencjalne przekroczenia wartości 
P0 g powyżej wielkości dopuszczalnej. 

Podsumowując powyższe wyniki analiz można stwierdzić, że zaproponowany 
w pracy algorytm umożliwiający dobór nastaw w bioreaktorze w przypadku 
nieciągłości w pomiarach wskaźników jakości ścieków, można zastosować na 
istniejącym obiekcie. Przedstawiona w pracy metodyka ma charakter uniwersalny 
i może być zaimplementowana na innych obiektach pod warunkiem, że są 

opracowane modele procesowe tych obiektów. 

Opracowany algorytm pozwala na równoległą analizę i badanie interakcji 
między jakością ścieków na wylocie z oczyszczalni a zmianą zdolności 

sedymentacyjnych osadu czynnego. Wykonane analizy wykazały, że w okresie 
zimowym występują problemy z sedymentacją osadu i w wielu przypadkach 
jedynym rozwiązaniem jest dawkowanie koagulantów. 
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iBS PAN Bartosz Szeląg: Modelowanie matematyczne, optymalizacja 
i sterowanie pracą przepływowych oczyszczalni ścieków 

9. Podsumowanie i wnioski końcowe 

Oczyszczalnia ścieków stanowi złożony obiekt technologiczny, w którym zachodzi 
szereg procesów biochemicznych. Podstawą oceny działania oczyszczalni jest 
uzyskiwanie na wylocie założonej jakości ścieków. Z uwagi na losowy i zależny 
od pory roku charakter ilości i jakości ścieków na dopływie, zapewnienie 
wymaganej jakości ścieków na odpływie jest trudne. Wymaga to regulacji w trybie 
dynamicznym nastaw bioreaktora i wybranych obiektów technologicznych, co 
pozwala na spełnienie obowiązujących wymagań prawnych. W związku 

z powyższym podejmowane są próby wspomagania procesu usuwania związków 
biogennych przy wykorzystaniu modeli matematycznych opracowanych na 
podstawie pomiarów gromadzonych na obiekcie. Do tego celu można stosować 
modele fizykalne lub parametryczne, tzw. modele czarnej skrzynki. Jednak z uwagi 
na znaczenie czasu przy wykonywaniu pojedynczej symulacji modelu 
oczyszczalni, obecnie w większości przypadków stosuje się modele parametryczne 
(szarej lub czarnej skrzynki). 

W przypadku obiektów, na których gromadzone są pomiary w trybie ciągłym 
( on-line) (ilość i jakość ścieków na dopływie i odpływie z oczyszczalni, parametry 
operacyjne bioreaktora), takie modele pozwalają na uzyskanie zadowalającej 

jakości ścieków na wylocie i obniżenie kosztów eksploatacyjnych. W przypadku 
braku ciągłości w pomiarach jakości ścieków na dopływie do oczyszczalni, na 
przykład na skutek wadliwej pracy urządzeń pomiarowych lub gdy wartości 

wskaźników oznaczane są drogą analityczną, modele matematyczne zasilane 
danymi w trybie on-line mają ograniczone zastosowanie. Wynika to z braku 
wartości liczbowych zmiennych niezależnych uwzględnianych w modelach 
procesowych. 

Poza problemami z dostępem do danych wejściowych w modelach 
matematycznych oczyszczalni pojawia się kolejna istotna kwestia dotycząca 

doboru metody do symulacji i interpretacji uzyskanych wyników. Należy rozważyć 
kwestię, czy tworzyć modele o prostszej strukturze wymagające mniejszych 
nakładów obliczeniowych i krótszego czasu obliczeń, czy może stosować modele 
bardziej złożone? Sformułowane zadanie jest trudne, bowiem stanowi kompromis 
między dokładnością prognoz i złożonością modelu i ma istotny wpływ na 
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9. Podsumowanie i wnioski końcowe 

podejmowanie decyzji przez technologa podczas eksploatacji oczyszczalni. 
Ponadto w przypadku modeli procesowych uzyskanych przy pomocy metod 
czarnej skrzynki (z uwagi na brak fizykalnej interpretacji wyznaczonej struktury) 
mogą pojawić się problemy z jednoznaczną oceną ich przydatności. Warunkiem 
użyteczności tworzonych modeli do symulacji bioreaktorów jest poprawne 
odzwierciedlenie wpływu zmiennych niezależnych (ilość i jakość ścieków na 
dopływie do obiektu, parametry operacyjne reaktora) na zjawiska zachodzące 
w osadzie czynnym. 

W pracy przedstawiono metodykę tworzenia modeli procesowych do 
symulacji ilości i jakości ścieków na wlocie i wylocie z oczyszczalni i osadu 
czynnego w bioreaktorze. Do tego celu zastosowano szereg metod data rnining, 
zaczynając od najprostszych modeli liniowych, poprzez modele bazujące na teorii 
drzew regresyjnych i klasyfikacyjnych (drzewa wzmacniane, lasy losowe), 
a kończąc na złożonych metodach uczenia maszynowego, jak metoda wektorów 
nośnych, sztuczne sieci neuronowe typu perceptron wielowarstwowy (3 warstwy) 
oraz sieci neuronowe kaskadowe (tzw. deep learning) z co najmniej dwiema 
warstwami ukrytymi. W przypadku symulacji osadu czynnego obliczenia dotyczą 
jego sedymentacji z zastosowaniem modeli do prognozy wartości liczbowych 
i zmiennych lingwistycznych ( osad puchnie lub nie). Wykorzystując opracowane 
modele statystyczne do symulacji procesów zachodzących w bioreaktorze 
przedstawiono metodykę optymalizacji działania oczyszczalni ścieków. Wykonane 
modele statystyczne wyznaczono na podstawie wieloletnich ciągów pomiarowych 
pochodzących z oczyszczalni ścieków Sitkówka-Nowiny, Trepcza i Rzeszów. 

Ze względu na złożoną postać opracowanych modeli przedstawiono metodykę 
ich tworzenia pozwalającą na analizę niezawodności pracy oczyszczalni w ujęciu 
długo- i krótko-okresowym. 

Na podstawie wykonanych w pracy obliczeń sformułowano następujące 

wnioski końcowe: 

1. Do analizy wrażliwości struktury sieci neuronowej (funkcje aktywacji, liczby 
neuronów w warstwach ukrytych) i zmiennych niezależnych (wartości 

przepływów i opadów) w przypadku prognozy dopływu należy zastosować 
metodę regresji logistycznej . Opracowany model szarej skrzynki pozwala na 
ocenę wpływu uwzględnionych w nim zmiennych niezależnych na 
dokładność predykcji dopływu. W opracowanym modelu można analizować 
wpływ poszczególnych zmiennych i również grupy zmiennych w porównaniu 
z innymi rozwiązaniami, w których rozważa się jedynie wpływ pojedynczych 
zmiennych. Zaprezentowane w pracy podejście stanowi alternatywne 
rozwiązanie do obecnie stosowanych metod, gdzie zachodzi potrzeba 
wykonania obliczeń o dużym nakładzie czasowym lub wymaga się 

implementacji złożonych algorytmów numerycznych. 
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2. Wykazano na podstawie przeprowadzonych badań, że możliwe jest 
modelowanie jakości ścieków (BZT5, ChZT, Z0 , N0 g, N-NH4, P0 g) na 
dopływie do oczyszczalni ścieków na podstawie pomiarów natężenia 

przepływu. Rezultaty te wskazują na to, że zróżnicowany stopień 

rozcieńczenia ścieków determinuje jakość ścieków, co wykazano na 
przykładzie dwóch obiektów ( oczyszczalnie Sitkówka-Nowiny i Rzeszów). 
Spośród badanych w pracy metod najlepsze wyniki modelowania 
(najmniejsze wartości błędów prognozy wybranych wskaźników jakości 

ścieków) otrzymano stosując metodę kaskadowych sieci neuronowych 
(wielowarstwowych). Z kolei największe błędy prognozy otrzymano 
metodami lasów losowych bądź drzew wzmacnianych. 

W przypadku niezadowalających zdolności predykcyjnych modeli do 
prognozy jakości ścieków wyznaczanych na podstawie wartości dopływów 
w oparciu o metody uczenia maszynowego, alternatywne rozwiązanie może 
stanowić opracowany klasyfikator wskaźników jakości i ładunków 

zanieczyszczeń. Zaproponowane narzędzie zbudowane przy użyciu metody 
wektorów nośnych pozwala na identyfikację stanu pracy oczyszczalni na 
dopływie do obiektu (przeciążenie hydrauliczne, niedobór biogenów) 
z dobowym wyprzedzeniem, na podstawie wartości natężenia przepływu 

zmierzonych w dobach poprzednich. Przedstawiony model pozwala na 
identyfikację typowych stanów na dopływie do oczyszczalni i umożliwia 
prognozowanie stanów incydentalnych niebezpiecznych dla bioreaktora. 
Wykonany w pracy model może stanowić użyteczne narzędzie dla 
technologa, który przy jego użyciu może podjąć odpowiednie decyzje 
eksploatacyjne dotyczące korekty parametrów operacyjnych bioreaktora 
(zmiana stopni recyrkulacji, stężenia tlenu rozpuszczonego w komorach osadu 
czynnego, dawkowania metanolu itp.). 

3. Na podstawie wykonanych badań stwierdzono, że jest możliwe modelowanie 
sedymentacji osadu czynnego w osadniku wtórnym i jakości ścieków na 
wylocie z oczyszczalni ścieków w przypadku nieciągłości pomiarów jakości 
ścieków na dopływie do obiektu. Uzyskano to tworząc modele hybrydowe. 
Rozwiązanie to polega na zastąpieniu wartości zmiennych niezależnych 

(jakość ścieków) w modelach procesowych wynikami obliczeń. Najlepsze 
wyniki modelowania (najmniejsze błędy prognozy) sedymentacji osadu 
czynnego otrzymano za pomocą modeli hybrydowych bazujących na 
kombinacjach modeli kaskadowych sieci neuronowych jako modelu 
procesowego i modeli kaskadowych sieci neuronowych względnie wektorów 
nośnych lub perceptronu wielowarstwowego jako modeli wskaźników jakości 
ścieków. W przypadku modeli do prognozy jakości ścieków (azot amonowy, 
fosfor ogólny) najmniejsze wartości błędów uzyskano stosując metody 
wektorów nośnych i kaskadowych sieci neuronowych. Dla azotu ogólnego 
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zadowalające rezultaty obliczeń otrzymano modelami wykonanymi przy 
pomocy kaskadowych sieci neuronowych. 

4. Do identyfikacji zdolności sedymentacyjnych osadu czynnego na istniejących 
obiektach można zastosować metodę regresji logistycznej (szara skrzynka), 
wykorzystując pomiary ilości i jakości ścieków na dopływie do oczyszczalni 
(BZT5, N0 g, P0 g , N-NH4), pomiary temperatury w bioreaktorze i parametrów 
operacyjnych bioreaktora (stężenie osadu czynnego, stężenie tlenu 
rozpuszczonego, ilość dawkowanego PIX). 

Należy podkreślić, że wyniki obliczeń otrzymane modelem logitowym nie 
odbiegają od rezultatów uzyskanych złożonymi modelami klasyfikacyjnymi 
opartymi na metodach sztucznych sieci neuronowych, wektorów nośnych, 
lasów losowych lub drzew wzmacnianych. Wykonane obliczenia 
(oczyszczalnie Sitkówka-Nowiny i Trepcza) wykazały, że wartości 

empirycznych współczynników w modelu regresji logistycznej zależą od 
dynamiki jakości ścieków na dopływie do oczyszczalni i rozwiązań 
technologicznych przyjętych na obiektach. 

5. Kluczowe znaczenie na etapie tworzenia modeli procesowych Gakość 

ścieków na wylocie, sedymentacja osadu) przy pomocy metod czarnej 
skrzynki (sztuczne sieci neuronowe, metoda wektorów nośnych, lasy losowe, 
drzewa wzmacniane itp.) ma analiza wrażliwości modelu. Zaproponowana 
w pracy metoda analizy pozwala ocenić, na ile opracowany model poprawnie 
symuluje wpływ zmiennych niezależnych (w tym przede wszystkim 
zmiennych sterujących) na rozpatrywane zjawisko, co jest kluczowe z punktu 
widzenia wdrożenia opracowanych modeli statystycznych. 

6. Opracowany model matematyczny oczyszczalni ścieków w oparciu o metody 
data mining (sieci neuronowe, regresja logistyczna) pozwala na badanie 
interakcji między procesami zachodzącymi w osadzie czynnym 
(sedymentacja) i jakością ścieków na wylocie (związki azotu i fosforu). 
Stanowi to cenne i oryginalne narzędzie, którego opracowania nie podjęto się 
do tej pory w kraju i zagranicą. Wykonane obliczenia wykazały, że na bazie 
opracowanego modelu możliwa jest optymalizacja pracy oczyszczalni 
ścieków ( dobór odpowiednich nastaw, tj. korekta stężenia osadu czynnego, 
stężenia tlenu rozpuszczonego w komorach, ilości dawkowanego PIX) nawet 
w przypadku braku ciągłości danych pomiarowych dotyczących jakości 

ścieków na dopływie do obiektu. 

7. Opracowany model probabilistyczny do analizy efektywności pracy 
bioreaktora (w odniesieniu do sedymentacji osadu czynnego) umożliwia 
ocenę niezawodności pracy oczyszczalni dla przyjętej strategii sterowania 
reaktorem w ujęciu długo-okresowym. Model ten pozwala na ocenę wpływu 
zmienności (prognozowanej za pomocą generatorów Monte Carlo bazujących 
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na wyznaczonych rozkładach teoretycznych na podstawie danych 
pomiarowych) ilości i jakości ścieków na dopływie i temperatury osadu 
czynnego (w ujęciu sezonowym wynikającym z pór roku) na dobór 
odpowiednich nastaw, co do tej pory w modelach o podobnym charakterze nie 
było uwzględniane. Jako nowe podejście w zaprezentowanym modelu należy 
uznać możliwość symulacji wpływu awarii analizatorów jakości ścieków na 
dopływie na dobór nastaw i niezawodność pracy oczyszczalni. 

8. Wykazano, że długość szeregu pomiarowego, liczba danych i sposób ich 
gromadzenia (sposób ciągły - dane gromadzone w układzie on- line ze stałą 
rozdzielczością; sposób nieciągły, tj. okres między kolejnymi pomiarami 
(krok próbkowania) nie jest stały, są czynnikami determinującymi dobór 
metody do prognozowania jakości pracy oczyszczalni ścieków. Na podstawie 
opracowanych w pracy algorytmów można optymalizować długość okresu 
pomiarowego, przy uwzględnieniu którego ma być tworzony model 
matematyczny ( o zadawalających zdolnościach predykcyjnych), przyjmując 
na początku eksperymentu określoną metodę data mining do symulacji 
zjawiska i sposób gromadzenia danych do jego opisu. W pracy wykazano, że 
stosując do prognozy działania oczyszczalni ścieków metody sieci 
neuronowych (MLP, CNN, SVM) wystarczą dane z rozdzielczością dobową 
obejmujące okres 6 miesięcy, tj . 180 wartości ( dla zmiennej zależnej 

i zmiennych niezależnych) gromadzonych w układzie ciągłym lub 
nieciągłym, aby opracowany model charakteryzował się wysokimi 
zdolnościami predykcyjnymi. Przy czym modele opracowane na podstawie 
danych mierzonych w trybie on- line dla przyjętych długości szeregów 
czasowych charakteryzują się lepszymi zdolnościami predykcyjnymi, niż 

w przypadku danych mierzonych w trybie nieciągłym. Pośród badanych 
metod (MLR, GP, RF, BT, k-NN, MLP, CNN, SVM) stwierdzono, że metody 
MLP, CNN i SVM wykazują mniejszą wrażliwość na liczbę danych 
pomiarowych, niż modele opierające się na metodach lasów losowych, drzew 
wzmacnianych, k-najbliższych sąsiadów i programowania genetycznego. 
Tym samym przede wszystkim te metody powinny być dedykowane do 
modelowania oczyszczalni ścieków. 

9. Możliwa jest ocena, symulacja i kontrola efektywności pracy oczyszczalni 
ścieków w trybie on-line na podstawie wartości współczynników 

niezawodności w odniesieniu do sedymentacji osadu czynnego (COR 10 

i jakości ścieków na wylocie (CORF/M), wyrażonej w sposób uproszczony 
(obciążenie substratowe bioreaktora). Rozwiązanie to jest możliwe nawet 
w przypadku nieciągłości pomiarów wskaźników jakości ścieków na 
dopływie do oczyszczalni. Brakujące wartości wskaźników są modelowane na 
podstawie pomiarów natężenia dopływu do oczyszczalni przy zastosowaniu 
metod data rnining. Podstawę doboru nastaw (stężenie osadu czynnego, 

217 



9. Podsumowanie i wnioski końcowe 

stężenie tlenu rozpuszczonego, ilość dawkowanego PIX) w bioreaktorze 
stanowi wartość współczynnika <P będącego liniową kombinacją zmiennych 
dotyczących ilości i jakości ścieków (BZT5/N0 g, BZT5/Pog, N-NH4) oraz 
temperatury w komorach osadu czynnego. W pracy wykazano, że 

współczynnik <P ma charakter sezonowy, zależy od pory roku i jest wrażliwy 
na przeciążenia hydrauliczne. Przyjęte rozwiązanie stanowi uproszczenie 
w odniesieniu do opracowywanych do tej pory modeli, gdy wartości nastaw 
ustalano drogą symulacji komputerowych metodami uczenia maszynowego. 
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