Adres do korespondencji

Piotr Stepniak,

Instytut Chemii
Bioorganicznej,

Polska Akademia Nauk,

ul. Noskowskiego 12/14,
61-704 Poznan;

e-mail:
piotrek.stepniak@gmail.com

biotechnologia
4 (83) 68-87 2008

PRACE PRZEGLADOWE

Mikromacierze DNA - analiza
danych

Piotr Stepniak™ Luiza Handschuh™?, Marek Figlerowicz’

' Centrum Doskonatosci CENAT, Instytut Chemii Bioorganicznej,
Polska Akademia Nauk, Poznan

2 Katedra i Klinika Hematologii i Choréb Rozrostowych Krwi,
Uniwersytet Medyczny im. K. Marcinkowskiego, Poznan

DNA microarray data anlysis
Summary

The paper gives an overview of common methods applied in microarray
data analysis. High density oligonucleotide and low density home made
microarray types are being considered. Presented exploration procedures fol-
low preprocessing and higher analysis steps, including example methods. De-
scribing higher analysis algorithms we focus on implementation of pattern
search and machine learning approaches.
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1. Wstep

Mikromacierze stanowig szczegolnie interesujgce narzedzie
wspotczesnej biologii molekularnej, nie tylko ze wzgledu na sze-
rokie spektrum zastosowan (analiza struktury genomu, profilu
ekspresji genéw, genotypowanie, sekwencjonowanie), ale i z uwagi
na mozliwos¢ badania duzej liczby obiektow w jednym ekspery-
mencie. jednakze wytonienie istotnych informacji z ogromnej
ilosci danych uzyskiwanych przy uzyciu mikromacierzy wymaga
zastosowania wyrafinowanych metod bioinformatycznych. W ar-
tykule zaprezentowano prébe przyblizenia podstaw tego zagad-
nienia i oméwiono wybrane metody analityczne.
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Glowne etapy eksperymentu mikromacierzowego zaprezentowane zostaly na ry-
sunku 1. Na tej podstawie mozna stwierdzi¢, ze wynikiem koncowym tzw. ,mokrej”
czesci eksperymentu jest mikromacierz, z ktdrg zwigzana zostata wyznakowana flu-
orescencyjnie proba. Nastepnie plytke taka poddaje sie skanowaniu za pomoca
czytnika laserowego i uzyskuje obraz ukazujacy, z jaka intensywnos$cig $wieca punk-
ty (ang. spots) zawierajgce sondy specyficzne dla poszczegélnych genéw. W kolej-
nym etapie kazdemu punktowi przyporzadkowana zostaje liczba okreslajagca nate-
zenie fluorescencji. Uzyskane w ten spos6b ,surowe” dane liczbowe poddawane sg
najpierw normalizacji lokalnej (w obrebie pojedynczej ptytki), a nastepnie globalnej
(w obrebie wszystkich mikromacierzy sktadajacych sie na eksperyment). Na kazdym
z etapOw sprawdza sie jakos¢ mikromacierzy wykluczajac takie, ktére majg powaz-
ne defekty techniczne. Nastepny etap zwany jest filtrowaniem gendéw i ma na celu
wybranie tzw. gendw roznicujgcych, ktérych ekspresja zmienia sie istotnie w bada-
nych warunkach, oraz odrzucenie tych, ktére nie dajg zadnego sygnatu. Na podsta-
wie tak zredukowanego zestawu gendw prowadzi sie analizy wyzszego rzedu, po-
szukujgc grup gendw o podobnym/odmiennym profilu ekspresji. Na zakonczenie
uzyskane wyniki poddawane sg interpretacji biologicznej, polegajacej na powigza-
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Rys. 1. Schematyczny opis eksperymentu mikromacierzowego.
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Rys. 2. Schematyczny opis procesu analizy danych.

niu obserwowanych zmian w poziomie ekspresji genéw z fizjologicznymi badz pa-
tologicznymi procesami zachodzgcymi w badanym organizmie. Przebieg analizy
przedstawiono schematycznie na rysunku 2.

2. lloSciowa analiza obrazu

W przypadku produkowanych komercyjnie mikromacierzy, np. wysokiej gestosci
chipéw firmy Affymetrix, etapowi odczytu obrazu poswieca sie mato uwagi, gdyz
sprowadza sie on do zliczenia intensywnosci obserwowanych punktéw w sektorze
zawierajagcym konkretng sonde. Proces ten przebiega w peini automatycznie. Tro-
che wiecej uwagi wymagajg mikromacierze drukowane, gdyz czesto konieczne jest
dopasowanie siatki rozmieszczenia punktéw do ich rzeczywistego potozenia na
szkietku. Istnieje kilka algorytmoéw stosowanych do odczytu obrazu. Podstawowe
algorytmy to: niezmiennego kotfa (ang. fixed circle), dopasowanego kota (ang. adap-
tive circle) i histogramu, przy czym ostatnie dwa uwzgledniaja r6znice w wielkoSci
punktow. Interesujacym rozwigzaniem jest tez algorytm seed region growing, ktéry
obrysowuje kazdy punkt z osobna. Niestety zaden nie jest odporny na btedy, ktére
trzeba usuwaé manualnie. Kazdej kropce przypisywany jest status (ang. good, bad,
absent, found, notfound) zakodowany w formie cyfrowej. Ten proces nosi nazwe fla-
gowania. Po zakonczeniu iloSciowej analizy obrazu (ang. quantitation) otrzymujemy
plik tekstowy z szeregiem informacji zawartych w tabeli, w ktérej w wierszach znaj-
duja sie informacje dla poszczegodlnych sond, a w kolumnach odpowiednie wartosci.
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Intensywnos¢ sygnatu jest zwykle podawana jako mediana lub $rednia z punktow
dla danej sondy. WSrdd pozostatych danych znajdujg sie m.in. potozenie i identyfi-
kator (nazwa sondy), ID punktu, intensywnos$¢ tta (w postaci mediany i/lub Sredniej),
wartosci odchylen standardowych intensywnosci punktow w obrebie sondy i status
kropki. Po wykonaniu korekty tta mozna przystgpi¢ do analizy nizszego rzedu, czyli
normalizacji danych. Cze$¢ algorytméw normalizacyjnych dodatkowo wstepnie do-
konuje korekty tta korzystajgc z surowych danych (ang. probe-level data).

3. Wstepna obrébka danych

Normalizacja danych umozliwia poréwnanie wynikéw zaréwno w obrebie jednej
mikromacierzy, jaki i pomiedzy mikromacierzami. Gtébwnym celem normalizacji jest
niwelacja tej czesci sygnatu, ktéra jest efektem niedoskonatosci technicznych takich
jak nieréwnomierne odmycie poszczegolnych regionéw macierzy, réznice w nateze-
niu sygnatu emitowanego przez zastosowane barwniki fluorescencyjne czy réznice
w wydajnosci znakowania kolejnych prébek. Wykrywanie btedéw technicznych utat-
wia sama konstrukcja mikromacierzy, zakladajgca umieszczenie kilku-kilkunastu
powtlrzen tej samej sondy w réznych miejscach oraz zastosowanie zestawu spe-
cjalnych sond kontrolnych (ang. spikes), ktére nie powinny hybrydyzowac¢ z badanym
materiatem, ajedynie z komplementarnymi sekwencjami dodanymi w odpowiedniej
ilosci na etapie znakowania (kontrole zewnetrzne). Sondy te sg bardzo uzyteczne
podczas normalizacji w obrebie wielu mikromacierzy, majac przewage nad sondami
specyficznymi dla gendw o ekspresji konstytutywnej (ang. housekeeping genes), ktére
jak dowiedziono nie wykazuja absolutnie statego poziomu transkrypcji (1).

Zabiegi przygotowujace dane z mikromacierzy do wtasciwej analizy bioinforma-
tycznej, nazywa sie wstepna obrébka danych (ang. preprocessing), je} przebieg zalezy
w gtéwnej mierze od sposobu, w jaki analizowana macierz zostata skonstruowana,
tzn. czy jest to macierz o wysokiej gestosci czy drukowana.

3.1. Wstepna obrébka danych uzyskiwanych przy zastosowaniu oligonukleoty-
dowych mikromacierzy DNA o wysokiej gestosci

Ze wzgledu na fakt, ze mikromacierze wysokiej gestosci cieszg sie wcigz najwiek-
szg popularnoscia, dostepnych jest wiele gotowych programoéw przeznaczonych do
obrébki wstepnej danych. Zwykle sktada sie ona z trzech etapow: korekty tta (ang.
background adjustment), normalizacji i sumaryzacji (ang. summarisation). Korzystajgc
z poszczeg6llnych metod pamietaé nalezy, ze czesto w znaczacy spos6b wplywaja
one na ostateczny rezultat analizy.

Mikromacierze firmy Affymetrix (2) ztozone sa z kroétkich, 25-merowowych sond
oligonukleotydowych, zorganizowanych w zespoty 11-20 par komplementarnych do
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réznych regionéw tego samego transkryptu, co zapewnia wyzszg czuto$¢ detekcji
sygnatu. Kazda para skltada sie z sondy w peini komplementarnej (PM, ang. perfect
match) oraz posiadajgcej | niekomplementarny nukleotyd w pozycji 13 (MM, ang.
mismatch), co ma stuzy¢ podwyzszeniu specyficznosci sygnatu po hybrydyzacji oraz
okresleniu wartosci tla. Ze wzgledu na geste upakowanie sond na chipie bezposred-
ni pomiar intensywno$ci tla ptytki jest niemozliwy. Teoretycznie wiasciwy sygnat
powinno sie zatem otrzymac po odjeciu wartosci sygnalu MM od wartosci PM. jed-
nak juz przy wprowadzaniu korekty tta pojawia sie problem, poniewaz w praktyce
ok. 30" sond MM ma wyzszg wartos¢ sygnatu niz odpowiadajgca im sonda PM (3).
W efekcie generowane sg ujemne wartosci intensywnosci sygnatu, co nie tylko nie
ma sensu merytorycznego, ale réwniez uniemozliwia stosowanie funkcji logaryt-
micznych w dalszej czesci analizy.

Do najpopularniejszych metod korekty tta nalezg MAS 5.0 (nazwa pochodzi od
skrotu programu jg implementujgcego - Microarray Suite 5.0, Affymetrix, 2002) oraz
RMA (ang. Robust Multi-array Analysis, (4)).

W przypadku MAS 5.0 chip dzielony jest na k regionéw (domysinie 16), po czym
dla kazdego z nich 2% najnizszej intensywnosci sygnatu jest uzywane do wyliczenia
tta. Nastepnie do korekty sygnatu sondy uzywa sie Sredniej wazonej wszystkich war-
tosci tta, gdzie waga zalezy od odlegtosci sondy od centroidu regionu. Dodatkowo
algorytm zapobiega powstaniu ujemnych wartosci intensywnos$ci oraz w regionach
0 niskiej intensywnosci zmniejsza jej negatywny efekt w stosunku do catej mikro-
macierzy.

W metodzie RMA korekta tta odbywa sie jedynie na podstawie wartosci inten-
sywnosci przypisanych sondom PM, na bazie globalnego modelu rozktadu ich inten-
sywnosci. Wartos¢ intensywnosci sygnatu jest modelowana jako suma skiadnika tta
(o przyjetym rozkiadzie wg krzywej Gaussa), z uwzglednieniem jego Sredniej i od-
chylenia standardowego oraz sktadnika sygnatu w funkcji ekspotencjalnej z uwzgled-
nieniem jego Sredniej, a takze z wykorzystaniem funkcji rozktadu normalnego i ge-
stosci. Aby unikng¢ ujemnych wartosci wykorzystywana jest tylko dodatnia czesé
rozktadu normalnego.

Kolejnym etapem wstepnej obrébki danych jest normalizacja, ktora polega na ta-
kim przeksztatceniu danych, aby mozna bylo poréwnywaé ich wartosci pomiedzy
eksperymentami (mikromacierzami). Podstawowg metodg proponowang przez Affy-
metrix jest skalowanie. Sposrod wszystkich mikromacierzy wybiera sie jedna, ktéra
postuzy jako podstawa normalizacji (wzorzec). W przypadku pozostatych macierzy
intensywnos¢ wszystkich sygnatdw zostaje proporcjonalnie zwiekszona/zmniejszo-
na tak, aby jej srednia warto$¢ byta identyczna z obliczong dla wzorca. W modyfika-
cji metody podczas obliczania $redniej odrzuca sie po 2% najsilniejszych i najstab-
szych sygnatow. Affymetrix zaleca przeprowadza¢ skalowanie po obliczeniu wartos-
ci ekspresji dla zestawu sond specyficznych dla danego genu (ang. expression values),
czyli po etapie sumaryzacji, ale mozna te procedure zastosowacé réwniez na suro-
wych danych (ang. probe-level data).
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Innym popularnym algorytmem normalizacji jest normalizacja kwantylowa (ang.
quantile normalization) (5). W tej metodzie gtdbwnym celem jest zachowanie rozktadu
intensywnosci sygnatow na kazdej macierzy. Transformacji dokonuje sie na bazie
uzyskanych w doswiadczeniu funkcji rozkladu sygnatéw na mikromacierzy oraz
rozktadu $rednich odlegtosci miedzy tymi sygnatami, tzw. kwantyli (ang. quantiles).

Interesujgcg metoda, taczacag w jeden etap korekte tla i normalizacje, jest vsn
(ang. Variance stabilization and calibration for microarray data) (6). jej zaletg jest to, ze
oblicza wartosci korekty tta na podstawie informacji z wielu macierzy, a nie tylko
z jednej. Podczas normalizacji stosuje sie tzw. uogélniony lub wyciszony logarytm
(ang. glog) (7), dzieki ktéremu przy zastosowaniu odpowiednich parametréw skalo-
wania macierzy oraz korekty tta mozna dopasowac do siebie mikromacierze zacho-
wujgc przy tym niezalezno$¢ wariancji powtérzen od ich $redniej.

Koncowg faze wstepnej obrébki danych z chipéw genomowych stanowi sumowa-
nie wartosci intensywnosci sygnatow pochodzacych od zestawu sond (ang. probe-level
data) specyficznych dla pojedynczego transkryptu w celu obliczenia wartosci ekspresiji
(ang. expression value). Metody sumowania mozna podzieli¢ na dwie grupy: prowadzo-
ne w obrebie jednej mikromacierzy oraz prowadzone w oparciu na ich zestawie.
W obrebie jednej mikromacierzy moze to by¢ $rednia arytmetyczna logarytméw
0 podstawie 2 z wartosci sygnatdéw dla zestawu sond, logarytm naturalny sredniej war-
todci sygnatow, mediana wartosci przedstawionych w skali logarytmicznej, logarytm
naturalny mediany obliczonej dla catego zestawu sygnatéw czy logarytm o podstawie
2 z wartosci drugiego najmocniejszego sygnatu. W metodach obejmujgcych wiele mi-
kromacierzy dominuje podejscie polegajace na tworzeniu modeli opartych na skali lo-
garytmicznej liniowej lub na algorytmie ,wygtadzania” mediany (ang. median polish) (8).

Warto zaznaczy¢, ze dostepne narzedzia stuzace analizie danych mikromacie-
rzowych przewaznie tacza wymienione trzy etapy obrdébki wstepnej. Wspomniana
popularna procedura RMA obejmuje korekte tla, normalizacje kwantylowg i oparte
na zestawie macierzy sumowanie z wykorzystaniem algorytmu wygtadzania media-
ny. Poniewaz sekwencje sond na chipie sa znane zaproponowano réwniez metode
uwzgledniajgca wptyw sekwencji sondy na powstawanie szumu tta. Metoda GCRMA
(9) stanowigca rozwiniecie metody RMA, wykorzystuje podczas korekty tla obli-
czong na podstawie sekwencji sond wartos¢ powinowactwa, a hastepnie stosuje al-
gorytmy normalizacji i sumowania typowe dla RMA.

3.2. Wstepna obrébka danych uzyskiwanych przy zastosowaniu mikromacie-
rzy drukowanych

Mikromacierze drukowane sktadajg sie z sond cDNA lub dtugich sond oligonu-
kleotydowych (najczesciej 50-70 nt), a gestos¢ ich upakowania na powierzchni piyt-
ki zalezy od mozliwosci drukarki oraz wtasciwosci fizycznych buforéw uzytych do
drukowania. Eksperyment z zastosowaniem takiej mikromacierzy zaktada jednocze-

BIOTECHNOLOGIA 4 (83) 68-87 2008 73



Piotr Stepniak, Luiza Handschiih, Marek Figlerowicz

sna hybrydyzacje dwdéch prébek, badanej i kontrolnej. Kazda z préb wyznakowana
jest innym barwnikiem fluorescencyjnym, np. cyjaning 3 i cyjaning 5 (Cy3 i Cy5).

Dzieki wiekszym odlegto$ciom pomiedzy sondami mozliwy jest bezposredni po-
miar tta. Korekta tla dla kazdej sondy odbywa sie poprzez odjecie wartosci inten-
sywnosci tta od sygnatu. Ten etap jest wykonywany automatycznie w przypadku
wiekszosci algorytmow normalizujgcych jako jedna ze wstepnych czynnosci.

Mozemy wyrdzni¢ dwa podejscia do normalizacji danych z dwukolorowych mi-
kromacierzy: normalizacje dwukanatowg (ang. two-channel normalization) i normali-
zacje jednokanatowg (ang. separate-channel). Algorytmy normalizujgce dane z dwu-
kolorowych mikromacierzy wykorzystuja jako dane wejsciowe zintegrowane warto-
ci intensywnosci z dwoch kanatéw jednoczesnie, najczesciej na jeden z dwoch spo-
sobow:

M = log. = log2(Cy5)-log2(Cy3)

lub Cy3

2 A = 10g2VCy5x Cy3 = -i(log2(Cy5) -1 log2(Cy3))
gdzie Cy5 i Cy3 oznaczajg intensywnos$¢ swiecenia sondy zmierzong odpowiednio
dla cyjaniny 5 i cyjaniny 3. M jest skrotem od angielskiego stowa minus, oznacza bo-
wiem réznice logarytméw intensywnosci pochodzacych od dwoch kanatéw, pod-
czas gdy A pochodzi od stowa add (dodac), bowiem w tym przypadku oblicza sie
potowe z sumy intensywnosci dla obu barwnikéw (10).

Normalizacje dwukanatlowg mozna podzieli¢ na dwa etapy - pierwszy uwzgled-
nia potozenie, drugi natomiast skale (11). W niektdiych podejsciach pomija sie fak-
tyczng lokalizacje sondy na ptytce, np. w metodzie mediany globalnej (ang. global me-
dian normalization), gdzie lokalizacja jest uznawana za tozsama w obrebie calej ma-
cierzy. Czasem tez sondy bedace w bliskim sgsiedztwie na mikromacierzy lub druko-
wane tg samg igtg grupuje sie w tzw. zespoly normalizacyjne. Z sytuacjg takg mamy
do czynienia w podejsciu opartym na wartosci A [2], gdzie funkcja wygtadzajaca (ang.
smooth function) A jest lokalnie wazona regresja liniowa (LOESS albo LOWESS, ang. lo-
cally weighted scatterplot smoothing). Te samg funkcje zastosowa¢ mozna w obrebie
grup sond drukowanych tg samg igtg (ang. print-tip A-dependent loess normalization),
w celu zatarcia réznic wynikajacych z nieréwnomiernego drukowania.

Zastosowanie parametru lokalizacji powoduje rozmieszczenie wartosci A w fun-
kcji M w okolicy zera, nie niweluje to jednak réznic w skali pomiedzy mikromacie-
rzami, co jest mozliwe dzieki uzyciu parametru skali. Kiedy jednak réznice w skali
sg nieduze, wtedy korzysc ze skalowania jest niewielka w poréwnaniu z dodatkowg
zmiennoscia wprowadzang przez samg procedure.

W przypadku normalizacji traktujacej kazdy kanat mikromacierzy (wyznakowany
innym barwnikiem) oddzielnie wyrdznia sie dwa etapy procedury: normalizacje
w obrebie ptytki i normalizacje zestawu plytek. Algorytmy wykonujgce ten typ nor-
malizacji dzialajg przewaznie na surowych danych, wykorzystujgc metody znane
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z normalizacji mikromacierzy wysokiej gestosci, np. normalizacje kwantylowa czy
vsn. Istnieje rowniez mozliwos¢ zastosowania podejscia tgczonego, polegajacego na
wykonaniu pierwszego etapu normalizacji (w obrebie ptytki) metoda dla danych
dwukanatowych, a drugiego (w obrebie zestawu ptytek) jedna z metod typowych dla
mikromacierzy wysokiej gestosci.

3.3. Ocena jakosci w eksperymentach mikromacierzowych

Dodatkowym elementem analizy nizszego rzedu jest kontrola jakosci (ang. quali-
ty assesment) np. poprzez wizualizacje graficzna. Mozna dzieki niej wykry¢ uchybie-
nia techniczne i artefakty na mikromacierzy, oceni¢ przebieg normalizacji, a nawet
oszacowac stopien degradacji RNA. Stosowane tu narzedzia graficzne nadaja sie do
oceny jakosci zaréwno macierzy wysokiej jak i niskiej gestosci. Do najczesciej sto-
sowanych zaliczy¢ mozna wykresy typu log-scale plot, spatial-plot, boxplot (rys. 3) oraz
MA-piot. Przedstawiaja one obraz mikromacierzy po logarytmicznej transformaciji
wartosci intensywnosci (co uwidacznia artefakty i problemy techniczne) oraz po-
réwnanie rozkladu gestosci sygnatéw pomiedzy mikromacierzami. Zestawienie wy-

Boxplol

L T T e Y o o O S O N S A o O O S S A A A S O U U 0 U S B B A

Rys. 3. Przyktadowy wykres boxplot surowych danych z eksperymentéw na mikromacierzach dwu-
kolorowych. Kazdy stupek odpowiada jednej mikromacierzy w zestawie. Pojedynczy stupek sklada sie
z kreski - wartosci minimalnej, dolnego kwartylu (odcina dolne 25% punktéw), mediany, gérnego kwar-
tytu, wartosci maksymalnej, oraz obserwaciji odstajacych (ang. outliers) (w postaci kétek - w tym przy-
padku brak). Zamalowany obszar znajduje sie pomiedzy gérnym i dolnym kwartylem.
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Zestaw wykreséw diagnostycznych
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Rys. 4. Przyktadowy zestaw wykreséw diagnostycznych przed i po normalizacji. W lewym goérnym
rogu wykres scatterplot typu M A dla surowych danych. Linie oznaczaja trendy warto$ci intensywnosci
punktéw w danym bloku mikromacierzy. Ponizej wykres typu M A po normalizacji loess, kolor obrazuje
ilo$¢ punktéw o danych warto$ciach. W $srodku na gorze wykresy spatial plot - po lewej wartosci M, a po
prawej A dla surowych danych. Ponizej spatial plot wartosci M po normalizacji oraz wykresy obrazujgce
rozktad gestosci punktéw o réznych intensywnosciach (tzw. density plot) w osobnych kanatach. Po prawej
wykresy obrazujace rozktad wartosci sond kontrolnych w stosunku do pozostatych mikromacierzy w anali-
zowanym zbiorze. Wykresy wykonano dla tych samych danych co wczes$niej przedstawiony boxplot.

kreséw typow boxplot i MA przed i po normalizacji obrazuje efektywnos$¢ tego pro-
cesu (rys. 4). Analiza stopnia degradacji RNA na mikromacierzach wysokiej gestosci
firmy Affymetrix opiera sie na poréwnaniu logarytmicznych wartosci sygnatéw
w obrebie zestawu sond, komplementarnych do réznych regionéw tego samego
transkryptu (fragmentéw potozonych blisko konca 3' i 5). Wyznacznikiem jest tu
stosunek sygnaléw 375 w obrebie wszystkich zestawow sond na mikromacierzy.

4. Analiza wyzszego rzedu
Analiza wyzszego rzedu skupia sie na najwazniejszym z biologicznego punktu

widzenia problemie, a mianowicie poszukiwaniu biologicznych zaleznosci w danych
uzyskanych z eksperymentu mikromacierzowego. Wiekszos¢ metod wykorzystywa-
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nych na tym etapie opiera sie na klasyfikacji badZz grupowaniu zaréwno gendw jak
i prébek w zespoly, wykazujace wspolne cechy, np. profil ekspresji, regulacja przez
ten sam czynnik, zwigzek z procesem chorobowym, itd. Pierwszym etapem analizy
wyzszego rzedu jest filtracja, czyli wykluczanie gendéw, ktérych poziom ekspres;ji
lub jego zmiane uznamy za zbyt niski. Utatwia to dalsza analize, gdyz prowadzi sie
ja na zredukowanym zestawie danych, a takze chroni przed nadmiarem wynikéw
fatszywie pozytywnych. Nastepnie za pomoca specjalnych funkcji matematycznych
okresla sie blisko$¢ lub podobienstwo danych genéw i prébek. Waznym elementem
analizy wyzszego rzedu jest konfrontacja otrzymanych wynikéw z informacjami
zdeponowanymi w internetowych bazach danych. Na przyktad sprawdzenie ontolo-
gii genéw (GO, ang. Gene Ontology, www.geneontology.org) moze potwierdzi¢, ze
otrzymane zaleznosci majg swoje zrodto biologiczne, a nie sg wylgcznie pochodze-
nia matematyczno-statystycznego.

4.1. Filtracja

Przecietna mikromacierz moze zawiera¢ sondy identyfikujace od kilkuset do kil-
kudziesieciu tysiecy transkryptow. Poniewaz nie wszystkie geny ulegajg w danym
momencie transkrypcji od czesci sond nie otrzymamy zadnego sygnatu, a dla czesci
sygnaly bardzo stabe. Jednym z zadan filtracji jest odsianie takich wtasnie sond. Po-
nadto poréwnujac probke badang z kontrolng, stwierdzi¢ mozna, ze zmiane pozio-
mu ekspresji wykazuje jeszcze mniejsza liczbha genéw. Aby ,wytowi¢” interesujace
geny z calej puli stosuje sie wiele metod filtracji i oceny statystycznej uzyskanych
danych. Najprostszy sposéb selekcji sond, stosowany w mikromacierzach dwukolo-
rowych, polega na wprowadzeniu progéw zmiany poziomu ekspresji. Ocenia sie
wowczas stosunek intensywnosci sygnatu probki wzgledem kontroli przedstawiony
w skali logarytmicznej. Wartosci zazwyczaj powyzej 1,75 lub 2 (oznaczajgce przy-
rost ekspresji 1,75 lub 2-krotny) oraz ponizej 0,5 lub 0,75 (oznaczajgce spadek eks-
presji o potowe lub "A) pozostajg jako istotne, a reszta sond jest wykluczana z dal-
szej analizy. Takie podejscie, cho¢ dos¢ skuteczne, nie jest odporne na btedy, za-
rowno typu | jak i Il. Btedy typu | wigzg sie z ryzykiem uzyskania wynikow fatszywie
pozytywnych (ang. flase positives) poprzez pozostawienie genoéw, ktére faktycznie
nie wykazujg zmienionej ekspresji, hatomiast btedy typu 1l generujg wyniki fatszy-
wie negatywne (ang. false negative) poprzez wykluczenie z analizy genéw wyka-
zujacych w rzeczywistosci zmiane poziomu ekspresji. Aby rozwigza¢ ten problem
w obu typach mikromacierzy (jedno- i dwukolorowych) stosuje sie szereg testow
statystycznych. Najpopularniejszy test T wylicza tzw. ,wartos¢ p” (ang. p-va/ue), kto-
ra ocenia prawdopodobieristwo uzyskania takiego samego lub ,lepszego” wyniku
losowego. Zwykle za podstawowy punkt odciecia przyjmuje sie p < 0,05, co ozna-
cza, ze istnieje mniej niz 5% szans, ze obserwowany wynik moze by¢ przypadkowy.
Niestety w analizie 10 000 genéw oznacza to, ze istnieje mozliwos¢ biednej klasyfi-
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kacji az 500 z nich. Dlatego coraz czesSciej stosuje sie zaawansowane metody staty-
styczne: analize wariancji (ANOVA, ang. analysis of variance), wieloczynnikowg anali-
ze wariancji (MANOVA, ang. multifactor analysis ofvariance) czy wieloetapowe proce-
dury testowania (MTP, ang. Multiple Testing Procedures) (12,13).

4.2. Obliczanie odlegtosci

Wartosci ekspresji genéw sg podawane, albo w bezwzglednej wartosci intensyw-
nosci (zlogarytmizowanej), albo relatywnego poziomu ekspresji wzgledem prébki
kontrolnej (iloraz logarytmoéw). Bezwzgledna warto$¢ intensywnosci obliczana jest
dla danych pochodzacych z mikromacierzy typu Aflfymetrix, gdzie tylko jedna préb-
ka jest hybrydyzowana z mikromacierza. Natezenie sygnatu jest wowczas uwazane
za liniowo zalezne od ilosci mRNA. Okazuje sie jednak, ze dwa r6zne geny bardzo
czesto maja rézny rozktad sygnatu, innymi stowy dwa rézne mRNA wystepujace
w tym samym stezeniu mogg dawac inny poziom intensywno$ci sygnatu, co sprawia,
ze poréwnanie pomiedzy genami w obrebie jednej prébki jest problematyczne. Nie
przeszkadza to natomiast w poréwnywaniu poziomu ekspresji danego genu pomie-
dzy prébkami. W przypadku macierzy dwukolorowej okres$lanie relatywnego pozio-
mu ekspresji wzgledem kontroli pozwala poréwnywac zmiany ekspresji roznych ge-
néw w obrebie pojedynczej mikromacierzy. Nie mozna natomiast okresli¢ bez-
wzglednego poziomu ekspresji genéw, a tym samym oszacowac rzeczywistej ilosci
mRNA dla danego genu. Oczywiscie w przypadku mikromacierzy typu Aflymetrix
mozna takze uzyska¢ relatywng warto$¢ poziomu ekspresji gendw - poprzez po-
réwnanie poszczegoélnych macierzy z jedng mikromacierzg, do ktorej hybyrdyzowa-
no prébke kontrolng. Nie jest to jednak pomiar bezposredni jak w mikromacierzach
dwukolorowych, gdzie zaréwno préba jak i kontrola hybrydyzujg razem na tej sa-
mej ptytce w identycznych warunkach.

Uzyta skala definiujgca zakres poziomu ekspresji ma bezposredni wptyw na war-
tos¢ funkcji okreslajgcych parametr zwany odlegtoscig miedzy genami i probkami.
Funkcja okres$lajgca odlegtos¢ to taka, ktéra spetnia warunki nieujemnosci, symetrii
i identyfikacji (warunki 1-3, tab.). Funkcje spetniajgca rowniez warunki 4 i 5 nazywa
sie funkcjg metryczna (ang. metric). W niektérych przypadkach méwi sie réwniez
0 funkcji podobienstwa (ang. similarity), ktdra spetnia jedynie warunki nieujemnosci
| symetrii, a jej warto$¢ rosnie wraz ze wzrostem podobieristwa dwéch gendéw/proé-
bek.
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Tabela

Warunki spetniane przez funkcje odlegto$ci pomiedzy genami i/lub prébkami w eksperymencie mikroma-

cierzowym
Warunek Wz6r
nieujemnosé d(x, y)=0
symetria d(x, y)=d(y, x)
identyfikacja d(x, x)=0
jednoznacznosé d(x, y)=0 ox=y
warunek tréjkata d(x, y) +d(y, z) >d(x, z)

Funkcja spetniajaca wszystkie 5 warunkéw nazywana jest funkcja metryczng {metric), warunki 1-3 — funkcja odlegtosci
{distance), funkcje podobienistwa {similarity) i niepodobienstwa {dissimilarity) spetniaja jedynie warunki 1-2.

W eksperymentach mikromacierzowych mamy do czynienia z sytuacjg, w ktorej
mierzymy warto$ci m cech (genéw) w n przypadkach (prébkach, mikromacierzach).
Dlatego potrzebujemy metod pozwalajgcych okresli¢ podobienstwo zaréwno po-
miedzy genami (wykazujgcymi wspolny profil ekspresiji) jak i pomiedzy probkami
(np. pacjentami o takiej samej chorobie). Istniejg dwa gtéwne sposoby mierzenia
odlegtosci w eksperymentach mikromacierzowych. Pierwszy, znacznie czesciej sto-
sowany, przedstawia wartosci ekspresji z roznych probek dla dwéch wybranych ge-
noéw jako wektory w przestrzeni wielowymiarowej i oblicza ich odlegtos¢ parami
w obrebie pojedynczej probki. Drugi natomiast traktuje dane wartosci jako obser-
wowane przypadki z funkcji losowych dystrybucji i gestosci rozkladu pomiaréw eks-
presji.

Funkcje wyliczajgce odlegtos¢ parami maja ogdlng postac:

(3] d(x,y) = F[d,(X,Y.),---,d,(X,, )]

Odlegtosé d pomiedzy genami x iy (traktowana jako wektor) jest ogélna miarg
odlegtosci pomiedzy nimi, wyliczong na podstawie wartosci ekspresji (czyli wspot-
rzednych wektora) w kazdej z m prébek, z zastrzezeniem, ze poszczegélne di* nie
musza by¢ traktowane jednakowo, a moga na przyktad posiada¢ rézne wagi. Dwie
podstawowe funkcje stosowane do obliczenia odlegtosci wykorzystuja w oblicze-
niach warto$¢ bezwzgledng rdznicy wartosci ekspresji genéw w poszczegoélnych
probkach. Sg to odlegtos¢ euklidesowa i Manhattan, ktore przedstawiono we wzo-
rach;

4) deku(x.y) = 3> (X]-y,Y
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[5] dn.an(X.y)=2h -y/

Inne mierniki odlegtosci korzystaja z pojec¢ opisujacych site zaleznosci pomiedzy
wektorami, czyli korelacje. Naleza do nich;
- miernik odlegtosci oparty na wspétczynniku korelacji Pearsona:

‘Xi -x)(yi -y)
(61 dcor(x-y)=I-r(x,y) = I-

- miernik odlegtosci oparty na wspoétczynniku korelacji prébki Spearmana:

YO\-x){y[ -Y)
[7] dspear(X.y)=I-

X -T)'YY; -yy

gdzie x;= ranga (xi) i y'= ranga (yi)
- miernik odlegtosci oparty na wspotczynniku korelacji probki tau Kendalla:

81 dau(X.y) =1 -TAX y)=1 -
( (x.y) X, y) m(m -1)

gdzie <... =sign(Xj -Xj) i cy.. =sign(yj -yj)

Wszystkie funkcje oparte na korelacji przedstawione sg w postaci 1-c, gdzie ¢ to
odpowiedni wspétczynnik korelacji. Dzieki takiemu przeksztalceniu dane o wyso-
kim wspoétczynniku korelacji znajdg sie blisko siebie. Dodatkowo funkcje te wyka-
zujg brak wrazliwosci na przeksztatcenia zwigzane z potozeniem i skalg oraz ten-
dencje do grupowania razem gendéw, ktérych profile ekspresji sa liniowo zalezne.

4.3- Analiza skupien

Najprostszg i zarazem najpopularniejsza metoda poszukiwania trendéw w da-
nych mikromacierzowych jest tgczenie genéw i prébek w grupy o wspolnym profilu,
tzw. klastry. Reprezentacjg grupy staje sie wtedy pojedynczy profil, ktéry jest usred-
nieniem wszystkich elementéw klastra, lub jednym z jego elementéw, tzw. medo-
idem lub centroidem. Podstawag dziatania kazdego algorytmu grupujacego jest
utworzenie ,macierzy niepodobienstwa” (ang. dissimilarity matrix), wedtug ktérej
mozliwe bedzie uporzadkowanie elementéw od najbardziej do najmniej podobnych
wzgledem siebie. Do obliczen stuzg przewaznie oméwione funkcje odlegtosci. Algo-
rytm grupujacy wymaga rowniez podania liczby poszukiwanych klastrow (wersje pa-
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rametryczne) lub co najmniej sposobu jej ustalenia (w przypadku podejscia niepara-
metrycznego). Bardzo waznym elementem jest odpowiednie dobranie kryterium
optymalizowanego przez algorytm. Kryterium jest funkcjg znacznikéw klastrow,
wedtug ktorej okresla sie stopien podobienstwa elementéw w obrebie grupy lub
stopien zréznicowania pomiedzy elementami nalezacymi do réznych grup.

Algorytmy grupujgce mozemy podzieli¢ wedtug strategii ich dziatania na dwie
gtéwne klasy, tj. strategie podziatu na czesci (ang. partitioning) oraz hierarchiczne.
Istniejg réwniez metody taczace oba podejscia.

Strategia podziatu na czesci zaktada podziat przestrzeni punktow (gendw) na
obszary (grupy) niezalezne od siebie. Do algorytmow tej klasy zalicza sie klastrowa-
nie k-srednich (ang. k-means clustering), podziat wokét medoidéw (PAMs, ang. parti-
tioning around medoids) oraz samoorganizujgce sie mapy (SOMs, ang. self-organizing
maps). Cechg wspolng tych algorytméw jest to, ze wyniki obliczen dla danego kla-
stra nie sg uzywane w obliczeniach prowadzonych dla pozostatych ktastrow.

Algorytmy hierarchiczne z kolei polegajg na tworzeniu drzewa, w ktérym korzen
to klaster zawierajacy wszystkie geny, a liscie to pojedyncze geny. Drzewa te majg
zazwyczaj charakter binarny - kazdy wezet rozdziela sie na dwie galezie badz lis-
cie. Koncowym efektem grupowania hierarchicznego jest uszeregowanie elemen-
tow w taki sposodb, aby te wykazujgce najwieksze podobieristwo byly najblizej sie-
bie (na tej samej galezi).

Sg dwa sposoby budowy drzewa: podzialowa (ang. divisive) i agtomeratywna
(ang. agglomerative). W pierwszym wychodzimy od ,korzenia” (klastra zawierajg-
cego wszystkie elementy) drzewa i dzielimy go na coraz mniejsze klastry, az do po-
jedynczych genoéw (,lisci”). Metoda agtomeratywna rozpoczyna budowe drzewa od
Jisci”, kolejno taczac elementy najbardziej podobne do siebie. W tej metodzie
uwzglednia sie kryterium powinowactwa klastréw (ang. linkage), ktore jest jedno-
cze$nie miarg odlegtosci pomiedzy nimi. Srednie powinowactwo (ang. average linka-
ge) to odlegtos¢ liczona pomiedzy Srednimi obu grup. Pojedyncze powinowactwo
(ang. single linkage) to odlegtos¢ pomiedzy najblizszymi sobie elementami dwdch
zbioréw (najblizszymi sgsiadami), czyli minimalna odlegtos¢ dwoch grup. Niekiedy
uzywa sie réwniez kryterium catkowitego powinowactwa (ang. complete linkage),
ktore mierzy odlegtos¢ pomiedzy najbardziej oddalonymi od siebie elementami
dwoch Klastrow, czyli stanowi maksymalna odlegtos¢ dwoch grup.

Okreslajac liczbe klastréw mozemy postuzy¢ sie podejsciem parametrycznym,
czyli z goéry wybrac liczbe docelowych grup na podstawie hipotezy wtasnej lub ocze-
kiwanego wyniku (np. chcac podzieli¢ probki pochodzgce od pacjentéw cierpigcych
na rézne odmiany choroby). Czesto jednak, szczegoélnie grupujgc geny a nie probki,
trudno dobra¢ odgornie docelowg liczbe klastréw, w zwigzku z czym opracowano
szereg metod nieparametrycznych stuzacych do okrestenia ich liczby. Metody te
dzielg sie na bezposrednie oraz testujace. Te ostatnie nastawione sg na testowanie
hipotezy wobec hipotezy zerowej i zazwyczaj opierajg sie na ponownym probkowa-
niu (ang. resampling) danych. Sa wiec bardzo kosztowne jes$li chodzi o moc oblicze-
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niowg komputeréw, a przez to cieszg sie malg popularnoscia. Wéréd metod bezpo-
Srednich, ktére dziatajg na zasadzie optymalizacji wybranej funkciji’kryterium, wy-
rézni¢ mozna metode ,sylwetki Sredniej” (ang. average silhouette) (14), ktérej zaletg
jest to, ze stosowac jg mozna zarobwno do podziatowych jak i hierarchicznych me-
tod klastrowania, bez wzgledu na wybrang funkcje obliczania podobienstwa, jej mi-
nusem, jak i wiekszosci metod wyboru liczby klastrow, jest to, ze bada ona jedynie
globalng strukture klastréw, a nie osobno kazdy poziom drzewa czy duzego klastra.
Interesujgce rozwigzanie tego problemu znalez¢ mozna w metodzie ,mediany po-
dzialu sylwetki” (MSS, ang. median split silhouette) (15). Polega ona na poszukiwaniu
matych grup w obrebie wiekszych klastréw, wychodzac z zalozenia, ze przewaznie
taka struktura jest odzwierciedleniem zaleznosci biologicznych. Gtéwnym elemen-
tem algorytmu jest ocena jak dobrze elementy klastra pasujg do siebie. W tym celu
wybrany algorytm ogranicza sie do grupowania tylko tych elementéw, ignorujgc po-
zostate zewnetrzne klastry, a nastepnie ocenia sie jednorodnos$¢ badanego klastra
z wykorzystaniem oceny $redniej sylwetki.

Zasade dziatania algorytmu MSS przedstawi¢ mozna nastepujgco. Dla kazdego
genu j obliczamy warto$¢ funkcji niepodobienstwa do innych genéw aj w danym kla-
strze. Dodatkowo dla kazdego genu j oraz klastra /, do ktérego ten gen nie nalezy,
oblicza sie wartos¢ bji funkcji niepodobienistwa do genéw w klastrze /. Przyjmijmy,
ze wtedy sylwetke genu mozna opisac jako wzor:

(bj-a,)

Sj=- bj =mm,b,
' max(aj,bj)

9]

Funkcja ta stanowi miare dopasowania genu w obrebie danej grupy w poréwna-
niu z jego dopasowaniem do najblizszej sagsiedniej grupy. ,Sylwetka” przyjmuje
wartos¢ 1, gdy gen wykazuje identycznosé z pozostatymi czionkami swojego kla-
stra; 0, gdy gen lezy réwno pomiedzy dwoma sasiednimi klastrami; oraz -1, gdy
W rzeczywistosci powinien znajdowac sie w sasiednim klastrze.

Przeprowadzajac grupowanie na k klastréw, algorytm dzieli kazdy klaster na
dwa lub wiecej mniejszych klastréw (kryterium wyboru moze by¢, np. maksymaliza-
cja sredniej sylwetki). Kazdy gen bedzie miat teraz nowg wartos¢ sylwetki, obli-
czong tylko wobec gendw, z ktérymi dzieli klaster macierzysty. Sylwetka podziatu
MSS to mediana wartosci dla kazdego wyjsciowego klastra:

MSS (k) = median fSS/, ..., SSjJ. Wartos¢ ta ukazuje jak jednorodny byt wyjSciowy
klaster i jest niska, jesli nie nalezatlo go dzielic. Wybierajgc liczbe klastrow do gru-
powania nalezy stara¢ sie minimalizowa¢ MSS. W celu zwiekszenia czutosci i zmniej-
szenia intensywnosci obliczenh mozna zamiast mediany zastosowac Srednia.

Ciekawym przyktadem kombinacji strategii klastrowania jest algorytm HOPACH
(ang. Hierarchical Ordered Partitioning and Collapsing Hybrid) (16). Na jego podstawie
budowane jest drzewo hierarchiczne, ale na kazdym poziomie klastry ukfadane sg
wedtug niepodobienstwa (ang. dissimilarity) rozpatrywanego parami. Punktem startu
jest strategia podziatlu - caly zbiér gendéw dzielony jest na dwa lub wiecej kla-
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stréw, ale na kazdym poziomie budowanego drzewa hierarchicznego stosuje sie do-
datkowy etap aglomeratywny w celu sprawdzenia czy podziat na klastry Jest po-
prawny, jesli algorytm wykryje, ze nastapit blad, taczy dwa najblizsze sobie klastry.
Wybér liczby klastrow na kazdym etapie oraz decyzja czy ktére$ z nich nalezy
potaczy¢ podejmowane sg na podstawie algorytmu MSS.

Inng interesujacy strategia analizy skupien jest grupowanie probek poprzez grupo-
wanie genow. Do grupowania prébek wykorzystuje sie wtedy profile ekspresji (medo-
id lub $rednig) otrzymane dla klastrow gendéw (17), co znacznie redukuje ilos¢ wymia-
row danych (liczbe parametréw dla kazdej prébki), a przez to upraszcza procedure
grupowania. Dodatkowg zaletg jest to, ze profile ekspresji klastrow sg stabilne, stad
wynik grupowania prébek bedzie rowniez bardziej wiarygodny. Obecnos¢ kilku Zle
dopasowanych genéw w obrebie klastrow nie bedzie miata wptywu na rezuttat anatizy.

Na podstawie technik grupowania genéw mozna identyfikowaé bardzo ciekawe
zaleznosci pomiedzy danymi, ale niestety dos¢ czesto brakuje im oparcia statystycz-
nego. Dodatkowo zaobserwowano, ze w wiekszosci algorytméw grupowania hierar-
chicznego ostateczny wynik jest w duzej mierze zalezny od poczgtkowego utozenia
danych. Problem wynika przede wszystkim z wielowymiarowej struktury danych
(bardzo duzo genéw) pozyskiwanych z relatywnie matej ilosci prébek. Powoduje to,
ze obserwujemy eksperymentalny rozktad wynikéw nie znajac rzeczywistego ich
rozktadu, przy czym jest bardzo mato prawdopodobne, zeby dane mikromacierzo-
we prezentowaty rozktad normalny. Dlatego trudno jest go testowac i z tego tez po-
wodu powstato wiele metod za pomocg ktérych prébuje sie rozwigzaé ten problem.
Najpopularniejsze z nich to metoda jocknife (18) oraz bootstrap (19,20).

Obie metody generujg przypuszczalny rzeczywisty rozktad danych i najego pod-
stawie sprawdzajg na ile otrzymany przez nas wynik jest losowy. Podstawg tego po-
dejscia jest zatozenie, ze uzyskane dane to tylko przyktadowe warianty z niewiado-
mego rozkladu. Na ich podstawie mozemy wygenerowaé pozostate, teoretycznie
mozliwe do uzyskania obserwacje poprzez wielokrotne ponowne prébkowanie
i przemieszanie danych eksperymentalnych. Na bazie tak otrzymanego zbioru wy-
znacza sie jego rozkiad, a nastepnie okresla prawdopodobienstwo uzyskania da-
nych takich jak w przeprowadzonym eksperymencie. Dodatkowo w metodzie jocknife
zmienia sie tez rozmiar generowanych danych, poniewaz ma on réwniez wptyw na
ich rozktad. Dla przyktadu podczas testowania drzewa grupowania hierarchicznego
metoda bootstrap na podstawie oryginalnych danych generuje sie n losowych drzew,
a nastepnie sprawdza jak czesto uzyskane przez nas w eksperymencie pary klastrow
znajdujg sie wérdd tych drzew. Im czesciej dane utozenie powtarza sie w losowych
wynikach, tym jest mniegj istotne statystycznie. Innym podejsciem do testowania
tego samego drzewa moze by¢ ponowne prébkowanie i podmienianie tylko czesci
oryginalnych danych przed budowag nowego drzewa. Tym razem im czesciej w nowo
generowanych drzewach powtarza sie dany uktad klastrow, tym bardziej prawdopo-
dobne, ze jest on wynikiem zaleznosci opartej na wiekszej czesci danych (w domys-
le - o podiozu biologicznym), a nie o lokalng wariancje czy szum tta.
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4.4. Algorytmy uczace sie

Ro6znego rodzaju metody grupowania gendéw najczesciej uzywane sg w bada-
niach mechanizméw odpowiedzialnych za regulacje ekspresji genéw, szlakow meta-
bolicznych, odpowiedzi na stres lub terapie. Catkowicie innego podej$cia wymagaja
eksperymenty zmierzajace do identyfikacji tzw. genéw markerowych stosowanych
w diagnostyce medycznej. W takich sytuacjach zwykle wykorzystywane sg algoryt-
my uczace sie. Pod pojeciem ,uczenia maszyn” (ang. machine learning) kryje sie sze-
reg metod, ktérych zadaniem jest utworzenie klasyfikatoréw przyporzadkowuja-
cych nieznane im prébki do okreslonych grup. Metody te dzielg sie na nadzorowane
(ang. supervised) i nienadzorowane (ang. unsupervised). W podejsciu nadzorowanym
czes¢ probek (tzw. zestaw treningowy) wykorzystywana jest jako materiat, na pod-
stawie ktorego algorytm ma nauczy¢ sie rozpoznawac¢ zadane klasy (np. pacjenci
chorzy na chorobe A, chorobe B i zdrowi). W metodach nienadzorowanych algorytm
sam dokonuje grupowania na klasy w obrebie zestawu treningowego prébek, a na-
stepnie buduje na ich podstawie klasyfikator do segregacji kolejnych prébek (tzw.
zestawu testowego). Ze wzgleddw praktycznych najczesciej stosowane jest podejs-
cie nadzorowane. Wiekszos¢ eksperymentow nastawiona jest na ustalenie jak naj-
lepszej metody rozpoznania danego typu schorzenia i zazwyczaj dysponuje sie
wiedzg a priori w tym zakresie.

Schemat dziatania wiekszosci nadzorowanych algorytmoéw uczacych sie zostat
przedstawiony na rysunku 5. W pierwszym etapie zawsze okres$lany jest zestaw klas
oraz oznaczenie przynaleznosci kazdej probki do danej klasy. Nastepnie algorytm
uczy sie rozpoznawac probki nalezace do réznych klas. Proces uczenia sie przebie-

Informacje o klasach

JFIMIMINMIINIINMnMITtmNI Mta
Zestaw |
niepogrupowanych
prébek
IMIMMIIMHItan MIMIIM IM MIIBM

| Klasyfikator dzielacy na grupy

Probki Probki
zaklasyfikowane zaklasyfikowane
jakotyp 1 jako typ 2

Rys. 5. Ogoélny schemat dziatania algorytméw uczenia maszyn. Ciemne strzatki przedstawiajg proces
uczenia maszyny, biate strzalki symuluja proces klasyfikacji na bazie ustalonego wzorca.
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ga dwustopniowo: najpierw nalezy wybra¢ cechy (geny), na podstawie ktérych two-
rzony bedzie klasyfikator, a nastepnie za ich pomocg opisa¢ etykiete kazdej klasy,
stanowigcg czynnik selekcyjny w procesie rozrézniania probek. Elementem krytycz-
nym jest wybor gendw stuzacych za podstawe klasyfikatora.

Czes¢ algorytmow uczgcych sie, takich jak sztuczne sieci neuronowe (ANN, ang.
artificial neural networks) czy drzewa decyzyjne (ang. decision trees), same wybierajg
odpowiednie geny w trakcie tworzenia etykiety klasyfikacyjnej, jednak w wiekszosci
przypadkow stosuje sie poprzedzajace etap uczenia metody filtrowania lub oceny
uzytecznosci gendw w tworzeniu klasyfikatora. Najpopularniejsze metody filtrowa-
nia opierajg sie na ocenie: 1) statystyki t (ang. t-statistic), 2) stosunku sygnatu do tta
(SNR, ang. signal-to-noise ratio) oraz 3) korelacji. Do oceny uzytecznosci genow
w procesie klasyfikacji stosuje sie metody gendw dyskryminujacych (IDG, ang. indivi-
dual discriminatory gene, jDG, jointly discriminatory gene) oraz metody oparte na algo-
rytmach genetycznych (GAs, ang. genetic algorithms).

Dotad zaproponowano bardzo wiele algorytmow klasyfikujacych probki. Naj-
prostsze z nich postuguja sie kombinacjami liniowych zaleznosci cech (EDA, ang. li-
near discriminant analysis), modyfikacji regres;ji liniowej (ang. logistic regression) czy
przypisywania wag (ang. weighted voting). Wsréd bardziej skomplikowanych algoryt-
mow znajduja sie np. takie, ktére opierajg sie na sieci wspétpracujacych, utozonych
warstwami elementéw wykonujacych obliczenia klasyfikujace, tzw. sieci neurono-
we. Nalezg do nich np. algorytm MLPs (ang, multilayer perceptrons) czy oparty na stra-
tegii Bayesa PNN (ang. probabilistic neural network). Interesujgcy i dos¢ popularny al-
gorytm oparty na tzw. maszynach wektorowych (SVMs, ang. support vector machines),
zamiast opracowywaé skomplikowane funkcje w przestrzeni o wymiarach réwnych
ilosci gendéw w probkach treningowych, tak jak to robig sztuczne sieci neuronowe,
mapuje wprowadzone elementy do hipotetycznej przestrzeni o wiekszej ilosci wy-
miaréw, a nastepnie rozdziela je uzywajac prostych liniowych funkcji klasyfikacyj-
nych. Poniewaz SVMs opiera sie na binarnym systemie decyzyjnym moze jedynie
dzieli¢ prébki na te, ktére znajdg sie w grupie oraz te, ktére sie do niej nie klasyfi-
kuja. Aby moc dzieli€¢ prébki na wiecej niz dwie grupy zastosowano podejscie ,je-
den kontra wszyscy” (OVA, ang. one-vs.-all), polegajace na utworzeniu dla podziatu
na k klasy k klasyfikatoréw binarnych SVM konkurujacych ze soba o kazdg probke.
Ostatecznie probka trafia do grupy reprezentowanej przez SVM 0 najwyzszej
wartosci klasyfikacji (najdalej od granicy klasyfikacyjnej) (21).

Podobnie jak przy metodach klastrujgcych nie mozna jednoznacznie okresli¢,
ktéry z algorytméw uczacych sie jest najlepszy. Wynik i skutecznos¢ otrzymanych
klasyfikatoréw zalezg gtoéwnie od jakosci i ilosci danych uzytych do trenowania al-
gorytmu (np. wielkosci zestawu probek) oraz parametrow zastosowanych podczas
analizy. Jedyng roznicg jest mozliwos¢ bezposredniej weryfikacji skutecznosci algo-
rytméw uczacych sie poprzez zastosowanie otrzymanych klasyfikatoréw na niezalez-
nym zbiorze prébek o znanych klasach.
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5. Podsumowanie

Liczba narzedzi stuzgcych do uzyskiwania informacji z ogromu danych dostar-
czanych przez eksperyment mikromacierzowy wcigz rosnie, a te juz opisane sg bez-
ustannie udoskonalane, zaréwno poprzez stosowanie coraz bardziej wysublimowa-
nych metod statystycznych, jak i poprzez wykorzystanie coraz bardziej skompliko-
wanych uktadéw analitycznych. Metody stuzace do wstepnej obrébki danych otrzy-
mywanych z klasycznych mikromacierzy ekspresyjnych sa juz catkiem dobrze opra-
cowane. Niestety szczegodtowe opisanie wiekszosci algorytméw przekracza mozli-
wosci tego opracowania. Warto jednak pamietaé, ze kazda z metod ma swoje zalety
i wady, a ostateczny wynik analizy powinno sie¢ poréwnac¢ z wynikiem uzyskanym
inng metoda, jesli dana zalezno$¢ znajduje potwierdzenie w wynikach uzyskanych
ré6znymi metodami istnieje wieksze prawdopodobienstwo, ze jej podtoze ma pod-
stawy biologiczne. Réwnie wazne jest konfrontowanie otrzymanych wynikéw z in-
formacjami zawartymi w literaturze i bazach danych, w tym Gene Ontology. Stosowa-
nie wszelkiego rodzaju testow statystycznych oceniajacych wiarygodnos¢ stawia-
nych hipotez ma ogromne znaczenie, szczegélnie ze wzgledu na specyfike danych
mikromacierzowych, w ktérych ilos¢ obserwowanych cech (genéw) wielokrotnie
przewyzsza ilos¢ prébek (obserwacji jednostkowych).

Planujac eksperyment mikromacierzowy nalezy oprécz ustalenia platformy i ro-
dzaju mikromacierzy odgdrnie dokona¢ wyboru metod analizy, dostosowujac je do
problemu biologicznego, ktéry chcemy rozwigza¢. Wszystkie etapy analizy, poczaw-
szy od normalizacji, poprzez sposéb przedstawienia wartosci poziomu ekspresji ge-
néw, metody obliczania odlegtosci, filtrowania, az po analize wyzszego rzedu, maja
wplyw na ostateczny wynik. Dlatego tak istotne jest doktadne zrozumienie poszcze-
golnych elementéw analizy. Warto réwniez wiedzie¢, ze zmieniajac nieco dobér pa-
rametrow statystycznych, np. zmniejszajac selektywnos¢ stosowanych metod, moz-
na pozyska¢ dodatkowe, istotne biologicznie informacje.

Opracowanie powstato w ramach realizacji projektu badawczego finansowanego przez Minister-
stwo Nauki i Szkolnictwa Wyzszego: nr PBZ-MNil-2/1/2005.
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